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Résumé

Les dispositifs de protection de sites sensibles doivent permettre de détecter des me-
naces potentielles suffisamment à l’avance pour pouvoir mettre en place une stratégie de
défense. Dans cette optique, les méthodes de détection et de reconnaissance d’aéronefs
se basant sur des images infrarouge multispectrales doivent être adaptées à des images
faiblement résolues et être robustes à la variabilité spectrale et spatiale des cibles.
Nous mettons au point dans cette thèse, des méthodes statistiques de détection et de
reconnaissance d’aéronefs satisfaisant ces contraintes.

Tout d’abord, nous spécifions une méthode de détection d’anomalies pour des
images multispectrales, combinant un calcul de vraisemblance spectrale avec une étude
sur les ensembles de niveaux de la transformée de Mahalanobis de l’image. Cette méthode
ne nécessite aucune information a priori sur les aéronefs et nous permet d’identifier les
images contenant des cibles. Ces images sont ensuite considérées comme des réalisations
d’un modèle statistique d’observations fluctuant spectralement et spatialement autour de
formes caractéristiques inconnues. L’estimation des paramètres de ce modèle est réa-
lisée par une nouvelle méthodologie d’apprentissage séquentiel non supervisé pour
des modèles à données manquantes que nous avons développée. La mise au point de ce
modèle nous permet in fine de proposer une méthode de reconnaissance de cibles basée
sur l’estimateur du maximum de vraisemblance a posteriori .

Les résultats encourageants, tant en détection qu’en classification, justifient l’intérêt
du développement de dispositifs permettant l’acquisition d’images multispectrales. Ces
méthodes nous ont également permis d’identifier les regroupements de bandes spectrales
optimales pour la détection et la reconnaissance d’aéronefs faiblement résolus en infra-
rouge.

Mots-clefs

Signature infrarouge, Imagerie multispectrale, Détection d’anomalies, Reconnaissance
de formes, Modèles à prototype déformable, Algorithme Expectation-Maximization, Ap-
prentissage séquentiel, Méthodes de Monte Carlo par chaînes de Markov
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Detection and Classification of
Multispectral Infrared Targets

Abstract
Surveillance systems should be able to detect potential threats far ahead in order to

put forward a defence strategy. In this context, detection and recognition methods making
use of multispectral infrared images should cope with low resolution signals and handle
both spectral and spatial variability of the targets. We introduce in this PhD thesis
a novel statistical methodology to perform aircraft detection and classification which take
into account these constraints.

We first propose an anomaly detection method designed for multispectral images,
which combines a spectral likelihood measure and a level set study of the image Maha-
lanobis transform. This technique allows to identify images which feature an anomaly
without any prior knowledge on the target. In a second time, these images are used as re-
alizations of a statistical model in which the observations are described as random spectral
and spatial deformation of prototype shapes. The model inference, and in particular
the prototype shape estimation, is achieved through a novel unsupervised sequential
learning algorithm designed for missing data models. This model allows to propose a
classification algorithm based on maximum a posteriori probability.

Promising results in detection as well as in classification, justify the growing interest
surrounding the development of multispectral imaging devices. These methods have also
allowed us to identify the optimal infrared spectral band regroupments regarding the low
resolution aircraft IRS detection and classification.

Keywords

Infrared Signature, Multispectral Imagery, Anomaly Detection, Shape Recognition,
Deformable Template models, Expectation-Maximization Algorithm, Sequential Inference,
Markov chain Monte Carlo methods
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Introduction

Pour identifier la présence d’un objet dans une scène optique, de nombreuses appli-
cations civiles et militaires ont recours au rayonnement infrarouge. En effet, tout corps
réfléchit et émet un rayonnement infrarouge, nommé Signature InfraRouge (SIR), caracté-
ristique de ses propriétés physico-chimiques et de sa température. Lorsque l’objet d’intérêt
possède un différentiel de température important avec son environnement, comme c’est
le cas pour un aéronef en vol, sa SIR est peu sensible au contexte, ce qui représente un
avantage par rapport au domaine du visible. Parmi les différentes façons d’exploiter la
SIR, on peut choisir d’étudier simultanément plusieurs bandes spectrales infrarouge. On
parle alors de signature infrarouge multispectrale, respectivement hyperspectrale, quand il
s’agit d’une dizaine de bandes, respectivement d’une centaine de bandes. Par rapport à des
signatures en bande large, disposer de SIR multispectrales permet d’accéder à des infor-
mations plus précises, potentiellement discriminatoires, sur les caractéristiques spectrales
de l’objet en question. D’ailleurs, le développement de caméras infrarouge multispectrales,
capables de filmer une même scène optique simultanément dans plusieurs bandes spec-
trales, fait l’objet d’intenses travaux de recherche. Toutefois, l’utilisation de tels dispositifs
expérimentaux requiert le développement de méthodes efficaces de traitement, ce qui fait
l’objet de cette thèse. On s’intéresse plus particulièrement à des SIR multispectrales dans
la bande II de l’infrarouge, ce qui correspond à la plage de longueurs d’onde comprises
entre 3 et 5 µm, pour la détection et la classification d’avions militaires.

Dans notre approche, la scène optique est connue de façon statistique et les sources
d’incertitudes sur les paramètres la caractérisant sont multiples. Par conséquent, les SIR
d’aéronefs sont considérées comme des variables aléatoires. Ainsi, pour être performantes,
les méthodes de détection et de classification doivent intégrer les phénomènes de dispersion
affectant les SIR. En particulier, l’enjeu principal sera de modéliser simultanément les deux
types de dispersion, spatiale et spectrale, ce qui, jusqu’à présent, n’a pas été abordé dans
la littérature. La dispersion spatiale résulte du fait que les SIR d’avions ne possèdent pas
une unique géométrie de référence, mais sont descriptibles par une enveloppe de formes
qui varient en fonction de nombreux paramètres tels que le type d’avion, le régime moteur,
l’angle d’approche, etc. La dispersion spectrale désigne, quant à elle, les variations possibles
du spectre d’un aéronef dans la bande II. Par ailleurs, travailler sur des SIR multispectrales,
nous permet de choisir les bandes prises en compte dans notre étude. Il conviendra donc
de spécifier une méthode de sélection des bandes pertinentes pour nos applications.

Des études ont été menées sur la détection d’avions à partir de leur SIR monospectrale,
c’est à dire leur signature infrarouge intégrée en bande large [M6]. Parmi les méthodes pro-
posées, la plus performante consiste à étudier les aires de certains ensembles de niveaux des
SIR bien choisis. Toutefois, cette solution ne prend pas en compte la dispersion spectrale
des cibles et n’est donc pas adaptable au cas des SIR multispectrales. En revanche, le dé-
tecteur d’anomalies RX [RY90], considéré en imagerie multispectrale, comme un détecteur
de référence, intègre quant à lui ce type de dispersion. L’idée générale de cet algorithme est
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de quantifier la différence entre les propriétés statistiques de chaque pixel et celles du reste
de l’image, considéré comme un fond. Cette méthode semble adaptée à notre probléma-
tique car, au delà d’exploiter l’information spectrale véhiculée par une SIR multispectrale,
elle ne nécessite que peu d’informations a priori sur une cible pour être détectée. Toute-
fois, bien que la dispersion spatiale nous empêche de connaître avec exactitude la taille
des cibles, nous savons que celles-ci présentent une certaine cohérence spatiale, qui n’est
pas exploitée par le détecteur RX.

Dès lors qu’une cible est détectée, le problème essentiel est de pouvoir la classifier.
La plupart des algorithmes de classification classiques tels que les Machines à Support de
Vecteurs (SVM) ou les méthodes d’apprentissage de type K-moyenne (K-means clustering)
ne sont pas adaptés à des données présentant des similitudes mais également des varia-
tions qu’il convient d’analyser. L’hypothèse que ces données sont en réalité des mesures
d’une même expérience (ou d’expériences similaires) nous conduit à une famille de mo-
dèles statistiques appelée modèles à prototype (ou template) déformable [d’A63, Gre93].
Dans un modèle à prototype déformable, différentes observations d’un même phénomène
physique sont décrites par un prototype ou un ensemble de prototypes originaux ayant
subi différents types d’altérations aléatoires, telles que des déformations dans le temps,
dans l’espace, en intensité etc... Dans le cas des SIR monospectrales, les observations sont
des images et dans le cas des SIR multispectrales, ce sont des cubes d’images. Des mé-
thodes d’apprentissage permettant l’estimation des prototypes ainsi que des déformations
associées ont été proposées pour ce type de modèles [AK10, KG92]. Il est alors possible
de classer toutes les observations, en estimant pour chacune d’elle le prototype dont elle
dérive le plus vraisemblablement. Suivant cette idée, une méthode a été proposée pour
classifier des SIR monospectrales et a conduit à des résultats de classification satisfaisants
[LAJ+12]. Toutefois, le modèle à prototype déformable utilisé dans cette étude n’est pas
adapté au cas de SIR multispectrales, parce qu’il n’intègre pas la modélisation simultanée
des dispersions spatiale et spectrale. De plus, cette méthode d’estimation des prototypes
s’avère trop coûteuse (en temps et en capacité de calcul) pour pouvoir être utilisée dans
des dispositifs expérimentaux opérant en temps réel.

L’ensemble de ces études montrent que des méthodes de détection et de classification
existent en traitement du signal mais qu’aucune n’a comme spécificité d’intégrer simulta-
nément les phénomènes de dispersions spatiale et spectrale caractéristiques des aéronefs,
ce qui justifie notre étude. Par ailleurs, les méthodologies que nous proposons nous per-
mettront de spécifier les bandes spectrales qui optimisent les performances de détection
et de classification. Celles-ci pourront être valorisées dans le cadre de la conception de
caméras multispectrales, par l’ONERA ou par des industriels.

La démarche adoptée suit l’enchaînement logique suggéré par la problématique : nous
commençons par présenter une méthode de détection ne nécessitant quasiment aucune
connaissance a priori sur les cibles d’intérêt, en adoptant une approche de type détec-
tion d’anomalies. Nous exposons ensuite comment modéliser puis estimer les différentes
dispersions, le but étant d’approcher les formes prototypes intervenant dans un modèle à
prototype déformable adapté à notre problématique. Ceci nous permet in fine de proposer
une méthode de classification adaptée à ce type de données. Le cas d’application type de
cette étude consiste à détecter et classifier un aéronef situé à une vingtaine de kilomètres
du point d’observation, au moyen d’un capteur infrarouge de veille situé au niveau du
sol. A cette distance, la signature infrarouge est faiblement résolue spatialement : la cible
n’apparaît que sur une dizaine de pixels de l’image, ce qui complexifie cette étude.
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Dans un premier temps, nous avons mis au point un détecteur d’anomalies adapté au
cas des SIR multispectrales. Pour cela, nous avons exploité les propriétés spectrales des
signatures infrarouge en nous inspirant du détecteur d’anomalies RX [RY90]. Nous basons
notre étude sur une image intermédiaire n’ayant aucune réalité physique. Elle est obte-
nue à partir d’une SIR multispectrale, et fournit une cartographie des zones de la scène
optique contenant potentiellement une anomalie. Le détecteur d’anomalies que nous pro-
posons consiste à étudier les périmètres de certains ensembles de niveaux de cette image
intermédiaire, ayant des valeurs peu vraisemblables pour le modèle de fond. Si de tels en-
sembles de niveaux existent et ont un périmètre anormalement grand, alors une anomalie
est détectée. L’originalité de cette méthode réside dans le fait que la dispersion affectant
les composantes spatiales et spectrales des SIR, a priori considérée comme une nuisance,
est ici exploitée comme un atout. Les résultats montrent que, comparée à des détecteurs
de type RX, cette méthode améliore les performances de détection et en particulier réduit
considérablement le taux de fausses alarmes pour notre application. Une fois établi, ce
détecteur permet de sélectionner les bandes spectrales qui optimisent la détection. Il res-
sort de cette étude que, pour ces bandes optimales, il y a un avantage évident à détecter
la présence d’un aéronef dans une scène optique à partir de SIR multispectrales plutôt
que monospectrales. Par ailleurs, ceci nous permet de localiser dans la bande II l’informa-
tion nécessaire pour détecter une cible. Nous limitons ainsi la redondance contenue dans
les bandes spectrales, ce qui a un intérêt appréciable vis-à-vis du stockage des données,
notamment comparé aux images hyperspectrales. Cette démarche ainsi que les résultats
obtenus sont exposés dans le Chapitre I.

Toutefois, le manque de connaissance devient critique dès lors que l’on cherche à clas-
sifier les SIR multispectrales pour lesquelles on a détecté une anomalie. Pour cela, nous
avons adapté un modèle à prototype déformable au contexte des signatures infrarouge
multispectrales d’aéronefs. Sans ce modèle, les dispersions spatiales et spectrales sur les
observations brutes sont telles qu’elles rendent impossible leur étude en vue d’une clas-
sification. Le modèle à prototype déformable est paramétré par les caractéristiques de
chaque type d’avions : leur géométrie de référence, leur photométrie spectrale ou encore
leur déformation typique. A priori, toutes ces données sont inconnues. Nous avons donc
mis en place une méthode d’estimation séquentielle (ou en ligne) de ces paramètres basée
sur un algorithme de type Expectation Maximization (EM). Dans un cadre d’apprentis-
sage séquentiel, les observations (dans notre cas les SIR) sont traitées au fur et à mesure
de leur acquisition et chaque nouvelle donnée améliore l’estimation des paramètres du
modèle (dans notre cas les prototypes). Ce type d’apprentissage permet en particulier le
traitement en temps réel des observations et dispense de les stocker. Parmi les méthodes
d’estimation en ligne de paramètres dans des modèles à données manquantes, l’EM en
ligne (Online EM) [CM07] est une solution pertinente qui conserve la structure originale
de l’algorithme EM et donc sa simplicité ainsi que sa flexibilité d’implémentation. La dif-
ficulté est d’adapter cette méthode à un cadre dans lequel l’espérance de la vraisemblance
complète sous la loi jointe a posteriori n’est pas calculable analytiquement. La solution
mise en œuvre pour approcher cette espérance fait intervenir un algorithme de type Monte
Carlo à chaînes de Markov (MCMC) basé sur les travaux de sélection de modèles dans un
cadre bayésien menés par Carlin et Chib [CC95]. Cette méthodologie générale d’appren-
tissage dans des modèles à données manquantes est détaillée dans le Chapitre II. Nous
appliquons cette méthode au cas spécifique des SIR monospectrales et étendons ensuite
le modèle au cas des signatures multispectrales. Nous proposons une méthode de classifi-
cation de ces signatures adaptée du maximum a posteriori et, comme pour la détection,
nous montrons, dans le Chapitre III, que les performances de classification obtenues en
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multispectral sont meilleures que dans le cas monospectral. De plus, cette méthode permet
de comparer la pertinence de différents regroupements de bandes spectrales pour le pro-
blème de la classification d’aéronefs. Nous avons ainsi établi une méthode d’apprentissage
de formes prototypes décrivant les différents aéronefs, qui nous ont permis de mettre en
oeuvre une technique de classification de signatures infrarouge multispectrales robuste aux
dispersions spatiale et spectrale des cibles.

Le Chapitre IV présente notre contribution théorique sur les algorithmes MCMC utili-
sant des chaînes de Markov non homogènes. Plus précisément, nous prouvons un théorème
de comparaison pour des algorithmes MCMC utilisant comme critère la variance asymp-
totique de l’estimateur de Monte-Carlo. Ce résultat étend le théorème de comparaison de
Tierney [Tie95] pour des chaînes inhomogènes alternant entre deux noyaux de transition.
Ceci justifie, entre autres, l’efficacité du noyau MCMC dérivé de Carlin et Chib [CC95]
proposé dans l’algorithme d’apprentissage, par rapport à d’autres méthodes classiques
telles que l’échantillonneur de Gibbs. Le théorème est énoncé, démontré et des exemples
d’application sont également proposés.
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Notations

Ensembles, vecteurs et matrices

• R désigne l’ensemble des nombres réels,
• N l’ensemble des entiers naturels et N∗ = N \ {0},
• Soit E ⊂ R et (m,n) ∈ N∗2,Mm,n(E) désigne l’ensemble des matrices de taille m × n

dont les éléments appartiennent à E.
• Soit E ⊂ Rd, d > 0, pour tout x ∈ E, x = (x1, . . . , xd), notons pour 1 ≤ i, j ≤ d :

xi:j = (xi, . . . , xj), x−i = (x1, . . . , xi−1, xi+1, . . . , xd) .

Pour toute matrice M ∈ Mm,n(E), det(M) désigne son déterminant, MT sa transposée
et Tr(M) sa trace. Si n = m, diag(M) est le vecteur composé des éléments de la diagonale
de M et M−1 désigne, quand elle existe, la matrice inverse de M . Pour tout n ∈ N∗, Idn
denote la matrice identité d’ordre n.

Soit U un sous ensemble de Rd (d > 0)
• Cp(U) désigne l’ensemble des fonctions U → R, p fois dérivables et de dérivée p-ième
continue,
• Lp(U) désigne l’ensemble des fonctions U→ R dont la puissance p est intégrable∫

U
|f(u)|pdu <∞ .

Soit une fonction f : U→ R
• Lorsque f ∈ C1, ∇uf désigne le gradient de f : ∇uf = ( ∂f∂u1

, . . . , ∂f∂ud )T et pour tout
u∗ ∈ U, ∇uf(u∗) désigne la valeur du gradient en u∗.
• Avec les mêmes conventions, lorsque f ∈ C2, ∇2

uf désigne la matrice Hessienne de f
dont les coefficients sont [∇2

uf ](i,j) = ∂2f
∂ui∂uj

, pour tout (i, j) ∈ {1, . . . , d}2.

Variables aléatoires

Soit X et Y deux variables aléatoires définies respectivement sur les espaces mesurables
(X,X ) et (Y,Y). Dans la plupart des applications considérées, les espaces mesurables seront
tels que X ⊂ Rd et X = B(X) où B(X) est la tribu borélienne associée à X. Pour tout
x ∈ X, on désigne par dx un élément infinitésimal de B(X) correspondant à un voisinage
de x. Dans la mesure du possible, les variables aléatoires seront désignées par des lettres
majuscules X,Y, . . . et leurs réalisations par les minuscules de la même lettre x, y, . . .. On
note fX la densité de X par rapport à une mesure λ définie sur (X,X ), fX|Y la densité de
X conditionnellement à Y (par rapport à λ) et fX,Y la densité jointe des variables X et
Y par rapport à une mesure ν définie sur l’espace produit (X× Y,X ⊗Y). Les mesures λ
et ν sont typiquement les mesures de Lebesgue sur les espaces mesurables concernés.
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Soit A ∈ X , on définit :
• la probabilité que X ∈ A (respectivement X ∈ A sachant que Y = y)

P[X ∈ A] =
∫
A
fX(x)λ(dx) , P[X ∈ A | y ] =

∫
A
fX|Y (x | y)λ(dx) ,

• l’espérance de X (respectivement l’espérance conditionnelle de X sachant que Y = y)

E[X] =
∫

X
xfX(x)λ(dx) , E[X | y ] =

∫
X
xfX|Y (x | y)λ(dy) .

Par ailleurs,
• X ∼ fX signifie que X est une variable aléatoire de densité fX ,
• x ∼ fX signifie que l’on simule une réalisation de la variable aléatoire X ayant fX pour
densité et que l’on appelle x cette réalisation.

• X1, . . . , Xn
i.i.d.∼ fX signifie que X1, . . . , Xn sont des variables aléatoires indépendantes

et identiquement distribuées de densité fX .
Soit M une variable aléatoire discrète prenant ses valeurs dans un ensemble M de cardinal
fini, telle que P[M = m] = wm,

∑
m∈Mwm = 1, alors :

• M ∝ wm signifie que M est une variable aléatoire discrète telle que P[M = m] = wm,
• m ∝ wm signifie que l’on simule une réalisation de la variable aléatoire M telle que
P[M = m] = wm et que l’on appelle m cette réalisation.

Mesures, noyaux de transition

Soit ν une mesure sur (X,X ) et f : X→ R. f est dit λ-intégrable si∫
X
|f(x)|λ(dx) <∞ ,

et on désigne pour tout p ∈ N∗, Lp(ν) l’ensemble des fonctions f : X→ R telles que fp est
λ-intégrable. Les écritures suivantes sont équivalentes

Eλ[f(X)] =
∫

X
|f(x)|λ(dx) =

∫
|f |dλ = λf .

Soit K : X ×X → [0, 1] un noyau de transition sur X, tel que
• pour tout x ∈ X, K(x, · ) définit une mesure sur (X,X ),
• pour tout A ∈ X , x→ K(x,A) définit une fonction mesurable sur X.
Soit K1 et K2 deux noyaux définis sur (X,X ). On note K1K2 le noyau produit défini sur
(X,X ) par :

∀ (x,A) ∈ (X ×X ), K1K2(x,A) =
∫

X
K1(x,dx̃)K2(x̃, A) ,

et pour tout p ∈ N∗, Kp le noyau K itéré p fois défini récursivement par

∀ (x,A) ∈ (X ×X ), Kp(x,A) =
∫

X
Kp−1(x,dx̃)K(x̃, A) .
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On rappelle que λK et Kf sont respectivement la mesure sur (X,X ) et l’application
mesurable sur X définis par

∀A ∈ X , λK(A) =
∫

X
λ(dx)K(x,A) ,

∀x ∈ X, Kf(x) =
∫

X
K(x,dx′)f(x′) .

Pour tout A ∈ X , x→ 1A(x) désigne la fonction caractéristique de l’ensemble A :

1A(x) =
{

0 si x 6∈ A ,
1 si x ∈ A .

Pour tout x ∈ X, δx désigne la mesure de dirac chargée en le singleton {x} telle que pour
toute fonction f : X→ R : ∫

X
f(x̃)δx(dx̃) = f(x) .





Simulation de SIR

Cette première section a pour objectif de présenter les données sur lesquelles seront
appliqués les algorithmes de détection et de classification d’aéronefs proposés dans cette
thèse.

1 Simulation d’aéronefs

1 .1 Préliminaire

On peut définir la signature infrarouge (SIR) d’un aéronef comme étant l’ensemble des
quantités nécessaires à la prédiction du signal qui serait mesuré par un capteur infrarouge
situé dans le champ de visé de l’appareil. La connaissance de la SIR d’un aéronef est
essentielle pour deux types d’acteurs différents :

– pour les concepteurs d’avions, la connaissance de la SIR d’un avion permet d’évaluer
sa probabilité de détection et donc sa capacité de survie en milieu hostile. Disposer
d’un modèle de SIR permet également de pouvoir tester différentes solutions de
furtivité : l’objectif, pour un industriel, est de diminuer la signature de l’avion afin
d’empêcher ou de retarder sa détection par un système de surveillance adverse.

– pour les concepteurs de capteurs, cela permet d’évaluer les performances de détection
et de classification de leur système de veille.

Pour des raisons pratiques, il n’est pas possible de mesurer ces signatures de façon ex-
périmentale : problèmes de disponibilité des différents types d’avions, dangerosité des
configurations, répétitions d’approches pour divers scénarios, etc...

C’est pourquoi, l’ONERA a développé depuis une trentaine d’année un code de simula-
tion, CRIRA (Calcul de Rayonnement Infra-Rouge d’Avions), initié par [Gau81], permet-
tant de calculer les SIR de plusieurs aéronefs dans différents contextes. Il prend en entrée,
pour chaque simulation de SIR, une soixantaine de variables décrivant les caractéristiques
de l’aéronef et de son environnement.

Parmi les données disponibles en sortie de CRIRA, nous nous intéressons particuliè-
rement à l’éclairement différentiel ∆E entre le fond de ciel et l’aéronef, qui s’exprime
par :

∆E = 1
D2 (La − Lc) τatm Sa ,

où
– La et Lc sont respectivement la luminance de l’aéronef et du fond de ciel,
– τatm est le coefficient d’absorption de l’atmosphère entre l’avion et le capteur,
– Sa est la surface apparente de l’avion vue du capteur,
– D est la distance capteur-avion.

La luminance (qui s’exprime en W.m−2.sr−1) indique l’intensité lumineuse d’une source
dans une direction donnée, divisée par son aire apparente dans cette direction. Une scène
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Figure 1 – SIR d’un avion de combat à faible distance simulée par CRIRA

optique est, dans son ensemble, la juxtaposition de sources élémentaires, chacune corres-
pondant à une zone de l’espace. Par conséquent, la luminance d’une scène optique est une
image où chaque pixel a pour valeur l’éclairement émis par la (ou les) source(s) à laquelle
(auxquelles) il correspond. Dans toute cette étude, nous nous intéressons à l’éclairement
émis dans le spectre de bande II de l’infrarouge, ce qui correspond à la plage de longueurs
d’ondes comprises entre 3 et 5 µm. Nous assimilerons, dans ce travail, la SIR d’un aéronef
avec l’image formée par les éclairements différentiels. Par ailleurs, comme éclairement et
luminance sont des grandeurs proportionnelles, nous utiliserons alternativement les deux
formulations. Enfin, pour des raisons de confidentialité, l’échelle des valeurs d’éclairement
est modifiée et les valeurs sont exprimées en unité arbitraire (u.a.).

Il est possible d’obtenir deux types de SIR :
– SIR monospectrale (ou en bande large) : la luminance différentielle est intégrée sur

l’ensemble de la bande II, dénotée bII. La signature est donc une image de résolution
P × P , telle que la valeur du n-ième pixel (n ∈ {1, . . . , P 2}) s’écrit :

yn =
∫
bII
`n(ν)dν ,

où `n est la luminance spectrale différentielle d’une zone de la scène optique corres-
pondant au n-ième pixel. La figure 1 montre un exemple de deux SIR monospectrales
fortement résolues (1024× 1024) d’un avion à très faible distance avec deux angles
d’approche différents.

– SIR multispectrale : supposons que la bande II soit décomposée en K sous-bandes
{bk}Kk=1 de sorte à ce que bII = ∪Kk=1bk et ∩Kk=1bk = {∅}. CRIRA peut également
fournir la signature infrarouge d’un aéronef simultanément dans les K sous-bandes.
Le n-ième pixel s’écrit alors comme un vecteur yn ∈ RK tel que

yn = (y(1)
n , . . . , y(K)

n ) où ∀ k ∈ {1, . . . ,K} , y(k)
n =

∫
bk

`n(ν)dν .

La figure 2 montre un exemple de SIR multispectrale fortement résolue (1024×1024
pixels) de deux avions de combat différents. Dans cette simulation, le spectre 2000
- 3500 cm−1 est décomposé en K = 7 bandes de largeur spectrale 200 cm−1 pour les
6 premières bandes et 300 cm−1 pour la dernière.
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2000-2200 2200-2400 2400-2600 2600-2800 2800-3000 3000-3200 3200-3500

Figure 2 – SIR multispectrales de deux avions de combat à faible distance simulées par
CRIRA dans les bandes spectrales indiquées (en cm−1)

Remarque 1. Nous distinguons dans notre scénario deux principales contributions à la
SIR d’un aéronef :

– Les émissions intrinsèquement liées à l’avion, avec en particulier l’émission du fu-
selage et des ailes chauffées par les effets aérodynamiques, les gaz chauds du jet,
les entrées d’air, qui sont composées d’une cavité avec une source interne assimilée
aux premiers étages d’un compresseur basse pression, le nez et les autres parties
métalliques chauffées par les gaz de combustion et enfin les composants mécaniques
et électriques qui sont des sources de chaleur.

– Les réflexions sur l’avion de l’atmosphère, du sol et du soleil.

Remarque 2. Représentation des Signatures Infrarouge sous forme d’images
– Une SIR monospectrale Y de dimension P × P est une collection de nombres réels

(y1, . . . , yP 2). Lorsqu’on donne la représentation d’une SIR monospectrale (e.g.
figures 1 et 4), le pixel ayant la valeur la plus élevée (resp. la plus basse) est af-
fiché en blanc (resp. en noir). Les pixels intermédiaires sont colorés par une échelle
linéaire de niveaux de gris suivant leur valeur.

– Une SIR multispectrale Y s’écrit comme un ensemble deK images Y = {Y1, . . . , YK}
où chaque image Yk est une collection de nombres réels (y(k)

1 , . . . , y
(k)
P 2 ). Il y a deux

représentations possibles pour Y : soit chaque image Yk est représentée de façon indé-
pendante, i.e. le pixel de l’image Yk ayant la valeur le plus élevée (resp. la plus basse)
est affiché en blanc (resp. en noir), soit l’image multispectrale Y est affichée dans
son ensemble, i.e. le pixel ayant la valeur la plus élevée (resp. basse) dans l’ensemble
des images {Y1, . . . , YK} est affiché en blanc (resp. noir). La figure 5(a) montre une
même SIR représentée par ces deux méthodes. Bien entendu, l’intérêt étant d’étu-
dier les variations en intensité dans chaque bande d’une SIR multispectrale, nous
privilégions l’illustration d’une image multispectrale par la seconde approche. Par
défaut, les SIR multispectrales seront représentées de cette façon.
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Dans le cadre de cette thèse, nous nous plaçons dans un scénario typique d’attaque
frontal air-sol d’un site sensible protégé par un capteur de veille, se déroulant de jour par
un avion militaire volant à basse altitude. Dans le but de pouvoir détecter l’avion le plus
tôt possible et ainsi pouvoir prendre les mesures nécessaires, l’avion doit être détecté à
grande distance du capteur (une vingtaine de kilomètres environ). Ainsi, à la différence
des figures 1 et 2 représentant respectivement des SIR monospectrales et multispectrales
d’avions de combat situés à faible distance du capteur, les SIR correspondant au scénario
de référence ont une faible résolution spatiale : la cible s’étend typiquement sur une dizaine
de pixels. Bien que se basant sur ce scénario, les méthodes de détection et de classification
proposées dans cette étude sont toutefois généralisables à d’autres configurations.

1 .2 Dispersion des SIR

La spécification de ce scénario fixe une trentaine de variables d’entrée de CRIRA parmi
lesquelles une approche typique (de face) ainsi qu’une certaine catégorie d’aéronefs (notre
étude concerne des avions militaires). Cependant, la simulation d’une SIR par CRIRA né-
cessite que toute les variables d’entrée soient spécifiées. De plus, un grand nombre d’infor-
mations telles que les conditions météorologiques ou certaines caractéristiques de l’avion,
ayant un impact sur la SIR, ne sont pas déterminées par ce scénario. Par conséquent,
il n’est pas possible d’évaluer les performances d’un capteur sans prendre en compte les
incertitudes sur les caractéristiques de l’aéronef et sur son environnement.

Le tableau 1 liste l’ensemble des paramètres qui demeurent incertains dans le cas de
notre scénario : 9 décrivent les propriétés optiques des surfaces de l’avion, 7 concernent les
circonstances de vol (altitude exacte, vitesse, angles d’approche, régime moteur, ...) et 12
autres sont relatifs aux conditions atmosphériques comme la visibilité, le taux d’humidité,
la température, la présence de nuages, etc. Les SIR correspondantes à ce scénario sont
typiquement des images de taille 15 × 15 comme par exemple celles présentées dans les
figures 4 et 5. Il est clair que dans un tel scénario, les détails des images de haute résolution
1024× 1024 (figures 1 et 2) ne sont plus observables mais les SIR conservent toutefois des
caractéristiques géométriques et spectrales qu’il est possible d’analyser. Le cas extreme,
que nous ne traiterons pas dans cette étude, correspond aux SIR non résolues i.e. dont
l’information est contenue en un seul scalaire (resp. vecteur) dans le cas monospectral
(resp. multispectral).

Ces incertitudes sont à l’origine de la dispersion des SIR observées in fine . Nous
distinguons deux types de dispersion :

– dispersion spatiale des SIR : l’incertitude sur le modèle d’avion ainsi que sur les
paramètres de présentation de l’aéronef, tels que les angles d’approche, se traduit
par une méconnaissance de la géométrie des SIR. En conséquence, pour le scénario
typique de cette thèse, des formes spatiales de SIR aussi diverses que celles illustrées
par la figure 4 peuvent être observées.

– dispersion spectrale des SIR : comme le montre la figure 3, le rayonnement in-
frarouge des cibles a deux sources principales ; le rayonnement produit par les gaz
de combustion et celui émis et/ou réfléchi par le fuselage de l’appareil. Le rayonne-
ment issu du gaz dépend essentiellement du type d’appareil et du régime moteur,
tandis que celui du fuselage dépend des propriétés optiques de l’aéronef ainsi que des
conditions météorologiques. En conséquence, pour un scénario donné, (i) des profils
spectraux de SIR aussi variés que ceux présentés dans la figure 5 peuvent être obser-
vés et (ii) des différences dans le niveau d’intensité moyen de la signature existent.
Nous ferons référence à ce phénomène par dispersion spectrale dans la suite de cette
étude.
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Tableau 1 – Description des variables d’entrée de CRIRA incertaines pour notre scénario
Description

Altitude de vol, Angle de gisement de l’avion,
Angle d’assiette de l’avion, Angle de gîte de l’avion,
Régime moteur, Mach de vol,
Cap de la trajectoire, Modèle d’aérosol,
Écart de temperature du sol par rapport à la moyenne, Visibilité au niveau du sol,
Émissivité des peintures des entrées d’air, Modèle d’atmosphère,
Émissivité des peintures de verrières, Humidité relative au niveau du sol,
Émissivité des peintures du bord d’attaque, Température de l’air au niveau du sol,
Émissivité des peintures du nez intrados, Numéro du jour,
Émissivité des peintures du bord de fuite, Heure solaire,
Émissivité des peintures du fuselage, Épaisseur de la couche de nuage,
Émissivité des peintures du fond des tuyères, Hauteur de la base des nuages,
Émissivité des peintures du fond des tuyères internes, Présence de nuages,
Émissivité des peintures du fond des tuyères externes, Albedo du sol.

Figure 3 – Spectre caractéristique d’un aéronef non résolu

Figure 4 – Cinq SIR monospectrales faiblement résolues correspondant au scénario de
référence
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(a) Exemple d’une SIR multispectrale faiblement résolue correspondant à notre scénario. Les deux lignes
correspondent à la même SIR : dans la 1ère ligne, les images dans chaque sous-bande sont affichées de façon
indépendantes et dans la seconde l’image multispectrale est représentée dans son ensemble, Cf. remarque 2.
Les sous-bandes spectrales sont données en cm−1.

(b) Trois autres SIR multispectrales faiblement résolues. Les 10 bandes spectrales utilisées sont les mêmes que
celles spécifiées dans la figure 5(a).

Figure 5 – SIR multispectrales correspondant au scénario de référence

Notons que la plupart des simulateurs de SIR existants [JD06, NKSS91, RM05, Gau81]
ne prennent pas en compte ces dispersions : par conséquent, ils ne peuvent pas être utilisés
pour spécifier des méthodes de détection et de classification car, dans ce cas, à un scénario
correspond une SIR unique. Pour compenser cette limite, les industriels privilégient sou-
vent l’approche du pire des cas qui consiste à fixer chaque paramètre inconnu à sa valeur la
plus défavorable, afin de connaître une borne inférieure des performances de leur système
de surveillance. Toutefois, cette technique donne des résultats très pessimiste et offre une
fausse certitude. Ces simulateurs doivent donc être couplés avec des méthodes de propa-
gation d’incertitudes afin d’approcher la performance réelle des systèmes optroniques.

Une analyse de sensibilité sur les variables d’entrées de CRIRA a été menée dans
[LRVD10a][M6], dans le but d’identifier les paramètres qui influent le plus sur la va-
riabilité de la SIR, et pour lesquelles il est important de prendre en compte l’incertitude
associée. Les autres variables, qui ont peu d’influence sur la variabilité de la sortie, peuvent
être fixées à une valeur constante pour la suite de l’étude. Les méthodes traditionnelles
d’analyse de sensibilité basées sur une étude de la variance des paramètres et sur le cal-
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cul d’indices de sensibilité, appelés indices de Sobol, ne sont pas applicables en raison du
nombre élevé de variables d’entrées et du caractère qualitatif de certaines d’entre elles. Une
approche par plan d’expériences à deux niveaux (les deux niveaux des variables sont ses
valeurs minimale et maximale) a été mise en œuvre dans [Var10] afin d’estimer l’influence
des variables d’entrées sur la SIR obtenue en sortie du code et ainsi permettre d’identi-
fier les interactions existantes entre elles. Un plan d’expérience factoriel complet consiste à
tester toutes les combinaisons possibles des deux niveaux de toutes les variables. En raison
du nombre de calculs à mener (228 dans notre cas), une approche par plan d’expérience
fractionnaire a été privilégiée. Contrairement au plan factoriel complet, un plan facto-
riel fractionnaire ne permet d’estimer que des groupes d’interactions appelés contrastes.
L’avantage de ce type de plan est que l’on peut évaluer l’influence des variables tout en
tenant compte des interactions entre deux et trois facteurs, avec un coût qui reste envisa-
geable, bien qu’élevé. La figure 6 illustre la différence de ces deux méthodes à travers leur
matrice d’expériences et montre comment l’approche par plan d’expérience fractionnaire
permet de gérer près de 10 fois plus de facteurs que l’approche factorielle avec le même
nombre de calculs.

(a) (b)

Figure 6 – Plans d’expérience : (a) factoriel avec 7 facteurs et donc 27 = 128 calculs
- (b) fractionnaire avec 64 facteurs et 128 calculs. Les facteurs sont les colonnes et les
configurations sont les lignes de ces matrices : les niveaux hauts sont représentés en rouge
et les niveaux bas en jaune.

Pour simuler des SIR, les variables les moins influentes sont laissées constantes. Les plus
influentes sont elles échantillonnées par des méthodes de type Quasi-Monte Carlo (QMC)
[MC94]. A la différence des méthodes de Monte Carlo basées sur des tirages aléatoires,
les méthodes de QMC utilisent des points de tirage répartis le plus uniformément possible
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dans l’espace à échantillonner. A cet effet, des suites déterministes de nombres, appelées
suites à faible discrépance, sont utilisées pour explorer l’espace de définition de ces variables
incertaines. La discrépance est une mesure de l’uniformité de la dispersion des points : à
la limite quand les points sont répartis de façon régulière, la discrépance de l’ensemble
tend vers 0. En pratique, du fait de leur simplicité d’implémentation, les suites de Faure
[Thi00] ont été utilisées mais d’autres suites à faible discrépance comme celle de Sobol
peuvent aussi bien être choisies [Tuf97]. Par ailleurs, la procédure de scrambling proposée
par Faure et Tezuka [TF03] est intégrée dans le processus afin d’ajouter un aspect aléatoire
et avoir une meilleure répartition des points sur les projections en deux dimensions tout
en conservant la faible discrépance de l’ensemble.

2 Simulation des fonds

Les SIR simulées par CRIRA ne peuvent pas être directement utilisées car il s’agit
d’éclairements différentiels, qui ne prennent donc pas en compte la texture du fond de ciel
(figures 4 et 5) . Il faut donc ajouter un modèle de fond de ciel réaliste aux sorties CRIRA.

2 .1 Cas monospectral

Dans [M6], deux modèles de fond de ciel ont été proposés pour des SIR monospec-
trales. Le premier est un modèle de fond non corrélé : un bruit blanc Gaussien qui est
particulièrement adapté au cas des ciels clairs mais que nous utiliserons également comme
première approximation grossière d’un fond de ciel nuageux. Le second est un modèle de
fond texturé : un processus Brownien fractionnaire en deux dimensions, aussi appelé drap
ou champ Brownien fractionnaire, [ST94] qui convient spécifiquement aux ciels nuageux.
Un champ Brownien fractionnaire {BH(u), u ∈ R2} est un champ Gaussien continu sur
R2, indicé par u ∈ R2, centré (∀u ∈ R2, E[BH(u)] = 0), tel que BH(0, 0) = 0 et dont la
covariance est donnée pour tout (u1, u2) ∈ R2 par :

E[BH(u1)BH(u2)] = 1
2
(
|u1|2H + |u2|2H − |u1 − u2|2H

)
, (1)

où H est le coefficient de Hurst H ∈ [0, 1].
Ces deux modèles requièrent la spécification de paramètres, la variance σ2

II pour le
bruit blanc Gaussien ainsi que le paramètre de Hurst H pour le processus Brownien
fractionnaire. Une centaine d’images de fond de ciel, spectralement intégrées dans la bande
3-5µm et issues de la campagne de mesure MIRAMER menée par l’ONERA, ont permis
d’estimer ces paramètres. Plus précisément, trois écart-types ont été estimés pour le cas
non corrélé :

• σ(1)
II = 0.025 est l’écart type moyen pour un fond de ciel clair,

• σ(2)
II = 0.058 est l’écart type moyen pour un fond de ciel nuageux,

• σ(3)
II = 0.18 est l’écart type maximal observé pour un fond nuageux.

Ces mêmes images ont permis d’estimer un paramètre de Hurst H dans l’intervalle

0.4 ≤ H ≤ 0.65 ,

qui correspond à des fonds de ciels nuageux sous diverses hypothèses (conditions météo-
rologiques, types de nuages, etc...).
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Il est donc possible de simuler une image multispectrale réaliste. Pour toute SIR mo-
nospectrale Y obtenue en sortie de CRIRA, l’image monospectrale finale Ỹ s’écrit sous
l’hypothèse d’un fond modélisé par un bruit blanc pour i ∈ {1, 2, 3} :

Ỹ = Y + σ
(i)
II ε , avec ε ∼ N (0, IdP 2) , (2)

où pour tout n ∈ N∗, Idn est la matrice identité n× n.
De la même façon, sous l’hypothèse de ciel nuageux, l’image monospectrale finale

s’écrit :
Ỹ = Y + σ

(2)
II W , avec W ∼ BH , (3)

où BH est le processus Brownien fractionnaire de paramètre de Hurst H. En pratique,
pour générer de tels processus, nous utilisons l’algorithme de Stein [Ste02] qui fournit une
méthode de simulation rapide et exacte de draps Brownien fractionnaires (Cf. figure 7).

(a) (b) (c)

Figure 7 – Images de fonds nuageux, obtenues par simulation d’un drap Brownien frac-
tionnaire de paramètre de Hurst H = 0.4 (a), H = 0.5 (b) et H = 0.65 (c)

Remarque 3. Comme le processus de bruit additif représente la signature infrarouge du
ciel comprise entre le capteur et l’infini, les modèles de SIR d’aéronefs (2) et (3), illustrés
par l’image de gauche de la Figure 8, sont approximatifs. En effet, la présence d’un aéronef
masque la section du fond qui se trouve entre la cible et l’infini. Ainsi, bruiter de la même
façon l’ensemble de l’image reviendrait à dire que la signature infrarouge du ciel entre le
capteur et la cible et entre le capteur et l’infini est identique, ce qui n’est pas justifiable
physiquement. Nous proposons donc de ne pas ajouter de bruit là où la cible est présente.
Ceci revient à faire l’hypothèse, justifiable physiquement, que la signature infrarouge de
la colonne d’atmosphère comprise entre le détecteur et la cible est négligeable comparée
à la la signature du ciel comprise entre le détecteur et l’infini. Toutefois, les SIR simulées
par CRIRA possèdent de nombreux pixels ayant une valeur négligeable si bien qu’en ne
bruitant que les zones de l’image où la cible a une luminance nulle, nous aboutissons à
des images où, comme le montre l’image au centre de la Figure 8, la proportion des pixels
bruités est faible. Nous proposons donc un compromis entre ces deux approches, illustré
par l’image de droite de la Figure 8, qui consiste à bruiter les pixels qui sont inférieurs au
pixel médian de la cible.

La figure 9 présente quelques SIR monospectrales obtenues en ajoutant une réalisation
du modèle de fond de ciel clair (fig. 9(a)) et une réalisation du modèle de fond de ciel
nuageux (fig. 9(b)) aux images différentielles d’aéronefs simulées par CRIRA. C’est à
partir de ces données que nos méthodes devront diagnostiquer la présence d’un aéronef
dans la scène optique et le cas échéant l’identifier parmi une liste de plusieurs avions.
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Figure 8 – SIR d’un aéronef bruitée de trois façons différentes

(a) SIR monospectrale d’aéronef sous un fond de ciel clair

(b) SIR monospectrale d’aéronef sous un fond de ciel nuageux

Figure 9 – Cinq SIR monospectrales faiblement résolues correspondant au scénario de
référence

2 .2 Cas multispectral

Soit Y = {Y1, . . . , YK}, une image multispectrale à K bandes, simulée par CRIRA.
Sous les hypothèses
(i) le modèle de bruit Gaussien reste valide dans chaque sous-bande bk,
(ii) les fonds de ciels sont indépendants dans chaque sous-bande bk,

l’image bruitée dans la sous-bande k s’écrit pour tout k ∈ {1, . . . ,K} :

Ỹk = Yk + σk ε , avec ε ∼ N (0, IdP 2) , (4)

où σ2
k est la variance du bruit dans la sous-bande k. Nous proposons un modèle physique

permettant de calculer les variances {σ2
k}Kk=1.

Soit {Xp,k(t)}t>0 un processus stochastique indiquant le nombre de photons dont le
nombre d’onde appartient à la bande spectrale bk, k ∈ {1, . . . ,K} et incident sur une
surface équivalente à un pixel p ∈ {1, . . . , P 2} du détecteur au temps t. Sous l’hypothèse
que l’arrivée des photons sur le détecteur est un processus de Poisson, nous avons :

P[Xp,k(t+ ∆t)−Xp,k(t) = n] = e−Np,kNp,k
n

n! , (5)

où Np,k est le nombre moyen de photons de nombre d’onde dans la bande k incidents sur
le pixel p durant ∆t. En conséquence, sous l’hypothèse que {Xp,k(t)}t>0 est un processus
stationnaire, nous avons : Var[Xp,k(t)] = Np,k qui ne dépend pas de t.
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Soit ` la fonction de R → R qui, pour tout nombre d’onde ν associe la luminance
spectrale du fond `(ν) correspondante. Pour tout pixel p ∈ {1, . . . , P 2}, caractérisé par
une surface équivalente sur le détecteur Sp et un angle solide Ωp, le nombre total de photons
Np(dν) de nombre d’onde dans un voisinage infinitésimal à ν et incident sur p s’écrit :

Np(dν) = `(ν)τ(ν)ΩpSp∆t
hcν

dν , (6)

où la fonction τ : R→ R est le filtre du détecteur et la quantité hcν l’énergie d’un photon
de nombre d’onde ν. Np,k s’écrit alors :

Np,k =
∫ ν+

k

ν−
k

`(ν)τ(ν)ΩpSp∆t
hcν

dν , (7)

où la bande bk correspond au spectre compris entre ν−k et ν+
k . En faisant les approximations

que la fonction de filtre τ est égale sur toute la bande II à τ̄ et que la luminance spectrale
` est constante sur chaque bande et égale à ¯̀

k, il vient l’approximation de Np,k suivante :

N̄p,k = ρ
l̄k(ν+

k − ν
−
k )

ν̄k
, (8)

où ρ = τ̄ΩpSp∆t
hc .

Chaque photon incident peut potentiellement libérer un électron. Suivant le modèle
proposé par [MRBL08], nous considérons qu’un photon a une probabilité Q de libérer un
électron et qu’il a lui même une probabilité η de conduire le courant. La valeur associée au
pixel p dans la bande k à l’instant t, dénotée {X̃p,k(t), t > 0}, est supposée être reliée au
nombre d’électrons conducteurs émis par un photon incident sur la zone correspondante
au pixel p et dont le nombre d’onde appartient à la bande k par un gain G. Il vient :

X̃p,k(t) = GηQXp,k(t) . (9)

L’écart type des pixels de fond σk est donc exactement l’écart type de X̃p,k(t) que nous
exprimons par :

σk = %

√
l̄k(ν+

k − ν
−
k )

ν̄k
, (10)

avec % =
√
GηQρ. Comme bII = ∪K−1

k=1 [νk ; νk+1], nous pouvons écrire :

σk = σII

√√√√ l̄k(ν+
k − ν

−
k )/ν̄k∑K

k=1 l̄k(ν+
k − ν

−
k )/ν̄k

, (11)

ce qui permet de connaître la variance dans n’importe quelle sous-bande pourvu que σII
et {¯̀k}Kk=1 soient connues. Trois valeurs possibles pour σII ont été proposées dans le cas
monospectral (Cf. Section 2 .1) et les luminances moyennes sont estimées à partir du
logiciel MATISSE [SBC+02], développé par l’ONERA, permettant le calcul de luminances
spectrales de fonds naturels ; voir la figure 11. La figure 10 présente trois SIR obtenues
en additionnant l’image multispectrale issue de CRIRA avec un fond de ciel multispectral
simulé avec la méthode indiquée. Dans cette simulation, nous avons utilisé l’écart type
moyen pour les fonds nuageux σ(2)

II .

Remarque 4. La Remarque 3 s’applique également dans le cas multispectral : pour tout
k ∈ {1, . . . ,K}, seuls les pixels de l’image Yk ayant une valeur inférieure au pixel médian
de la cible dans la bande k sont bruités.
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Figure 10 – Trois SIR multispectrales sur fond de ciel clair

Remarque 5. Cas des fonds texturés en multispectral
Pour les fonds de ciel nuageux en multispectral, les hypothèses précédentes ne sont plus
valides. En effet, le modèle doit nécessairement prendre en compte les corrélations des
textures dans les différentes sous-bandes spectrales. Toutefois, pour estimer les paramètres
d’un tel modèle il est nécessaire de disposer d’images multispectrales de fonds de ciel
nuageux dans ces bandes spectrales. L’acquisition de ce type de données au moyen d’un
imageur multi ou hyperspectral en bande II permettrait à terme d’obtenir une méthode
de simulation de fonds texturés en multispectral.
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Figure 11 – Profil de luminance spectral obtenu par MATISSE
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Par soucis pédagogique, nous proposons dans ce Préambule une étude poussée de l’état
de l’art des quatre thèmes majeurs abordés dans cette thèse suivie, pour chaque partie,
d’un résumé de notre contribution sur ces différents points. L’idée est de resituer les
problématiques dans leur contexte, de justifier l’intérêt mais aussi les limites des différentes
solutions existantes et de décrire succinctement la valeur ajoutée de nos contributions. Les
Chapitres I, II, III et IV donnent davantage de précisions, d’illustrations et de résultats
concernant nos contributions.

A Méthodes de détection

A .1 Détection d’anomalies

Comme le montrent les Figures 9 et 10, détecter la présence d’un aéronef sur un fond
de ciel à partir d’images faiblement résolues s’avère être une tâche délicate. En plus de la
présence de bruit et de la faible résolution des images, l’incertitude sur certaines variables
d’entrée du simulateur induit une forte dispersion sur les signatures infrarouge que l’on
cherche à détecter. Par conséquent, il est difficile de détecter les avions à partir de leur
SIR par une approche directe, étant donné qu’a priori on ne sait ni quelle géométrie, ni
quelle photométrie permettront de les identifier.

La détection d’anomalies est un autre moyen d’envisager une telle tâche. Sous l’hy-
pothèse que le fond est un processus prévisible, homogène et majoritaire, la détection de
cibles équivaut alors à la recherche d’éléments qui se démarquent du fond. Cette démarche
est particulièrement bien adaptée à notre contexte : d’une part les SIR d’aéronefs sont a
priori mal connues et d’autre part si une anomalie est détectée dans une image de fond de
ciel, il s’agit vraisemblablement d’un objet d’intérêt (e.g. aéronef, drone, etc...). Les algo-
rithmes de détection d’anomalies sont utilisées dans des domaines aussi variés que la santé
[SPS01], la vidéo surveillance [SM04, PLL07], la cyber-sécurité [RSRD07, LEK+03] ou en-
core les fraudes à la carte bancaire [AFR97]. Les rapports [PP07] et [CBK09] fournissent
une analyse détaillée des enjeux et des techniques employées dans les méthodes de détec-
tion d’anomalies appliquées à ces différents domaines. Nous reprenons dans le paragraphe
suivant les éléments pertinents de cette approche sous l’angle de notre problématique. Le
formalisme qui sera utilisé dans le Chapitre I est également introduit.

Soit Y1, . . . , Yn un ensemble d’observations (ou de mesures) d’un phénomène d’intérêt
et désignons par Y = H0 ∪ H1 l’espace des observations, où H0 et H1 sont respectivement
les sous-espaces des observations normales et contenant une anomalie. Les observations
peuvent être des nombres réels Y = R, des courbes Y = Rp, des images Y = R` × Rm
ou plus généralement toute fonction définie sur un espace U à valeurs dans un espace V,
Y = VU. Un algorithme de détection d’anomalies spécifie une fonction φ telle que

φ : Y → {0, 1} . (12)
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où pour toute observation Y ∈ Y, φ(Y ) = 1 indique que Y est une anomalie et φ(Y ) = 0
est une observation normale.

Plusieurs éléments compliquent la mise au point d’une fonction φ capable de détecter
une cible pour des images mono ou multispectrales : tout d’abord, les observations sont
généralement bruitées et par conséquent certaines zones d’une image de fond peuvent être
perçues, à tord, comme des anomalies. Les propriétés statistiques du fond peuvent évoluer
dans le temps et dans ce cas des séquences d’images de fond ne correspondant pas au
modèle initial peuvent être suspectées de contenir une cible. Enfin, dans les situations où
un agent ennemi essaie de contourner la vigilance d’un dispositif de contrôle, il procédera
de sorte à ce que l’anomalie résultant de son activité soit la plus difficile possible à détecter.
Dans notre scénario, l’ennemi utilisera typiquement un aéronef dont la SIR Y aura une
image par φ le plus proche possible de H0 (e.g. utilisation d’aéronefs furtifs).

Les méthodes de détection d’anomalies peuvent être classées en deux familles :

• les méthodes dites supervisées : il existe une base d’apprentissage constituée d’observa-
tions {Yk ∈ Y, 1 ≤ k ≤ n} et d’un ensemble de labels {Ik ∈ {0, 1}, 1 ≤ k ≤ n} tels
que Ik indique si Yk est une anomalie ou non. Dans une approche bayésienne, des mo-
dèles statistiques d’observations normales et anormales peuvent être établis à partir des
données labellisées. Dans un second temps, à chaque nouvelle observation inconnue est
attribuée la classe qui maximise la vraisemblance a posteriori de l’un ou l’autre des deux
modèles. Le choix de φ peut également se faire par des techniques d’apprentissage tra-
ditionnelles utilisant des réseaux de neurones [DSSV00], des réseaux bayésiens [BWJ01]
ou encore des machines à support de vecteurs [DG02]. Pour certaines applications, il
est possible de définir plusieurs classes d’observations normales (Ik ∈ {0, 1, . . . , C}) et
dans ce cas autant de classifieurs que de classes sont apprises [Amb03]. Une nouvelle
observation sera identifiée comme une anomalie si elle n’est pas classée comme normale
par l’un des ces classifieurs. D’autres stratégies combinant plusieurs classifieurs sont
également envisageables.

• les méthodes dites non-supervisées : il n’y a pas de base d’apprentissage disponible. Il
est néanmoins possible d’obtenir un modèle statistique pour les observations normales,
en particulier sous l’hypothèse que la majorité des observations ne sont pas des ano-
malies. Des approches paramétriques [Esk00] (e.g. hypothèse de données Gaussiennes
[SL05] ou modèles de regression [KTAT03]) et non paramétriques [DJC98] (e.g. étude
d’histogrammes) ont été proposées. Dans ce cas, les observations normales se trouvent
dans les régions de fortes probabilités de la distribution apprise du fond, tandis que les
anomalies sont dans ses zones de faibles probabilités.

Dans notre situation, il est difficile d’établir une base d’apprentissage. En effet, les
labels doivent être précisés à la main ce qui, en plus d’être fastidieux, est délicat car pour
certaines observations il n’est pas possible d’affirmer à l’oeil nu si elles contiennent une
anomalie (on peut se référer par exemple à la seconde image multispectrale de la figure
10). En revanche, comme les SIR sont mesurées par un capteur de veille, l’hypothèse que
la grande majorité des observations ne contienne pas d’anomalie est vérifiée. En effet, l’at-
taque frontale d’un site sensible par un aéronef est supposé être un événement rare. Il est
donc possible d’établir un modèle réaliste pour les observations normales. Dans le modèle
de simulation des SIR présenté dans la partie précédente, les observations ne contenant
pas d’anomalies sont des réalisations de processus stochastiques connus (Gaussien i.i.d. ou
Brownien fractionnaire). Par conséquent, des méthodes d’estimation de paramètres per-
mettent, à partir d’échantillons, d’avoir accès à une bonne connaissance des modèles de
fond.
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Dans la suite, nous ferons l’hypothèse (réaliste) que, dans le cas fonds Gaussiens, le
modèle de fond est parfaitement connu : la variance peut, en pratique, être approchée par
les estimateurs de maximum de vraisemblance. Des méthodes plus techniques (voir par
exemple [Lég00, Chapitre 5]) permettent en théorie d’estimer le paramètre de Hurst d’un
drap Brownien fractionnaire. Toutefois, comme elles n’ont pas été testées à partir d’images
de fonds simulées, nous ne ferons pas d’hypothèse particulière dans le cas d’un fond tex-
turé. Nous verrons que dans le cas Gaussien, cette hypothèse n’est pas indispensable à
l’établissement des méthodes de détection, mais qu’elle nous permet de nous placer dans
un cadre où les calculs sont plus légers.

La détection a contrario est une approche non paramétrique partageant certaines simi-
litudes avec la détection d’anomalies. Dans ce contexte, les observations sont des images,
Y = R` × Rm. Initialement proposée pour détecter des alignements dans une image
[DMM00], des généralisations à d’autres structures [DMM01] ou formes [DMM03] ont
été proposées. Les méthodes a contrario sont conceptuellement basées sur le principe
d’Helmholtz [Gre07] énonçant que le cerveau humain perçoit d’autant mieux une forme
géométrique dans une image que cette dernière se manifeste par un écart important par
rapport à un modèle naïf, non structuré, appelé modèle a contrario . Ainsi un événement
qui, probabilistiquement parlant, a peu de chance de se réaliser dans une image est consi-
déré comme d’autant plus significatif s’il est répété plusieurs fois dans l’image. Le test
statistique φac correspondant à l’approche a contrario ne consiste pas à dire si une obser-
vation Y ∈ Y provient d’un modèle de H0 ou de H1 mais si des caractéristiques contenues
dans Y (alignements, formes identiques, couleurs redondantes, tailles similaires) ont pu se
réaliser « par chance » ou si elles constituent un indice significatif traduisant la présence
d’une anomalie.

Ainsi, tout comme les méthodes de détection d’anomalies, les approches a contrario ne
nécessitent pas de modèle de cible a priori H1. Toutefois, à la différence du modèle H0
présent dans les méthodes de détection d’anomalies, le modèle a contrario ne concerne
pas nécessairement le fond mais peut être défini pour les structures que l’on cherche à
identifier. Ainsi, pour des alignements de points, le modèle naïf est une loi uniforme sur
[0 ; π] pour l’orientation principale de la photométrie d’un voisinage de pixels [DMM00] ;
pour la détection de clusters dans des images binaires (pixels noirs ou blancs), le modèle
naïf utilisé dans [DMM03] est une loi uniforme pour la distribution des pixels noirs... Le
choix du modèle a contrario autorise une plus grande liberté que le modèle de H0 : dans la
plupart des cas il est établi par le praticien sans nécessiter d’apprentissage particulier. A la
différence des méthodes bayésiennes classiques qui nécessitent la spécification quantitative
de lois a priori , l’approche a contrario requiert des a priori qualitatifs : lignes, courbes,
formes convexes, etc... L’implémentation de ces méthodes est donc plus simple.

En effet, le seul paramètre à fixer est la mesure de significativité d’une caractéristique :
pour tout élément géométrique E, on définit par NE la variable aléatoire qui compte le
nombre d’occurrences de E dans une image Y ∈ Y. E est dit ε-significatif si l’espérance
sous le modèle a contrario de NE est inférieure ou égale à ε. Pour toute image Y ∈ Y, le
test statistique pour la détection a contrario peut se mettre sous la forme

φac(Y ) =
{

0 si aucun élément ε-significatif n’est présent dans Y ,
1 si au moins un élément ε-significatif est présent dans Y .

Des études ont mis à profit cette approche pour détecter des objets mobiles dans une
séquence d’images [DPK05], pour repérer des changements dans des images IRM multi-
modales 3D ou satellitaires [RFH+07, RMHM+10] et une adaptation au cas où le modèle
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a contrario est un fond structuré a été proposé dans [GM09]. Bien que cette approche soit
adaptée à notre problématique, la faible résolution des signatures infrarouge que nous uti-
lisons (typiquement ` = m = 15) nous contraint dans l’implémentation d’un détecteur a
contrario . De plus, l’élément E le mieux adapté serait une forme convexe (Cf. figure 9) : la
variabilité de la taille de la forme ainsi que de sa photométrie risquerait de se traduire par
un taux de fausse alarme élevé. Enfin, la méthode a contrario ne permet pas de prendre
en compte la corrélation entre les bandes spectrales qu’il convient d’exploiter dans une
méthodologie de détection d’anomalies pour des images multispectrales.

A .2 Éléments de détection dans des images multispectrales

La télédétection regroupe l’ensemble des techniques permettant l’acquisition d’infor-
mations sur un objet sans entrer physiquement en contact avec lui, dans le but de le
détecter à distance. En particulier, la mesure du profil spectral est un renseignement pré-
cieux car représentatif de la composition physico-chimique et de la température de l’objet
d’intérêt. Le développement de caméras multi / hyperspectrales capables de filmer une
scène optique simultanément dans une dizaine / plusieurs centaines de bandes spectrales a
rendu possible l’acquisition de telles informations. Toutefois, le traitement de ces données
volumineuses demeure une problématique majeure, notamment en ce qui concerne la mise
au point d’algorithmes de détection de cibles dans des images multi / hyperspectrales.

On rappelle les notations introduites dans la section Simulation pour des images mul-
tispectrales :
• On considère le découpage d’un spectre B en K sous-bandes spectrales b1, . . . , bK tel
que : ∪Kk=1bk = B et ∩Kk=1bk = ∅,
• Une image multispectrale à K bandes de dimension ` ×m est une observation Y ∈ Y
où Y = RK × R` × Rm telle que Y = {Y1, . . . , YK},
• Pour tout k ∈ {1, . . . ,K}, Yk est l’image de la scène optique intégrée dans la bande
bk, qui peut être considérée comme un vecteur de taille P = `m dont les coordonnées
correspondent à chacun de ses pixels,

Yk = (y(k)
1 , . . . , y

(k)
P ) ,

• Avec un léger abus de notation, nous définissons pour tout p ∈ {1, . . . , P} par yp ∈ RK
le p-ième pixel spectral de Y i.e.

yp = (y(1)
p , . . . , y(K)

p ) ,

Comme toute méthode de détection, un algorithme de détection pour des données
multi/hyperspectrales spécifie une fonction φ : Y → {0, 1} qui pour chaque observation
détermine si elle contient une cible. Dans certains cas, φ fait intervenir une seconde fonction
ψ : RK → {0, 1} qui détermine si un pixel spectral appartenant à une image multispectrale
est une anomalie. Utilisant la même convention que pour φ, ψ(yp) = 0 indique que le pixel
spectral p de Y est une anomalie et inversement pour ψ(yp) = 0. Enfin, nous définissons
par Φ et Ψ les ensembles respectifs de ces deux types de tests.

Les erreurs commises par un test φ ∈ Φ (resp. ψ ∈ Ψ) sur une observation Y ∈ Y
peuvent être de deux types :
(i) fausse alarme : φ(Y ) = 1 et Y ∈ H0 - mesuré par la probabilité de fausse alarme

PFA, aussi appelée niveau du test,

PFA(φ) = P[φ(Y ) = 1 |Y ∈ H0] ,
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(ii) non détection : φ(Y ) = 0 et Y ∈ H1 - mesuré par la probabilité de non détection
PND,

PND(φ) = P[φ(Y ) = 0 |Y ∈ H1] .

Remarque A.1. La probabilité de détection PD, aussi appelée puissance du test, définie
par

PD(φ) = P[φ(Y ) = 1 |Y ∈ H1] ,

sera parfois utilisée en lieu et place de PND, ces deux quantités apportant la même infor-
mation PD(φ) = 1− PND(φ).

L’objectif consiste à trouver un test bénéficiant d’un compromis entre une faible PFA
et une forte PD. Le test de Neyman-Pearson [NP92] ψNP ∈ Ψ, aussi appelé test du rapport
de vraisemblance (Likelihood Ratio Test, LRT ), s’écrit pour un pixel spectral y ∈ RK

ψNP(y) =
{

1 si Λ(y) ≤ η
0 si Λ(y) > η

, où Λ(y) = fθ1(y |H1)
fθ0(y |H0) , (13)

où η > 0 est le seuil du test, fθ0( · |H0) et fθ1( · |H1) sont respectivement les densités
de probabilité du modèle de fond et du modèle de cible, de paramètre respectif (θ1, θ2) ∈
Θ1×Θ2. Pour un seuil η fixé, les probabilités de fausse alarme et de non détection s’écrivent
dans ce cas :

PFA(ψ) =
∫
{y ; Λ(y)≤η}

fθ0(y |H0)dy et PND(ψ) =
∫
{y ; Λ(y)>η}

fθ1(y |H1)dy .

Soit α ∈ [0, 1] le niveau (probabilité de fausse alarme) de ψNP. La particularité de ψNP est
que pour tout autre test ψ ∈ Ψ tel que PFA(ψ) = α, nous avons par construction

PD(ψ) ≤ PD(ψNP) , (14)

ce qui justifie que le test du rapport de vraisemblance est le test le plus puissant pour un
niveau α donné 1.

Remarque A.2. Pour toute fonction g : R→ R, strictement croissante, on peut montrer
que le détecteur ψg analogue à ψNP mais dans lequel le rapport de vraisemblance Λ est
remplacé par g ◦ Λ reste optimal au sens de Neyman-Pearson [Kay98].

Définition A.3. Dans la suite du document, nous dénommerons par test de detection,
l’ensemble des fonctions φ ∈ Φ (resp. ψ ∈ Ψ ) et par statistique du test, les fonctions de
Y → R (resp RK → R) associées aux tests. Typiquement, la statistique associée au test
de Neyman-Pearson ψNP est le rapport des vraisemblances Λ (13).

Exemple A.4. Le détecteur à filtre adapté (Matched Filter) [MMS03]
Considérons l’hypothèse sous laquelle les pixels spectraux du fond et de la cible suivent
respectivement une loi normale multivariée de paramètre θ0 = (µ0,Σ) et θ1 = (µ1,Σ)
i.e. pour i ∈ {0, 1}

fθi(y |Yi) = 1
(2π)K

√
|Σ|

exp
(
−1

2(y − µi)TΣ−1(y − µi)
)
.

1. Cette propriété est parfois appelée optimalité au sens de Neyman-Pearson
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Le détecteur à filtre adapté ψMF est un test de Neyman-Pearson (13) dont la statistique
Λ est composée par la fonction g strictement croissante sur R définie par

g : Λ→ log(Λ) + 1
2(µ1 − µ0)TΣ−1(µ1 − µ0) ,

tel que

ψMF(y) =
{

1 si ΛMF(y) ≤ η
0 si ΛMF(y) > η

, où ΛMF(y) = (µ1 − µ0)TΣ−1(y − µ0) . (15)

L’intérêt de ψMF est d’obtenir un détecteur relativement simple à implémenter et qui,
d’après la remarque A.2, conserve l’optimalité du test de Neyman-Pearson. Cependant,
les hypothèses liées à ce test sont restrictives. Dans un cadre plus général, le signal du fond
et de la cible peuvent avoir des matrices de covariance Σ0 et Σ1 différentes et le rapport
de vraisemblance revient, moyennant une composition par une transformation strictement
croissante bien choisie, à :

Λ̃MF(y) = (µ0 − y)TΣ−1
0 (µ0 − y)− (µ1 − y)TΣ−1

1 (µ1 − y) . (16)

On reconnaît dans cette expression la distance de Mahalanobis DM qui est une statistique
fréquemment utilisée pour mesurer la vraisemblance entre des données x ∈ Rn et le modèle
d’une distribution normale multivariée N (µ,Σ) :

DM(x;µ,Σ) = (x− µ)TΣ−1(x− µ) . (17)

Ainsi le test général Λ̃MF (16) revient à comparer les distances de Mahalanobis entre un
pixel spectral y avec le modèle de fond N (µ0,Σ0) et avec le modèle de cible N (µ1,Σ1).

Toutefois, même sous l’hypothèse de l’exemple A.4, il est rare de connaître a priori les
paramètres (θ0, θ1) et les tests (15) et (16) sont donc difficilement implémentables en
pratique.

Dans le cas général, lorsque les paramètres des densités {fθi( · |Yi)}i∈{0,1} ne sont pas
ou que partiellement connus, le test du rapport de vraisemblance peut être remplacé en
utilisant les estimateurs de maximum de vraisemblance de θ0 et θ1. Le test résultant
ψGLRT ∈ Ψ, appelé test du rapport de vraisemblance généralisé (Generalized Likelihood
Ratio Test, GLRT ) [ML06] s’écrit alors pour tout y ∈ RK comme

ψGLRT(y) =
{

1 si Λ̂(y) ≤ η
0 si Λ̂(y) > η

, où Λ̂(y) = maxθ∈Θ1 fθ(y |H1)
maxθ∈Θ0 fθ(y |H0) . (18)

Contrairement à ψNP ou ψMF, ψGLRT ne dispose pas de la propriété d’optimalité (14) mais
donne en pratique de bons résultats [MS02].

A défaut d’optimalité au sens Neyman-Pearson, certains tests statistiques ont la pro-
priété d’avoir un taux de fausse alarme constant (Constant False Alarm Rate, CFAR) :
un taux de fausse alarme souhaité détermine un seuil de détection η qui est indépendant
de la la densité fθ0( · |H0). C’est notamment le cas des tests pour lesquels la statistique S
a, sous l’hypothèse Y ∈ H0, une distribution r0 connue analytiquement et qui ne dépend
pas de paramètres inconnus. Dans ce cas, nous avons :

PFA(φ) = P(S < η |H0) =
∫ η

−∞
r0(s)ds , (19)
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et le seuil η est une fonction de PFA(φ). Cette fonction est connue analytiquement dans
le cas où la fonction de répartition de S sous l’hypothèse Y ∈ H0 est inversible. Dans le
cas contraire, d’autres heuristiques (e.g. des méthodes numériques telles que les méthodes
de Monte-Carlo) permettent d’approcher numériquement η pour un taux de false alarme
donné.

Remarque A.5. Dans l’equation (19), l’écriture P(S < η |H0) la statistique S est considé-
rée comme une variable aléatoire. En effet, les observations Y sont des variables aléatoires
sur R` × Rm × RK et S désigne en toute rigueur la variable aléatoire S(Y ).

Détecteur RX

Introduit par Reed et Yu [RY90], le détecteur RX est un test de détection de type
Generalized Likelihood Ratio Test (18), qui fait figure de référence dans le domaine de
détection d’anomalies pour des images multi/hyperspectrales. Il est à l’origine de nombreux
détecteurs qui ont été proposés, dans le but de l’adapter à divers contextes ; voir les articles
de synthèse [Man05, MDC10]. Le détecteur RX recouvre de fait deux approches légèrement
différentes, l’une adaptée à des cibles étendues spatialement et dénotée φRX ∈ Φ et l’autre
ψRX ∈ Ψ adéquate pour des cibles dont la taille caractéristique ne dépasse pas un pixel.
• Les travaux initiaux de Reed et Yu [RY90, YHR+97] font l’hypothèse que l’on dispose

a priori d’un motif spatial de la cibleM ∈ R`×Rm et que le fond est un processus Gaussien
de moyenne nulle et de matrice de covariance inconnue. Dans ce modèle, la distribution
d’un pixel spectral yp, p ∈ {1, . . . , P} s’écrit{

yp ∼ N (0,Σ) si Y ∈ H0 ,
yp ∼ N (υM(p),Σ) si Y ∈ H1 ,

(20)

où υ = (υ1, . . . , υK) ∈ RK est un vecteur de coefficient donnant l’intensité du signal dans
les K sous-bandes spectrales et Σ ∈ M+

K(R) est la matrice de covariance du fond. υ et Σ
sont supposés inconnus. Avec un léger abus de notation,M est considéré dans (20) comme
un vecteur de RP . La statistique ΛRX du test φRX ∈ Φ proposé par [RY90, eq. 12] se
déduit du rapport de vraisemblance généralisé pour ce modèle et s’écrit :

ΛRX(Y ) =

[
〈y1,M〉 . . . 〈yP ,M〉

]
Γ(Y )

[
〈y1,M〉 . . . 〈yP ,M〉

]
‖M‖2

T

, (21)

où Γ(Y ) ∈ M+
P (R) est la matrice dont les coefficients sont définis pour tout (i, j) ∈

{1, . . . , P}2 par {Γ(Y )}i,j =
∑K
k=1 y

(k)
i y

(k)
j . La popularité de ce détecteur s’explique par

le fait qu’il dispose de la propriété CFAR. En effet la statistique ΛRX a une distribution
connue : elle suit une loi bêta qui ne dépend que de K et de P dans le cas où Y ∈ H0 et
une loi bêta décentrée quand Y ∈ H1, [RY90, eq. (49), eq. (50)].
• La majorité des études liées à ce détecteur ont depuis travaillé à l’élaboration d’un test

RX au niveau pixel ψRX ∈ Ψ [MZHS08, DS10, TGB10]. Cette approche est pertinente dans
les cas où la cible recherchée a une taille typique de l’ordre d’un pixel. Ainsi, l’hypothèse
de Reed et Yu sur la connaissance du motif spatial M n’est plus requise et la distribution
d’un pixel spectral s’écrit pour tout p ∈ {1, . . . , P} dans ce cas :{

yp ∼ N (µ0,Σ) si Y ∈ H0 ,
yp ∼ N (µ1,Σ) si Y ∈ H1 ,

(22)
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Figure 12 – Illustration du détecteur RX appliqué à une image multispectrale Y ∈ Y de
K = 30 bandes : la première ligne correspond au cas Y ∈ H0 et la seconde au cas Y ∈ H1.

où µ0 ∈ RK est supposé connu tandis que µ1 ∈ RK et Σ ∈ M+
K(R) sont inconnus. La

statistique λRX de ψRX est déduite du rapport de vraisemblance généralisé et peut se
mettre sous la forme :

λnRX(yp) = (yp − µ0)T
(

n

n+ 1Σ̂ + 1
n+ 1(x− µ0)(x− µ0)T

)−1
(yp − µ0) , (23)

où Σ̂ est la matrice de covariance empirique, estimée à partir de n pixels de référence
constituant une base d’apprentissage. En pratique, la plupart des travaux considèrent un
très grand nombre de pixels de référence n, de sorte à ce que la statistique λRX s’écrit plus
généralement :

λ∞RX(yp) = (yp − µ0)T Σ̂−1(yp − µ0) ,
= DM(yp;µ0, Σ̂) ,

(24)

oùDM est la distance de Mahalanobis (17). La popularité de ce test s’explique en partie par
sa simplicité d’implémentation. De plus, la distribution de la statistique λ∞RX est connue :
il s’agit d’une loi du chi-deux à K degrés de liberté sous l’hypothèse H0 et d’une loi du chi-
deux décentrée à K degrés de liberté, de moyenne (µ1−µ0)T Σ̂−1(µ1−µ0) sous l’hypothèse
H1 [SBH+02]. En conséquence, de la même façon que pour φRX, ψRX possède la propriété
CFAR.

Exemple A.6. La figure 12 illustre le détecteur RX sur un modèle jouet. On considère
une image multispectrale Y à K = 30 bandes, telle que pour tout (k, p) ∈ {1, . . . ,K} ×
{1, . . . , P}, le pixel p de la bande k est simulé par

y(k)
p ∼ N (0, k−1) .
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Une seconde image Ȳ est créée à partir de Y dans laquelle une anomalie sur le pixel p
appartenant à la 3-ème colonne et à l’antépénultième ligne a été artificiellement ajoutée :
pour k ∈ {15, . . . , 20} ȳ(k)

p = 0.1. Le modèle de fond est supposé connu et correspond
à la distribution de Y . Les deux images de la colonne de droite de la figure 12 corres-
pondent de haut en bas respectivement à la collection de pixels {λ∞RX(yp), 1 ≤ p ≤ P} et
{λ∞RX(ȳp), 1 ≤ p ≤ P}, où λ∞RX est la fonction définie dans l’équation (24). L’anomalie,
bien que présente dans uniquement 6 bandes spectrales d’un seul pixel, est clairement
révélée par le détecteur RX.

De nombreuses variantes de l’algorithme RX (24) ont été proposées dans la littérature,
citons entre autres :

– le local RX [MDC10] : le détecteur est appliqué séquentiellement à tous les pixels
spectraux de Y . Pour chaque pixel spectral yp, les estimateurs empiriques Σ̂p et µ̂0,p
de Σ et µ0 sont calculés à partir des pixels se trouvant dans un voisinage de yp en
utilisant, par exemple, une fenêtre centrée sur ce pixel.

– le subspace RX [Sch07] dans lequel Σ est estimée après avoir enlevé un certain nombre
de bandes correspondantes aux principales composantes (i.e. ayant des variances
élevées), obtenues par une Analyse en Composante Principale.

– le cluster based RX [BSH00, SS97] pour les cas où le fond est constitué de plusieurs
éléments (forêt, désert, mer, ...). L’idée est dans un premier temps de segmenter
l’image est d’apprendre pour chacune des classes les statistiques de fond, en utilisant
par exemple un mélange de gaussiennes, puis de comparer la distance de Mahalanobis
entre chaque pixel et les différents fonds.

A .3 Liens avec notre problématique

Malgré les avantages qu’elles présentent (facilité d’implémentation et contrôle théorique
du niveau de test), ces différentes approches ne sont adaptées à notre problématique. En
effet, les remarques de la Section A .1 montrent que, dans un contexte de détection de SIR
multispectrales, l’implémentation d’un détecteur à filtre adapté ou de type RX (exemple
A.4 et paragraphe Détecteur RX) n’est pas pertinente. Tout d’abord, le modèle Gaussien
pour l’hypothèse Y ∈ H1 supposé dans le filtre adapté n’est pas réaliste pour décrire
la signature infrarouge des aéronefs. Par ailleurs, les avions occupant, en moyenne, une
dizaine de pixels de l’image multispectrale, le test RX au niveau des pixels ψRX ne permet
pas de prendre en compte la dispersion spatiale des SIR et n’est donc pas pertinent.
Enfin, le test RX au niveau des observations φRX comporte lui aussi des hypothèses trop
restrictives. D’une part, dans notre cas la dispersion spatiale des SIR ne permet pas de
disposer du modèle de motif M intervenant dans le calcul de la statistique ΛRX et d’autre
part, l’hypothèse que le vecteur υ, bien que supposé inconnu, suffit à rendre compte de
la dispersion spectrale des SIR multispectral n’est, là encore, pas réaliste. En effet, cela
reviendrait à faire l’hypothèse que tous les aéronefs ont des spectres qui ne varient qu’à
une constante de proportionnalité près ; hypothèse qui n’est pas vérifiée dans la majorité
des cas (voir par exemple la figure 5(b)).

Une démarche tenant compte simultanément des informations spatiale et spectrale
contenues dans des images hyperspectrales a toutefois été proposée dans [CVGCMM+06].
L’objectif de ce travail n’est pas de détecter des anomalies mais de classifier des zones
d’images hyperspectrales dans différentes catégories. La technique de classification em-
ployée fait intervenir l’apprentissage de noyaux. Le principe des méthodes à noyau est de
plonger les données d’apprentissage dans un espace où elles sont linéairement séparables,
afin d’établir plus simplement un algorithme de classification. L’un des intérêts majeurs
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de cette approche est de pouvoir composer différents noyaux élémentaires permettant de
passer d’un espace de représentation à un autre dans le but de mieux discriminer les
classes. Plusieurs types de noyaux composites combinant des noyaux travaillant sur les
caractéristiques spectrales et d’autres sur les caractéristiques spatiales sont proposés dans
[CVGCMM+06], et permettent d’exploiter conjointement ces deux types d’informations.
Cependant la faible résolution des SIR d’aéronefs, typiquement de dimension 15×15 pixels,
rend l’application de ces méthodes impossible dans le cadre de la détection d’anomalies.

Par ailleurs, utilisant les acquis de la morphologie mathématique [Ser82], des travaux
concernant le partitionnement d’images hyperspectrales utilisent une approche prenant en
compte les caractéristiques spatiales et spectrales [PMPP05, BPS05]. Plus précisément,
une analyse en composante principale est réalisée dans un premier temps sur l’image hy-
perspectrale (ou tout autre algorithme de réduction de données), prenant ainsi en compte
les informations spatiales qu’elle véhicule. Dans un second temps, un profil morphologique
étendu est créé à partir de la composante principale issue de l’ACP : basé sur la théorie de
la morphologie mathématique, ce profil permet d’extraire des informations sur les formes,
les tailles et les structures présentes dans l’image [Fau07]. Enfin, un noyau composite uti-
lisant ces deux types d’informations permet de classifier les pixels de l’image. Toutefois,
ces méthodes ne s’appliquent, là encore, qu’à des images fortement résolues spatialement
et ne sont donc pas adaptables à notre situation.

Ces différentes remarques justifient le développement d’une méthodologie adaptée à
la détection d’aéronefs dans des images multispectrales de faible résolution et exploitant
simultanément les informations spatiales et spectrales.

A .4 Détection d’aéronefs à partir de SIR monospectrale

Une contribution récente a permis d’établir plusieurs détecteurs adaptés à la détection
d’aéronefs à partir de signatures infrarouge monospectrales [M6]. Contrairement aux tra-
vaux cités ci-dessus, cette étude traite des données similaires à celles que nous utilisons
dans cette thèse, simulées par la méthode décrite dans la section Simulation de SIR, mais
en monospectral et non multispectral (e.g. figure 9(a)). La méthodologie proposée ne tient
par conséquent compte ni de la dispersion spectrale des observations ni de l’information,
potentiellement discriminatoire, transmise par les SIR multispectrales.

On rappelle que dans le cas de SIR monospectrales, une observation Y ∈ Y = R`×Rm
peut-être identifiée à une collection de pixels {y1, . . . , yP } où P = `m. Supposant que la
SIR d’aéronef ait un rayonnement dans l’infrarouge plus important que le fond, un test de
détection naturel est de considérer le test φ1 ∈ Φ qui compare la statistique

S1(Y ) = max
p∈{1,...,P}

yp

à un seuil η1 ∈ R défini comme étant un quantile élevé de la distribution du fond. Bien que
ce test donne de bons résultats sur des images « faciles », comme par exemple les quatre
premières images de la figure 9(a), il échoue typiquement sur des images « plus difficiles »,
comme par exemple la dernière image de la même figure, où le contraste entre la cible
et le fond est faible. En conséquent φ1 présente un taux de fausses alarmes élevé. Il est
possible de réduire ce taux en considérant, en plus de la photométrie de chaque pixel, son
information contextuelle. En effet, un aéronef présentant une certaine cohérence spatiale,
les pixels le décrivant appartiennent généralement à un ensemble connexe de pixels ayant
une photométrie plus élevée que la moyenne. Dans cette optique, les techniques étudiant
les ensembles de niveaux dans des images [OP03] sont des outils précieux permettant
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d’exploiter cette information. Deux tests (φ2, φ3) ∈ Φ2 basés sur ces méthodes ont ainsi
été proposés.

Rappelons qu’à toute image Y ∈ Y, il est possible d’associer une fonction I(Y ) :
R × R → R définie comme l’interpolation sur R2 de Y (par exemple en utilisant une
interpolation bi-cubique). Le test φ2, étudie les ensembles convexes de R2 ayant une pho-
tométrie supérieure ou égale à un seuil ν ∈ R. La statistique de ce test s’écrit :

S2(Y ) = max
E∈cc(Y,ν)

|E| ,

où pour tout E ⊂ R2, |E| désigne l’aire de E et pour tout Y ∈ Y, ν ∈ R

cc(Y, ν) =
{
E ⊂ R2, E est convexe, ∀u ∈ E, I ◦ Y (u) ≥ ν

}
.

L’avantage de prendre en compte l’environnement contextuel de chaque pixel est de pouvoir
diminuer le seuil η1 du test φ1, afin de permettre la détection des cibles ayant un faible
contraste avec le fond, sans pour autant augmenter le taux de fausse alarme. Pour le modèle
de fond Gaussien i.i.d. (2), si Y ∈ H0, S2(Y ) sera probablement très faible lorsque ν � σII.
La figure 13 illustre le détecteur φ2 appliqué sur une SIR monospectrale ayant un fond
gaussien i.i.d. . Toutefois, pour le modèle de fond texturé, cette approche n’est pas aussi
efficace car en raison de la corrélation spatiale, ces fonds nuageux peuvent présenter de
larges zones où les pixels ont un niveau un peu plus élevé que la moyenne. En conséquence,
le taux de fausse alarme ne diminue que faiblement par rapport à φ1 dans ce cas.

Figure 13 – Ensembles de niveau λ correspondant au quantile 0.99 de la distribution des
pixels de l’image

En plus de l’information spatiale exploitée par φ2, le dernier test φ3 permet de prendre
en compte la photométrie des pixels. Plus précisément, pour toute fonction f ∈ C(R2) à
support compact, on définit la norme en variation totale par :

‖f‖TV =
∫
R2
|∇f | , où |∇f | =

√(
∂f

∂x

)2
+
(
∂f

∂y

)2
.

La statistique S3 du test φ3 utilise la norme en variation totale et est définie pour tout
Y ∈ Y par :

S3(Y ) =
∫
Aν(Y )

|∇I(Y )| , où Aν(Y ) = {u ∈ R2, I ◦ Y (u) ≥ ν} .

Cette statistique calcule les variations de photométries dans des zones où l’image a un
niveau supérieur à un seuil ν. Celle-ci s’avère particulièrement pertinente lorsque le fond
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est texturé : pour une image Y ∈ H0, la statistique S3(Y ) sera faible car les variations de
la photométrie sont faibles, contrairement à S2(Y ).

Pour i ∈ {1, 2, 3}, les tests φi ∈ Φ sont définis par :

φi(Y ) =
{

0 si Si(Y ) ≤ ηi
1 si Si(Y ) > ηi

, (25)

où {ηi}i∈{1,2,3} sont des seuils à spécifier, permettant d’atteindre une PFA souhaitée. Il a
été montré dans [M6] que, dans le cas du modèle de fond Gaussien, pour le test φ1, le
seuil η1 est une fonction analytique du taux de fausse alarme souhaité et dispose de fait
de la propriété CFAR. En revanche, dans le cas du modèle de fond texturé, tout comme
pour les détecteurs φ2 et φ3, les seuils ne sont plus des fonctions analytiques de la PFA
souhaitée. Dans ces cas, des tirages de Monte-Carlo de {Yk, k ∈ N} sous le modèle de H0
permettent d’obtenir une valeur approchée d’un quantile q de S(Y ) |Y ∈ H0 et ainsi de
fixer le seuil ηi pour avoir PFA(φi) ≈ 1− q.

Le Tableau 2 présente les résultats de détection obtenus dans [M6] sur une base de
90 000 avions simulés par la méthode présentée dans la section Simulation de SIR. Ce
tableau confirme que pour le modèle de fond Gaussien i.i.d. , le détecteur φ2 est plus
efficace que le détecteur φ3 et inversement dans le cas des fonds texturés.

Tableau 2 – Pourcentage de détection d’aéronefs à partir de SIR multispectrales avec
PFA = 0.01

(a) fond Gaussien - σ(1)
II

avion φ1 φ2 φ3
1 86.3 89.1 80.5
2 93.3 91.2 85.8

(b) fond Brownien fractionnaire -
σ

(2)
II et H = 0.55

avion φ1 φ2 φ3
1 59.2 14.1 90.7
2 84.6 14.6 92.1

(c) fond Brownien fractionnaire -
σ

(3)
II et H = 0.55

avion φ1 φ2 φ3
1 6.5 2.9 56.6
2 35.1 3.3 68.6
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Résumé de la contribution

L’intérêt des détecteurs multispectraux et hyperspectraux a été prouvé dans le domaine
de la télé-détection [HCYW96, CC02] et plusieurs études soulignent leur application po-
tentielle à la détection de cibles [KR02, MS02]. Cependant à l’heure actuelle, peu de
détecteurs multispectraux existent dans le domaine spectral correspondant à l’infrarouge.
Nous avons donc recours aux SIR simulées par CRIRA (voir la section sur la Simulation
des SIR) pour spécifier un capteur multispectral infrarouge à faible résolution spatiale,
capable de détecter des avions situés à grande distance. Les incertitudes sur les données
d’entrées du simulateur induisent une dispersion sur les SIR à la fois spectrale et spatiale
que la méthodologie doit intégrer. Par conséquent, étant donné la faible information dont
nous disposons sur les cibles a priori , nous adoptons une démarche de type détection
d’anomalies (voir Préambule A .1).

Dans cette étude, nous nous plaçons dans un cadre où le fond est modélisé par un
processus stationnaire aléatoire dont la distribution est connue. Cette hypothèse permet
de simplifier les calculs mais n’est pas déterminante dans l’application de la méthodologie.
Par ailleurs, en l’absence de modèle de fond texturé en multispectral, les observations
sur lesquelles nous travaillons dans l’hypothèse d’un ciel nuageux, sont ici des SIR Y =
(Y1, . . . , YK) avec un fond gaussien multispectral d’écart type {σ1, . . . , σK} (11) équivalent
à σ(2)

II .
Une nouvelle statistique de détection, tenant compte des deux types de dispersion est

proposée : elle consiste à calculer dans un premier temps la transformée de Mahalanobis
(17) de l’image multispectrale, puis, dans un second temps, à étudier les ensembles de
niveau de cette image intermédiaire afin de révéler l’éventuelle présence d’anomalies. Ces
deux étapes combinent (i) la démarche adoptée par le détecteur RX pour des cibles dont
la taille typique n’excède pas un pixel [MZHS08, DS10, TGB10] (voir le Paragraphe Dé-
tecteur RX) et (ii) l’étude des ensembles de niveau proposée dans [M6], pour la détection
de cibles infrarouge en bande large (voir le Préambule A .4). La combinaison de ces deux
approches permet en effet d’exploiter respectivement les caractéristiques spectrales et spa-
tiales des cibles. Notons que dans les méthodes de détection directe, la dispersion des SIR
est généralement considérée comme une nuisance, tandis qu’elle est ici exploitée comme
un atout permettant de distinguer une cible du fond. Les seuils intervenant dans ce test
ne pouvant être calculés explicitement en fonction d’une probabilité de fausse alarme sou-
haitée sont estimés à partir de simulation d’images de fond de ciel par des méthodes de
Monte-Carlo. Enfin, l’utilisation des ensembles de niveau permet au détecteur de localiser
spatialement une cible dans une image, ce qui permet, entre autre, d’effectuer une analyse
a posteriori sur la géométrie des anomalies détectées.

Le détecteur est appliqué à une base de test composée d’images multispectrales, cer-
taines contenant une cible et d’autres étant uniquement des images de fond de ciel. Ces
images multispectrales sont constituées de 10 bandes spectrales élémentaires, arbitraire-
ment choisies, de même largeur spectrale 100 cm−1 et régulièrement réparties dans l’inter-
valle 2000-3000 cm−1 ; voir par exemple les trois images de la figure 14. La comparaison
de courbes caractéristiques de plusieurs détecteurs (figure I-6) illustre deux principaux
résultats :

• le détecteur proposé alliant études des caractéristiques spectrales des données et en-
sembles de niveaux possède de meilleures performances de détection que le détecteur
RX, qui exploite simplement les caractéristiques spectrales de l’image,
• les cibles pouvant avoir un contraste inversée par rapport au fond, il est important
de considérer à la fois des quantiles faibles et des quantiles élevés de la transformée de
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Figure 14 – Trois images multispectrales du même avion dans le même scénario

Mahalanobis des images multispectrales pour la spécification des seuils intervenant dans
les tests statistiques.
Il est toutefois possible d’améliorer ces performances en ne prenant en compte que

certains regroupements de bandes dans l’intervalle 2000-3000 cm−1. En effet, en raison
de l’absorption de certains gaz composant l’atmosphère, la SIR d’un aéronef est presque
toujours nulle dans certaines bandes élémentaires qu’il est donc inutile de conserver ; voir
par exemple les deux bandes 2200-2300 cm−1 et 2300-2400 cm−1 des images multispectrales
de la figure 14.

Les bandes spectrales les plus pertinentes pour la détection sont sélectionnées au moyen
d’un algorithme génétique qui optimise soit la probabilité de détection du test pour un
taux de fausse alarme fixé soit l’aire sous la courbe caractéristique du détecteur. Pour ces
deux critères, la même combinaison optimale comprenant deux regroupements de bandes
disjointes est obtenue : le premier aux alentours de 2000 cm−1 et le second au voisinage
de 2500 cm−1. D’un point de vue physique, ce résultat est cohérent avec le spectre de
rayonnement typique dans la bande II d’un aéronef illustré par la figure 3. On constate par
ailleurs que le premier regroupement a une largeur spectrale plus faible que le second : ceci
s’explique par le fait que la luminance spectrale du fond diminue lorsque le nombre d’ondes
augmente (voir Figure 11). Or, sous le modèle (11), la variance du fond est proportionnelle
à la luminance et diminue donc avec le nombre d’onde. Par conséquent, un regroupement
large en début de la bande II aura un niveau de bruit plus élevé qu’un regroupement de
même largeur au milieu ou à la fin de la bande II. Cependant, plus la bande est large, plus
le niveau du signal est élevé et plus il est possible de détecter une cible. L’optimisation
revient donc à trouver un compromis entre la largeur des bandes spectrales sélectionnées
et le rapport signal à bruit associé.

La figure I-12 illustre les performances de notre détecteur sur des images multispec-
trales constituées de 2, 3 ou 4 regroupements de bandes élémentaires optimaux et sur des
images intégrées en bande II. Les résultats montrent que, pour ces bandes spectrales bien
choisies, les performances de détection en multispectral sont meilleures qu’en monospec-
tral. Ceci justifie, dans cette application, l’intérêt du multispectral.

Cette méthodologie de détection peut aisément être adaptée à d’autres scénarios et
à d’autres cibles faiblement résolues sur des fonds naturels de type forêt, désert, mer...
Toutefois, pour des fonds réels, l’hypothèse d’un modèle de fond gaussien peut-être remise
en question. Dans ce cas, un estimateur de la matrice de covariance intervenant dans le
calcul de la transformée de Mahalanobis plus approprié que celui proposé par la matrice de
covariance empirique consisterait à calculer un M-estimateur [Hub64, Mar76] de la matrice
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de covariance. Cet estimateur serait en outre plus robuste aux aberrations pouvant exister
dans des données réelles.

Il serait également intéressant d’étudier les performances de l’algorithme de détection
dans le cas d’un modèle de fond nuageux en multispectral plus réaliste que le bruit Gaus-
sien en multispectral d’écart-type équivalent à σ(2)

II . Dans une première approximation,
un modèle de fond texturé en multispectral peut consister à modéliser les images dans
chaque bande comme des draps browniens ou des champs de Markov non indépendants.
L’acquisition d’images multispectrales de nuages permettraient d’estimer les paramètres
d’un tel modèle et de proposer un modèle de corrélation inter-bande adéquat.
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B Motifs caractéristiques d’un ensemble de données et mo-
dèles de déformation

B .1 Position du problème

L’accroissement des dispositifs permettant l’acquisition de données de différente na-
ture (courbes, images, vidéos, etc...) et généralement de grandes dimensions, soulève la
question de leur traitement. Prises individuellement, ces données ne sont, la plupart du
temps, pas significatives et il est nécessaire de les comparer, de confronter les unes avec les
autres afin de pouvoir dégager des caractéristiques communes et d’identifier des sources
de variabilité. Nous nous intéressons plus particulièrement au cas où les données d’intérêt
sont des mesures d’une même expérience se déroulant dans un contexte variable et pré-
sentant de fait une structure sous-jacente commune. Un grand nombre de données entrent
dans ce cadre, en particulier dans le domaine de l’imagerie médicale [MT96], en météo-
rologie [ZC07, VP11], en génétique [HZ00], en finance [LPP02] ou encore en traitement
de la parole [KG92, DPH00]. Les signatures infrarouge d’avions acquises par la méthode
proposée dans la section simulation de SIR sont également concernées par cette approche
et justifient l’intérêt porté à ces méthodes. Dans ce cas précis, l’expérience consiste à me-
surer la signature infrarouge d’un aéronef dans plusieurs bandes spectrales. Le contexte
expérimental pouvant varier (dans notre étude, en raison de l’incertitude sur les données
d’entrée du simulateur), le signal observé diffère d’une simulation à l’autre.

Pour extraire des informations de ces bases de données, chaque observation est per-
çue comme la version perturbée d’une observation moyenne, hypothétique, inconnue et
caractéristique de l’ensemble des mesures possibles liées à l’expérience. L’estimation de
cette observation caractéristique permet, entre autres, de reconnaître ou classifier une
nouvelle observation en la comparant à cette donnée moyenne. Nous considérons le cas
d’une base de données composée d’images de chiffres trois manuscrits, issus de la base US
Postal [Hul94] (figure 15) et pour se placer dans un cadre expérimental, un bruit Gaussien
i.i.d. est ajouté à ces images initialement débruitées. Comme le montre la figure 15, les
différentes images ont des caractéristiques communes comme par exemple la présence dans
la structure géométrique de trois barres horizontales reliées par des lignes incurvées, ou
encore la photométrie de l’image qui est nulle partout sauf au centre de l’image où les
pixels appartenant au chiffre valent 1. Elles sont toutefois toutes différentes et rentrent de
ce fait dans notre cadre d’étude.

Nous montrons dans cette sous-partie que la plupart des méthodes classiques d’analyse
de données ne sont pas adaptées au cas d’observations présentant de fortes variations et ne
permettent par conséquent pas d’extraire une observation caractéristique d’un tel ensemble
de données.

Figure 15 – Exemples d’images bruitées de chiffres trois manuscrits issus de la base US
Postal.

Pour accéder à une observation caractéristique, une idée naturelle consiste à calculer la
moyenne empirique des n = 1000 observations de la base {Yk, k ≤ n}, Ȳn = n−1∑n

k=1 Yk.
Comme le montre la figure 16, cette image moyenne, floue, ne permet pas d’appréhender
les principales caractéristiques des chiffres trois.
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Figure 16 – Moyenne empirique Ȳn de n = 1000 images de chiffres trois manuscrits
illustrés dans la figure précédente.

L’Analyse en Composante Principale (ACP) [Jol05] est une technique fréquemment
utilisée en traitement d’images dans le but de décrire et de visualiser les caractéristiques
d’une collection d’images. L’idée est de diagonaliser la matrice de covariance empirique
Γ = n−1∑n

k=1(Yk − Ȳn)(Yk − Ȳn)T , afin d’extraire les directions où la variabilité contenue
dans les images est la plus importante. La figure 17 illustre les deux principaux modes
de variations obtenus en appliquant une ACP à n = 1000 images de chiffres trois manus-
crits. Tout comme pour la moyenne empirique, les composantes principales de l’ACP ne
fournissent qu’une tendance approximative des géométries représentatives des images de
chiffres trois manuscrits.

(a) Ȳn +
√
λ1ω1 (b) Ȳn −

√
λ1ω1 (c) Ȳn +

√
λ2ω2 (d) Ȳn −

√
λ2ω2

Figure 17 – Premier et second mode de variation obtenus par ACP sur la base des chiffres
trois où pour j ∈ {1, 2} ωj est le vecteur propre associé à la j-ème plus grande valeur propre
λj de Γ.

L’algorithme des K-moyennes (K-means) [Har75] est une méthode pour partitionner
des données en K classes {C1, . . . , CK}. L’objectif est d’attribuer chaque observation Yk à
l’une des K classes de sorte à ce que la fonction

Q(Y1, . . . , Yn, C1, . . . , CK) =
K∑
i=1

∑
Yk∈Ci

‖Yk − µi‖2 ,

soit minimale. Pour tout i ∈ {1, . . . ,K}, µi est la moyenne des observations Yk ∈ Ci. Cet
algorithme a été appliqué à n = 1000 images de chiffres manuscrits dans le but d’obtenir
K = 4 classes représentatives. Bien que cet algorithme permette de dégager des géométries
caractéristiques des chiffres trois de façon assez satisfaisante, voir la figure 18, il ne permet
pas d’estimer quantitativement les variations entre les observations. De plus, l’exemple
suivant prouve qu’il n’est pas adapté à des données présentant davantage de variations.

Les limites de ces méthodes sont plus apparentes dans le cas où les données font l’objet
de plus de variabilité. En effet les chiffres manuscrits de la base US Postal présentent une
certaine régularité : ils sont centrés, leur photométrie est régulière etc... Nous appliquons
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Figure 18 – Centres des classes obtenues en appliquant l’algorithme des K-moyennes.

les méthodes précédentes dans le cas, artificiel mais réaliste pour des applications expéri-
mentales, où les chiffres ne sont plus nécessairement centrés. Comme le montre la figure
19, nous ajoutons une translation aléatoire à chaque image de la base.

Figure 19 – Exemples d’images bruitées de chiffres trois manuscrits non centrés.
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√
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′
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√
λ′2ω

′
2

(f) µ′1 (g) µ′2 (h) µ′3 (i) µ′4

Figure 20 – Images caractéristiques de chiffres trois non centrés, obtenues par diverses
méthodes. (a) moyenne empirique, (b-e) ACP, (f-i) K-moyennes

La figure 20 montre que cette légère perturbation a des conséquences importantes sur
l’estimation de l’image caractéristique : contrairement aux figures 17 et 18, il est presque
impossible de reconnaître la forme d’un chiffre trois dans ces images moyennes. En effet,
ces méthodes statistiques usuelles traitent les différents pixels d’une image comme autant
d’informations indépendantes. Les éléments contextuels propres à chaque pixel ne sont
donc pas pris en compte dans ces analyses. En conséquence, dans un cadre expérimen-
tal réaliste où de telles déformations peuvent se produire, l’apprentissage des structures
géométriques caractéristiques de ces images s’avère délicat.

Un exemple encore plus frappant consiste à considérer des images de quatre chiffres ma-
nuscrits (e.g. zéro, trois, cinq et huit) que l’on place dans l’un des quatre coins d’images
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d’une base d’apprentissage. Nous comparons les centres des classes obtenus par l’algo-
rithme des K-moyennes (K = 4) appliqué à ces images dans deux configurations :

– cas A : Chaque chiffre est systématiquement dans le même coin,
– cas B : Chaque chiffre est placé aléatoirement dans l’un des coins (figure 21).

Figure 21 – Chiffres (zéro, trois, cinq et huit) issus de la base US Postal positionnés
aléatoirement de façon uniforme dans l’un des coins de l’image.

Figure 22 – Images caractéristiques de chiffres zero, trois, cinq et huit obtenues par
l’algorithme K-moyennes : le 1-ère ligne correspond à la base d’apprentissage du cas A et
la 2-ème ligne à celle du cas B

Alors que les quatre images caractéristiques attendues dans cet exemple correspon-
draient à une image de chaque chiffre, la figure 22 montre que dans le cas B, les centres
des classes fournies par l’algorithme des K-moyennes tiennent avant tout compte de la
position des chiffres dans l’image plutôt que de la forme caractéristique de chacun. Quand
les chiffres occupent systématiquement la même place (cas A), les centres des classes sont
plus proches des formes caractéristiques attendues.

Remarque B.1. Nous avons utilisé la position relative de chaque chiffre pour montrer
que dans de telles situations, les algorithmes d’analyse de données classiques (ACP, K-
moyennes, etc...) ne sont pas capables d’extraire des formes caractéristiques contenues
dans une base de données d’apprentissage. Nous aurions alternativement pu travailler
avec une base de chiffres qui diffèrent par une simple rotation, par un effet de zoom ou par
toute autre transformation du plan qui conserve la structure géométrique de ces images.
A la place d’images, nous aurions pu établir les mêmes conclusions en utilisant une base
de courbes présentant l’évolution d’un phénomène quelconque et s’intéresser dans ce cas
à l’extraction de motifs caractéristiques mais se produisant à des instants différents...

En résumé, l’analyse de ce type de données doit nécessairement prendre en compte le
signal (courbe, image, etc...) dans sa globalité afin de pouvoir établir des relations entre
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les caractéristiques des différentes observations. L’objectif est d’extraire de ces données
des motifs typiques, représentatifs de la diversité des observations en faisant abstraction
des paramètres de présentation (translation, rotation, effet d’échelle, déformation dans
l’espace et le temps), considérés comme des sources de variabilités superficielles et non
informatives. Cette remarque nous amène à considérer les techniques de recalage de signal
que nous présentons dans la sous-partie suivante.

B .2 Recalage temporel de courbes et recalage spatial d’images

Les méthodes de recalage de courbes ou d’images, communément désignées sous le
terme curve registration / image warping methods dans la littérature [Bro92, ZF03, Gos05],
concernent l’ensemble des techniques permettant de faire correspondre deux observations
d’un même phénomène ayant été acquises à des instants différents, à des lieux différents
ou par des dispositifs différents... Dans ce contexte, deux types d’approches sont généra-
lement distinguées : l’une, feature-based registration, qui est basée sur l’identification dans
les différents signaux de caractéristiques attendues a priori [LMM95, Bod09] et l’autre,
intensity-based registration, qui a pour objectif de faire correspondre les intensités (mesures
dans le cas de courbes ou niveaux de gris dans le cas d’images) de plusieurs observations
[RL98, LY09, AAT07, Cha11a]. Notre cas d’étude faisant intervenir des données dont
nous avons une faible connaissance a priori , nous nous intéresserons dans cette partie
aux méthodes du second type. Par ailleurs, la faible résolution des signatures infrarouge
rendrait la recherche de caractéristiques délicate. Les techniques de recalage que nous étu-
dions consistent donc à modéliser et à quantifier les transformations qu’il est nécessaire
d’appliquer pour faire correspondre les mesures ou niveau de gris de deux observations.
Ceci permet d’estimer l’écart entre une nouvelle donnée et une observation de référence
ou encore à aligner les caractéristiques de plusieurs données.

Dans le cas général, une donnée Y ∈ Y est une fonction de U, (U est un ouvert de R
dans le cas de courbes, un ouvert de R2 dans le cas d’images, etc...) et Y = L2(U) peut
être a priori considéré comme l’espace des observations. Cependant, dans la plupart des
cas, Y est observée sur une grille de discrétisation déterministe (ou design) Ω ⊂ U|Ω| où
|Ω| est la résolution de l’acquisition. Ω est définie comme le vecteur Ω = (u1, . . . , u|Ω|) tel
que pour tout p ∈ {1, . . . , |Ω|}, up ∈ U. On désignera dans ce cas une observation Y ∈ U|Ω|
par le vecteur

Y = (Y(u1), . . . ,Y(u|Ω|)) .

Soit G l’ensemble des applications de U dans lui même, paramétré par β ∈ B où B est
un sous ensemble ouvert de Rd (d > 0) tel que :

G = {Gβ : U→ U, β ∈ B} .

Dans le cas où les observations sont discrétisées, on considère pour tout Gβ ∈ G, l’appli-
cation TGβ : U|Ω| → U|Ω| telle que pour tout Y ∈ Y :

TGβ : Y →
(
Ỹ ◦Gβ(u1), . . . , Ỹ ◦Gβ(u|Ω|)

)
, (26)

où Ỹ est une interpolation de l’observation discrète Y sur U, obtenue par exemple au
moyen d’une interpolation bicubique.

Le recalage d’une observation Y1 ∈ Y (ou Y1 ∈ Y) sur Y2 ∈ Y (respectivement sur
Y2 ∈ Y) consiste à approcher la transformation G ? ∈ G définie par :
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• lorsque Y = L2(U),

G ? = arg min
Gβ∈G

∫
U
|Y1 ◦Gβ(u)− Y2(u)|2du+ r(Gβ) , (27)

• lorsque Y = U|Ω|,

G ? = arg min
Gβ∈G

‖TGβ (Y1)− Y2‖2 + r(Gβ) , (28)

où r est une métrique sur G telle que le terme r(Gβ) pénalise les « grandes » déformations.
Nous présentons dans cette sous-section une liste (non-exhaustive) de modèles de défor-
mations utilisés en statistique pour le recalage de courbes ou d’images ainsi que quelques
méthodes permettant de les estimer.

Les transformations solides (translations, homothéties et éventuellement rotations dans
le cas où U ⊂ R2) agissent sur l’intégralité d’une observation et sont de faible dimension
dans le sens où elles sont caractérisées par un petit nombre de paramètres [Goo91, GM96,
Boo97, GLM07]. Dans le cas général, ces transformations prennent la forme d’applications
affines et s’expriment quand U ⊂ R par

∀u ∈ U , Gβ(u) = λu+ τ ,

où β = (λ, τ) ∈ R× R et quand U ⊂ R2 par

∀u ∈ U , Gβ(u) = λRαu+ τ , où Rα =
[

cosα − sinα
sinα cosα

]
,

et β = (λ, α, τ) ∈ R× R× R2.
En complément de ces transformations, des déformations locales permettent « d’ajus-

ter » ponctuellement les intensités de deux observations différentes [AAT07]. Contraire-
ment aux transformations solides, les déformations locales peuvent avoir une dimension
élevée (virtuellement infinie), suivant le degré de liberté du modèle de déformation utilisé.
La figure 23 illustre l’action d’un champ de déformation local sur une image de chiffre
manuscrit. Dans cette exemple, Gβ s’écrit pour tout u ∈ R2

Gβ(u) = u+ ∆β(u) , avec ∆β(u) =
d∑
i=1

βiψ(rk, u) , (29)

où u → ∆β(u) est un champ de vecteur continu, contrôlé par un paramètre β ∈ B = Rd
avec d = 50. {ri, 1 ≤ i ≤ d} ⊂ U est un ensemble de points de contrôle du champ de
déformation et pour tout r ∈ U, ψ(r, · ) est un noyau Gaussien centré en r.

La principale limite à l’utilisation de ce type de modèles provient de la non inversi-
bilité de Gβ. Il est en effet souvent nécessaire de pouvoir passer d’une observation à une
autre en composant à droite ou à gauche par Gβ ou Gβ

−1. Tant que les déformations
restent « petites », le modèle de déformation (29) préserve globalement la topologie et une
approximation satisfaisante de Gβ−1 est donnée par la transformation u → u − ∆β(u).
Toutefois, ces approximations deviennent fausses dès lors que les déformations ont une
grande amplitude. Comme en témoigne la figure 23(c), Gβ ne semble pas bijective : la
zone où le maillage se resserre laisse supposer l’existence de points avec plusieurs antécé-
dents. Pour parer à cet inconvénient, les déformations non rigides peuvent être modélisées
par des difféomorphismes [CRM96, JM00, TY05, BMTY05, Ash07, MMTY08]. L’idée est
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Figure 23 – Déformation locale par action d’un champ de vecteur

de considérer un processus {t→ G̃β(t), t ∈ (0, 1), G̃β(t) ∈ G} dont les variations infinité-
simales sont des champs de vecteurs du même type que ∆β (29). Plus précisément, G̃β(t)
est solution de l’équation différentielle :

dG̃β(t)
dt = ∆β ◦ G̃β(t) tel que G̃β(0) = Id , (30)

où ∆β est le champ de vecteur défini dans (29) et est indépendant de t. Par ailleurs, de
sorte à ce que pour tout t ∈ (0, 1) G̃β(t)(U) ⊆ U, il est nécessaire d’imposer que ∆β soit nul
sur les bords de U. Enfin, il suffit de poser Gβ = G̃β(1) pour définir un difféomorphisme
tel que Gβ−1 existe et Gβ−1 = G−β.

Remarque B.2. Stochastic Time
Lorsque les observations sont des fonctions du temps, il est généralement souhaité que
le modèle de déformations locales conserve la chronologie du motif [KG92, RL98]. Initié
par [SC78], ces modèles de transformation du temps, dénommés dans la littérature par
Dynamic time warping ou Stochastic time, imposent que Gβ soit monotone croissante et
continue. Supposant de plus que Gβ est de classe C2 sur (ui, uf ) ⊂ U et admettant pour
conditions aux limites Gβ(ui) = ui et Gβ(uf ) = ũf , un tel modèle de déformation du
temps a été proposé dans [RL98]. Il s’agit des fonctions Gβ ∈ G solutions de l’équation
différentielle

d2Gβ
du2 = wβ

dGβ
du ,

où la fonction u → wβ(u) définit la courbure relative de Gβ. Intégrant cette équation, il
vient

Gβ(u) = ũf

∫ u
0 exp (

∫ u
0 wβ(v)dv)du∫ uf

0 exp (
∫ u

0 wβ(v)dv)du
.
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Figure 24 – Déformation locale du temps

De façon analogue au modèle de déformations locales dans le cas des images, wβ est
paramétrée par un vecteur β ∈ B où B ⊂ Rd et qui peut se mettre sous la forme :

wβ(u) =
d∑
i=1

ψ(ri, u)βi ,

où {ri, 1 ≤ i ≤ d} est un ensemble de points de contrôle de la déformation du temps et
pour tout i ∈ {1, . . . , d}, les fonctions K(ri, · ) sont choisies comme étant une base de B-
spline d’ordre 1 [Ram98]. La fonction {u→ Gβ(u)} est souvent appelée temps stochastique
qui, en opposition au temps physique linéaire, s’écoule de façon non déterministe de sorte à
pouvoir synchroniser les variations des courbes. Une illustration de ce modèle est proposée
dans la figure 24, avec u0 = −1, uf = 1, ũf = 1 et d = 10. Un paramètre β ∈ B quelconque
a spécifié le temps stochastique Gβ présenté dans la figure 24(b).

Remarque B.3. Déformations dans l’espace de mesure
Dans certaines situations, en particulier dans le domaine du recalage de courbes [LY09,
Cha11a], un autre type de transformation complétant les transformations de U, est néces-
saire : ce type de déformation agit sur l’espace de mesure, généralement R, afin d’ajuster
les intensités en amplitude i.e. « verticalement ». Une telle déformation Sυ, paramétrée
par un vecteur υ = (λ, µ) ∈ R2, s’écrit dans le cas d’une observation discrète Y ∈ R|Ω|,

Sυ : Y →
(
λỸ (u1) + µ, . . . , λỸ (u|Ω|) + µ

)
,

où u→ Ỹ (u) est définie comme dans (26).

Tous ces modèles de recalage produisent des déformations qui sont contrôlées par un
nombre fini de paramètres β ∈ B. Même dans le cas des modèles de difféomorphismes, qui
sont théoriquement des déformations de dimension infinie, la paramétrisation du champ
de vecteur ∆β (29) permet de se ramener à un problème en dimension finie. Ainsi, es-
timer la déformation G ? ∈ G permettant de recaler les données revient à un problème
d’optimisation sur B. Les équations (27) et (28) deviennent alors :

G ? = Gβ? ,

où β? = arg min
β∈B

{ ∫
U |Y1(u)− Y2 ◦Gβ(u)|2du+ r(Gβ) si Y = L2(U),
‖Y1 − TGβ (Y2)‖2 + r(Gβ) si Y = U|Ω| . (31)

Ce problème peut-être résolu en utilisant des méthodes d’optimisation classiques pour
estimer β?, comme par exemple l’algorithme de descente de gradient [JM00, RC03], la
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méthode de Newton [KTNU00], l’algorithme de Levenberg-Marquardt [TRU98], des algo-
rithmes génétiques [JR95, CAM04] ou encore des algorithmes de programmations dyna-
miques [SC78, WG97].

Toutefois, quand la dimension de B devient élevée, une autre approche consiste à consi-
dérer le paramètre β comme une variable aléatoire [AGP91, AAT07, MMTY08, LY09].
Dans cette optique, la loi de β conditionnellement à deux observations (Y1, Y2) ∈ Y2

s’écrit
P(β |Y1, Y2 ) ∝ P(Y2 |β, Y1 )P(β ) , (32)

où P(β ) désigne la loi de β a priori . La loi a posteriori de Y2 sachant β et Y1, est généra-
lement approchée par une distribution Gaussienne du type N (TGβ (Y1), σ2Id|Ω|) où σ > 0.
Des méthodes de type Markov chain Monte Carlo (voir [RC04] et section D ) telles que l’al-
gorithme de Metropolis-Hastings [MRR+53, Has70] permettent d’obtenir des échantillons
β1, . . . , βn de la distribution P( · |Y1, Y2 ). Le paramètre β? peut par exemple être estimé
comme étant le βi le plus probable, ou bien à partir de la moyenne empirique des réalisa-
tions de β. Il est aussi possible d’utiliser un estimateur de maximum a posteriori (MAP)
de β associé au modèle (32) pour définir β? [Ash07].

B .3 Éléments sur les modèles à prototype déformable

La section B .1 a montré les limites des méthodes d’analyse de données classiques
dès lors que les observations présentent de fortes variations. Considérant les modèles de
recalage décrit dans la section B .2, une approche naturelle consiste à étudier la moyenne
de Fréchet de cet ensemble d’observations [Fré48, Cha11a, Big11]. La notion de moyenne
de Fréchet est une généralisation à des espaces métriques non euclidiens de la moyenne
habituelle définie sur des espaces euclidiens, comme par exemple la moyenne sur R|Ω| des
observations ȲN = N−1∑N

n=1 Yk (Cf. Figure 16). Supposons qu’un modèle de déformation
Gβ ∈ G soit spécifié, l’equation (31) induit une mesure de dissimilarité dM entre deux
observations Y1 et Y2 :

d2
M(Y1,Y2) = inf

β∈B

{∫
U
|Y1(u)− Y2 ◦Gβ(u)|2 du+ r(Gβ)

}
. (33)

La moyenne de Fréchet F (N) de N observations {Y1, . . . ,YN} sur l’espace (R|Ω|, dM) est
définie par :

F (N) = arg min
F∈L2(U)

{
1
N

N∑
n=1

d2
M(F ,Yn)

}
, (34)

= arg min
F∈L2(U)

{
1
N

N∑
n=1

inf
βn∈B

[∫
U
|F − Yn ◦Gβn(u)|2 du+ r(Gβn)

]}
. (35)

Or, pour des paramètres β1, . . . , βN fixés, la fonction F minimisant (35) est trivialement
F (N) = N−1∑N

n=1 Yn ◦ Gβn . Ainsi en pratique, le calcul de la moyenne de Fréchet d’un
ensemble d’observation {Yn, n ≤ N} s’opère en deux étapes :
(i) recaler les données i.e. estimer les paramètres β?1 , . . . , β?N tels que :

(β?1 , . . . , β?N ) = arg min
(β1,...,βN )∈BN

{ 1
N

N∑
n=1

∫
U

∣∣∣∣∣Yn ◦Gβn(u)− 1
N

N∑
`=1

Y` ◦Gβ`(u)
∣∣∣∣∣
2

du

+ r(Gβn)
}
, (36)
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(ii) estimer la moyenne de Fréchet comme la moyenne des données recalées :

F (N) = 1
N

N∑
n=1

Yn ◦Gβ?n . (37)

En plus d’être une solution non paramétrique élégante au problème d’estimation d’une
observation caractéristique, les travaux se basant sur l’étude de la moyenne de Fréchet
bénéficient de propriétés théoriques appréciables (existence, unicité, convergence, etc...)
[Zie77, BC11, Cha11b, BG13]. Toutefois, cette méthode s’avère difficilement implémen-
table en raison de la complexité de l’optimisation nécessaire à la réalisation de l’étape (i),
surtout lorsque le paramètre β est de grande dimension.

Remarque B.4. Nous n’avons considéré dans le paragraphe précédent que le cas d’ob-
servations fonctionnelles i.e. Y = L2(U). Bien entendu, les méthodes basées sur l’étude des
moyennes de Fréchet sont également applicables à des données discrètes (Y = U|Ω|).

Une autre approche, désignée sous le nom de modèle à prototype déformable, a récem-
ment motivé un nombre important de contributions [AGP91, TY05, AAT07, AKT10a][M7].
Ces méthodes spécifient un modèle d’observation à travers un cadre statistique, permettant
ainsi l’étude rigoureuse des caractéristiques de ces types de données. Les premiers modèles
à prototype déformable ont été proposée par D’Arcy [d’A63], dans le but d’étudier les
différences anatomiques chez certaines espèces d’animaux . Un cadre mathématique éten-
dant les travaux de D’Arcy dans le domaine du traitement de l’image a été formalisé par
Grenander [Gre93].

Le principe des modèles à prototype déformable est de considérer l’ensemble des ob-
servations {Yn, n ∈ N} comme une collection de variables aléatoires variant toutes autour
d’une fonction déterministe T ∈ L2(U), a priori inconnue, caractéristique des observations
et dénommée dans ce contexte prototype ou template. Deux sources de variabilités sont
considérées :

– Des déformations aléatoires Gβ ∈ G qui n’affectent pas le prototype T directement
mais l’espace U sur lequel il est défini.

– Un processus de bruit additif, typiquement dû au processus de mesure W ∈ Y.
Ainsi, pour tout n ∈ N, l’observation Yn s’écrit :

Yn = T ◦Gβn + Wn . (38)

Le développement de ces modèles a pour objectif de caractériser statistiquement le pro-
totype T ∈ L2(U) associé à une certaine population {Yn, n ∈ N} ainsi que la variabilité,
donnée par les lois de β et de W , autour de celui-ci [DLJ04, GJ06, MMTY08, AK10].

Remarque B.5. La dénomination « famille de modèles à prototype déformable » justifie
que cette approche, relativement abstraite, permet de modéliser des observations issues
d’un nombre important de situations. En effet, il y a virtuellement autant de modèles
à prototype déformable qu’il y a de modèles de deformation Gβ ∈ G et de modèles de
bruit additif W ∈ Y. Chaque type de données ayant ses propres caractéristiques, il est
nécessaire de spécifier un modèle de déformation et de bruit adéquats. Ces choix définissent
de facto un modèle à prototype déformable en particulier.

Remarque B.6. Bien que les modèles de déformation Gβ ∈ G et de bruit W ∈ Y soient
fixés a priori , l’origine de l’aléa expliquant la diversité des observations {Yn, n ∈ N} vient
du fait que les paramètres {βn, n ∈ N} et {Wn, n ∈ N} (38) sont des réalisations i.i.d. des
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variables aléatoires β et W. Notons que dans certains cas, les lois de β et W ne peuvent
être, a priori , que partiellement connues. Ainsi, à chaque observation Yn, il correspond
de façon sous-jacente un paramètre de déformation βn et un terme de bruit Wn. A la
différence des méthodes non paramétriques se basant sur les moyennes de Fréchet, l’étape
intermédiaire intervenant dans l’estimation du prototype dans ces modèles déformables
n’est pas de recaler individuellement toutes les observations (i.e. de connaître les para-
mètres des déformations {β?n, n ≤ N} qui optimisent (36)) mais d’approcher la loi de
probabilité de β et de W.
Remarque B.7. L’apprentissage de la distribution des paramètres de déformations β,
du modèle de bruit additif W et du prototype T ∈ L2(U), permet d’obtenir de nouvelles
observations {Yn, n ∈ N} en simulant des réalisations i.i.d. du processus stochastique défini
dans l’équation (38). Le modèle à prototype déformable est un donc modèle génératif.

Dans le cas d’observations discrétisées, Yn s’écrit dans le modèle à prototype déformable
comme le vecteur de pixels

Yn =
(
Yn,1, . . . , Yn,|Ω|

)
,

tel que pour tout i ∈ {1, . . . , |Ω|},

Yn,i = T ◦Gβn(ui) +Wn,i ,

où Wn =
(
Wn,1, . . . ,Wn,|Ω|

)
est une réalisation de la variable aléatoire W définie sur

(R|Ω|,B(R|Ω|)).
Exemple B.8. Le modèle à prototype déformable proposé par Allassonnière et
al.[AAT07, AK10, AKT10a]
Dans le contexte de la reconnaissance de formes, un modèle à prototype déformable dans
le cas où les observations {Yn, n ∈ N} sont des images de chiffres manuscrits a été proposé
dans [AAT07]. L’image Yn est observée sur une grille de pixels (u1, . . . , u|Ω|) et Y = R|Ω|.
Pour tout s ∈ {1, . . . , |Ω|}, le pixel s de l’observation Yn s’écrit :

Yn,s = Tα(us −∆βn(us)) + σWn,s , (39)

telle que :
• le prototype Tα ∈ L2(U) s’écrit comme une combinaison linéaire de m noyaux Gaussiens
centrés en m points de U = R2, (rp,1, . . . , rp,m) ∈ Um, contrôlant la photométrie. La
fonction Tα est paramétrée par un vecteur α = (α1, . . . , αm) ∈ Rm inconnu tel que :

Tα(u) =
m∑
v=1

αv φv(u) , (40)

où pour tout v ∈ {1, . . . ,m}, φv : U → R est un noyau Gaussien centré en rp,v et de
variance σ2

p. Les points de contrôles de la photométrie {rp,v, v ≤ m} et la variance σ2
p

sont supposés connus.
• le modèle de déformation Gβ ∈ G est un champ de déformation composé d’une combi-

naison linéaire de d déformations locales, centrées en d points de U, (rg,1, . . . , rg,d) ∈ Ud,
dont l’action sur la géométrie du prototype est contrôlée par un paramètre inconnu
β = [β(1) β(2)] ∈ B, (B ⊆ Rd × Rd). Pour toute fonction T ∈ L2(U), la fonction T ◦ Gβ
est définie pour tout u ∈ U par :

(T ◦Gβ)(u) = T (u−∆β(u)) ,

=
m∑
v=1

αvφv

u− d∑
q=1

[β(1)
q β(2)

q ]ψq(u)

 , (41)
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où pour tout q ∈ {1, . . . , d}, ψq : U → R est un noyau Gaussien centré en rg,q et de
variance σ2

g . De même que pour la photométrie, les points de contrôles de la géométrie
{rg,q, q ≤ d} et la variance σ2

g sont supposés connus. A chaque observation Yn est attaché
un paramètre de déformation βn, inconnu, modélisé comme étant une réalisation d’une
variable aléatoire β de une loi normale de moyenne nulle et de matrice de covariance Γ
inconnue.
• le processus de bruit utilisé dans cette étude est un bruit blanc Gaussien indépendant
de variance σ2 inconnue, tel que pour tout n ∈ N, s ∈ {1, . . . , |Ω|}, Wn,s ∼ N (0, 1).
Étant donnée une base d’apprentissage {Yn, n ∈ N}, le développement d’algorithmes

(déterministes ou stochastiques) permettant d’estimer les paramètres α,Γ et σ consti-
tue une problématique majeure (voir Section C , Exemple C.10, [AKT10a, AAT07]).
Une version stochastique de l’algorithme Expectation Maximization a été proposée dans
[AKT10a]. Appliqué à une base de d’images de chiffres manuscrits US Postal, cet algo-
rithme a permis d’extraire avec succès des formes caractéristiques de chiffres.

Une adaptation de ce modèle dans le cas où les observations {Yn, n ∈ N} dérivent de
différentes formes prototypes a été proposée dans [AAT07, AK10] : l’objectif étant dans
ce cas d’estimer une forme prototype par chiffre. On parle alors d’un mélange de modèles
à prototype deformable : chaque observation Yn ∈ Y est supposée appartenir à une classe
Jn ∈ {1, . . . , C} qui, tout comme le paramètre de déformation βn ∈ B, est modélisée par
une variable aléatoire J dont la réalisation n’est pas observée. La loi a priori de J est une
loi de probabilité discrète {ω1, . . . , ωC}, où le poids de chaque classe est inconnu.
Exemple B.9. Modèle de recalage de courbe [LY09]
Un modèle à prototype déformable a été proposé par [LY09] dans le cas où les observations
sont des courbes i.e. U = R. A la différence du cas des images (Cf. exemple B.8), les
instants de mesures peuvent varier d’une observation à l’autre, si bien que pour tout
n ∈ N un = (un,1, . . . , un,`n) ∈ U`n sont les `n instants de mesures correspondant à
l’observation Yn = (Yn,1, . . . , Yn,`n). Le modèle des observations fait intervenir deux types
de déformations aléatoires :
• une translation horizontale (i.e. variation du temps) β,
• une translation verticale (i.e. variation de l’intensité) υ.
Comme dans l’exemple B.8, la courbe Yn appartient à une classe Jn ∈ {1, . . . , C}, non ob-
servée. Ainsi, pour tout (n, s) ∈ N×{1, . . . , `n}, la s-ième mesure de la n-ième observation
appartenant à la classe Jn = j s’écrit :

Yn,s = Tαj (un,s + βn) + υn + σWn,s , (42)

où βn et υn sont respectivement les paramètres de translation en temps et en intensité
associés à Yn et Wn,s ∼ N (0, 1). Jn, βn et υn sont des réalisations des variables aléatoires
J , β et υ de loi a priori respective J ∼ (ω1, . . . , ωC), β ∼ N (0, σ2

β) et υ ∼ N (0, σ2
υ).

Pour tout j ∈ {1, . . . , C}, le prototype associé à la classe j est paramétré par le vecteur
αj = (αj,1, . . . , αj,m) ∈ Rm et la fonction Tαj est développée sur une base de B-spline cubic
{Bv, v ≤ m}. L’approximation au premier ordre Bv(un,s + βn) ≈ Bv(un,s) + βnB

′
v(un,s)

permet d’exprimer (42) par :

Wn,s =
m∑
v=1

αj,v
(
Bv(un,s) + βnB

′
v(un,s)

)
+ υn + σWn,s .

L’algorithme SACK (Simultaneously Aligning and Clustering K-clusters) proposé dans
[LMM95] permet d’estimer les paramètres du modèle (α1, . . . , αC , σ) ainsi que ceux des
distributions a priori (σβ, συ, ω1, . . . , ωC).
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Résumé de la contribution

Nous avons présenté dans le Préambule A , différentes approches possibles permettant
de détecter une cible dans une image multispectrale, sur laquelle nous avons a priori peu
de connaissance. Le résumé de notre contribution sur ce point ainsi que le Chapitre I
montrent que la méthodologie que nous proposons permet de détecter, avec une probabilité
supérieure à 99% et un taux de fausse alarme inférieur à 1h, un aéronef dans des situations
réalistes à partir d’images multispectrales d’une scène optique. Nous nous intéressons à
présent à la question de la reconnaissance d’une cible détectée. Pour classifier des données,
il est utile de disposer de différents modèles de référence permettant de calculer, par
exemple, la classe qui maximise la vraisemblance a posteriori d’une observation inconnue.
Toutefois, dans notre étude, de tels modèles n’existent pas a priori et nous utiliserons en
pratique les images pour lesquelles une cible a été détectée pour spécifier ces modèles. Dans
ce travail, nous utilisons les SIR monospectrales et multispectrales simulées par CRIRA
comme base d’observations.

Notre étude concerne des données présentant de fortes variations spatiales et spectrales
et la section B .1 a montré que les méthodes d’analyse de données classiques ne permettent
pas d’extraire des formes caractéristiques de ce type d’observations : une étape de recalage
est donc nécessaire. Nous proposons un nouveau modèle d’observation adapté à l’étude
des SIR multispectrales à K bandes. Dans cette optique, une observation est une fonction
Y : U → RK avec U ⊂ R2. Nous avons présenté dans la section B .2 un certain nombre
de modèles de déformation. Dans le cas des SIR multispectrales, nous considérons les
déformations {Gβ, β ∈ B} agissant sur U prenant en compte :

– un champ de déformation localeDδ ∈ G paramétré par δ ∈ D (D est un sous-ensemble
de Rd−5) et défini comme dans l’Exemple B.8 (41),

– une rotation Rρ ∈ G paramétrée par ρ ∈ [0, 2π[×U,
– une translation Tτ ∈ G paramétrée par τ ∈ R2.

Ainsi, dans cette configuration, β = (δ, ρ, τ) et B = D × [0, 2π[×U × R2. Les difféomor-
phismes (30) sont en effet des transformations trop sophistiquées pour des données si
faiblement résolues et les effets de zoom ne sont d’aucune utilité dans notre étude car
les cibles se trouvent toutes à la même distance du capteur. Nous prenons également en
compte un paramètre d’échelle dans l’espace de mesure λ > 0 qui permet d’ajuster les
intensités entre les différentes observations. Ce paramètre est particulièrement important
car les SIR d’avions ont des niveaux de luminance qui varient sensiblement.

L’objectif étant de spécifier un modèle d’observation, nous considérons un mélange
de modèles à prototype déformable, similaire à l’Exemple B.8, permettant de caracté-
riser simultanément les géométries et photométries typiques de différentes cibles. Nous
considérons un mélange de C classes dans lequel une image multispectrale à K bandes
Y = (Y(1), . . . ,Y(K)) appartenant à la classe j s’écrit

∀k ∈ {1, . . . ,K}, Y(k)(u) = λT
(k)
j ◦ [Rρ(u) +Dδ(u) + τ ] + σkW(u) . (43)

Ce modèle revient à effectuer les hypothèses suivantes :
(i) Pour chaque classe j ∈ {1, . . . , C}, il existe des prototypes spectraux T

(1)
j , . . . ,T

(K)
j , a

priori inconnus, paramétrés comme dans l’Exemple B.8 par le modèle (40).
(ii) Les différents templates spectraux sont altérés par une même déformation Gβ et par

un même paramètre d’ajustement de l’intensité λ > 0, indépendants de la bande
spectrale k.

(iii) Toutes les classes ont le même paramètre de bruit additif qui dépend cependant de
la bande spectrale k.
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Les hypothèses (i) et (ii) sont justifiées car les variations entre les images des différentes
sous-bandes sont avant tout d’ordre photométrique : la géométrie de la cible est en effet, à
quelques exceptions près, commune à toutes les bandes spectrales. Le bruit additif modélise
dans cette application (1) l’incertitude induite par le système d’acquisition des données
et (2) la signature infrarouge du fond. Par conséquent, il est justifiable de faire varier le
niveau de bruit suivant la bande spectrale (voir le modèle physique de la Partie Simulation
des fonds, (11)) mais pas nécessaire de le faire dépendre de la classe d’une observation,
d’où l’hypothèse (iii).

Le modèle à prototype déformable de l’Exemple B.8 convient pour des données ayant
une géométrie fortement structurée, comme des chiffres manuscrits [AK10, AAT07], ou des
données fortement résolues telles que des images médicales [AKT10b]. Les SIR d’avions
sont trop faiblement résolues pour pouvoir espérer extraire des déformations caractéris-
tiques. Dans notre approche, les prototypes sont des fonctions déterministes contenant
une information géométrique et photométrique, tandis que les déformations et le para-
mètre d’échelle sont considérées comme des nuisances aléatoires non informatives : les
déformations ont pour vocation d’offrir un certain nombre de degrés de liberté aux proto-
types. Cette différence, en apparence superficielle, a des conséquences au niveau des lois a
priori que nous proposons pour les paramètres de déformation. Alors que dans l’Exemple
B.8, le paramètre β a une loi a priori faisant intervenir une matrice de covariance com-
plète inconnue, nous supposons dans notre modèle que β a une matrice de covariance
diagonale paramétrée par un unique scalaire, inconnu, qui dépend de la classe. Ce para-
mètre renseigne davantage sur la taille typique des déformations locales associées à une
classe donnée que sur de réelles structures de déformations. Une des difficultés concernant
l’implémentation du modèle de l’Exemple B.8 est la nécessité de spécifier des hyperpriors,
i.e. des lois a priori sur les paramètres inconnus telles que la matrice de covariance de β.
En effet, sans ces lois a priori , l’estimation des paramètres inconnus du modèle, et en
particulier de la matrice de covariance complète, soulève des problèmes de régularité (voir
Préambule C et Chapitre II), dont nous nous affranchissons avec cette approche.

La procédure d’estimation des paramètres du modèle est présentée dans un cadre
général dans le Préambule C et dans le Chapitre II. Dans un second temps, elle est
appliquée au cas spécifique des SIR monospectrales et multispectrales d’aéronefs dans le
Chapitre III. Les résultats d’apprentissage (e.g. Figures III-4 et III-6) montrent que les
paramètres sont correctement estimés comme en témoignent les observations que le modèle
permet de générer ; voir Figure III.10(c). Une méthode de classification se basant sur le
modèle le plus vraisemblable a posteriori est proposée. Deux types différents d’aéronefs
sont testés et notre algorithme permet d’obtenir un taux de bonne classification supérieur à
95% dans le cas d’un ciel clair et supérieur à 90% dans le cas d’un ciel nuageux. Les résultats
sont meilleurs avec les SIR multispectrales que monospectrales, ce qui confirme les résultats
de la détection concernant l’intérêt des signatures multispectrales pour la détection et la
classification d’aéronefs. Ces résultats s’expliquent pour deux raisons principales :
(i) Suivant les regroupements de bandes spectrales sélectionnés, le rapport signal à bruit

peut être plus fort qu’en bande large.
(ii) La prise en compte de prototypes spectraux (T(1), . . . ,T(K)) offre une description

plus précise sur les variations d’intensités existant dans les sous-bandes tandis qu’en
bande large, le seul paramètre scalaire d’ajustement est parfois brutal.

Ces deux raisons ont pour conséquence de faciliter l’apprentissage des paramètres du
modèle dans le cas multispectral, d’où les meilleures performances de classification dans
ce cas. Toutefois, l’intérêt du multispectral aurait été encore plus évident si les deux aé-
ronefs avaient eu des profils spectraux distincts, non seulement en terme d’intensité, mais
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également en terme de variation. Il aurait alors été possible de proposer un modèle d’ob-
servation tenant compte de déformations spatiales mais également spectrales, comme le
suggère la section 3 .2 du chapitre III. Notre étude montre qu’il existe trois profils typiques
d’intensité spectrale mais qu’ils ne sont pas discriminatoires car aussi représentatifs des
deux aéronefs. Cette approche pourrait toutefois s’avérer intéressante lorsque la base d’ap-
prentissage contient des aéronefs militaires ainsi que des avions de ligne ou d’autres leurres
caractérisés par des profils spectraux différents.

S’inspirant du détecteur d’anomalies multispectrales proposé dans le chapitre I, il serait
intéressant d’appliquer les algorithmes d’apprentissage et de classification, non pas direc-
tement aux SIR multispectrales, mais à leur transformée de Mahalanobis. L’estimation des
prototypes serait facilitée car le rapport signal à bruit, qui joue un rôle prépondérant dans
l’apprentissage, est meilleur dans les transformées de Mahalanobis que dans les images
multispectrales (voir l’illustration de la Figure I-1). Les prototypes ne seraient dans ce cas
plus les géométries/photométries typiques des aéronefs mais les cartographies caractéris-
tiques des anomalies. Toutefois, dans un tel modèle et sous les mêmes hypothèses de fond,
le processus de bruit additif ne suit plus une loi gaussienne mais une loi du chi-deux. A
la différence du cas gaussien, la densité de cette loi a un support correspondant à R+, ce
qui se traduit par la présence de la fonction indicatrice 1{Y >λΦXα} dans l’expression de
la densité jointe. Par conséquent, le modèle n’est plus exponentiel et la procédure d’ap-
prentissage doit être étendue à un cas plus général pour que cette approche prometteuse
puisse être développée.

De la même façon que pour la méthodologie de détection, la spécification d’un modèle
de fond texturé en multispectral permettrait d’évaluer les performances de classification
sur un ciel nuageux avec un modèle de fond plus réaliste que le modèle gaussien d’écart-
type équivalent à σ(2)

II . Pour traiter ce problèmes deux alternatives sont possibles :
(i) spécifier un modèle de corrélation spectro-spatial du processus de bruit qui préserve

le caractère exponentiel du modèle d’observation,
(ii) si un tel modèle de bruit n’est pas envisageable, adapter l’algorithme d’apprentissage

au cas des modèles non exponentiels.
Enfin, contrairement à la méthodologie de détection, notre méthode de classification ne

permet d’identifier les bandes spectrales optimales pour la classification au moyen d’un al-
gorithme d’optimisation. En effet, les paramètres du modèle sont estimés à partir d’images
dont les bandes spectrales ont été spécifiées et la classification est réalisée a posteriori .
L’implémentation d’un algorithme qui optimise le taux de bonne classification serait pro-
hibitif en terme de temps. Notre méthodologie permet néanmoins de comparer l’efficacité
vis à vis de la classification de différents regroupements de bandes. Il resort de notre étude
que le regroupement permettant la meilleure classification est celui qui est optimal pour
la détection. Toutefois, ceci ne garantit pas l’optimalité de ce regroupement pour la clas-
sification. Une perspective intéressante consisterait à combiner des classifieurs basés sur
des regroupements de bandes prometteurs par des méthodes de boosting [Sch03]. Ceci
permettrait (i) d’obtenir un classifieur final plus performant et (ii) de connaître les poids
respectifs de chaque regroupement prometteur spécifiant ainsi de nouvelles combinaisons
de bandes à évaluer.
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C Estimation de paramètres dans des modèles à données
manquantes

C .1 Apprentissage

En statistique, l’apprentissage (Machine Learning) désigne l’ensemble des techniques
permettant d’estimer, à partir d’observations, les paramètres inconnus intervenant dans
un modèle. Dans de nombreuses situations, comme par exemple dans le cas des modèles
à prototype déformable (Cf. Section B .3), les observations sont considérées comme des
réalisations d’une variable aléatoire Y ayant une distribution a priori inconnue. Spécifier
un modèle équivaut à proposer une distribution de probabilité susceptible d’avoir généré
les données observées. Dans la plupart des cas, un modèle est une famille de distributions
{Pθ, θ ∈ Θ} où Θ est un ouvert de RdΘ (dΘ > 0). θ est typiquement le vecteur contenant
les paramètres inconnus du modèle et l’objectif des méthodes d’apprentissage statistique
est d’estimer θ à partir des observations. Nous supposons que Y est définie sur l’espace
mesurable (Y,Y) où Y est un ouvert de RdY (dY > 0) et Y une tribu associée à Y. Enfin,
nous nous plaçons dans le cas où la famille de distributions {Pθ, θ ∈ Θ} admet pour densité
la famille de fonctions {pθ, θ ∈ Θ} par rapport à la mesure de Lebesgue sur (Y,Y), dont
nous omettrons, en l’absence d’ambiguïté, la notation :

Pθ(Y ≤ y) =
∫ y

−∞
pθ(y′)dy′ .

On définit de plus la fonction de vraisemblance L : Θ → R telle que, pour un ensemble
d’observation {y1, . . . , yn},

L(θ | y1, . . . , yn) =
n∏
k=1

pθ(yn) , (44)

ainsi que la fonction de log-vraisemblance ` : Θ→ R associée :

`(θ | y1, . . . , yn) =
n∑
k=1

log pθ(yk) . (45)

Toute méthode d’apprentissage fournit un estimateur θ̂ ∈ Θ de θ tel que la distribution
Pθ̂ décrive au mieux les données {y1, . . . , yn}. Lorsque pθ est une fonction dont l’expres-
sion analytique est connue, des méthodes classiques telles que celles des moments ou des
moindres carrés fournissent des estimateurs possibles de θ [Vap98]. Une autre possibilité est
de calculer l’estimateur qui maximise la vraisemblance, appelé l’estimateur du maximum
de vraisemblance θMV, défini par

θMV = arg max
θ∈Θ

L(θ | y1, . . . , yn) . (46)

Le problème d’apprentissage revient dans cette approche à un problème d’optimisation.

Remarque C.1. La distribution Pθ est un modèle pour les données (y1, . . . , yn). Dans
certaines situations, ces dernières peuvent avoir une distribution « réelle » PE qui diffère
du modèle et qui est trop complexe pour être décrite par une famille de distributions
{Pθ, θ ∈ Θ} telle que Θ soit un espace de dimension fini. Dans ce cas le modèle Pθ est dit
mal spécifié. A l’inverse, Pθ est un modèle bien spécifié si il existe θE ∈ Θ, correspondant
au « vrai » paramètre, tel que P

θE et PE coïncident i.e. (y1, . . . , yn) sont des réalisations
de P

θE .
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C .2 Apprentissage en bloc dans les modèles à données manquantes

Dans cette partie, nous faisons l’hypothèse que nous disposons d’un bloc fixe de n
observations y1, . . . , yn disponible tout au long de la procédure d’apprentissage. Nous
considérons les situations où la distribution de Y est définie comme la marginale de la
distribution jointe du couple (X,Y ) tel que X est une variable aléatoire définie sur (X,X )
avec X un ouvert de RdX (dX > 0) et X une tribu associée à X. X est appelé dans la
littérature le vecteur des données manquantes ou cachées du modèle. Dans ce cadre, pθ
s’écrit pour tout y ∈ Y :

pθ(y) =
∫

X
fθ(x, y)dx , (47)

où {fθ, θ ∈ Θ} est une famille de fonctions définies sur X×Y, non-négatives et intégrables
sur X. Dans le contexte des modèles à données manquantes, (44) est appelée vraisemblance
incomplète et on appelle

L (θ | (y1, x1), . . . , (yn, xn)) =
n∏
k=1

fθ(xn, yn) , (48)

la vraisemblance des données complètes. Remarquons qu’avec ces notations

L(θ | y1, . . . , yn) =
∫
· · ·
∫

L (θ | (y1, x1), . . . , (yn, xn)) dx1 . . . dxn .

Enfin, définissons par {x→ πθ(x | y) ; θ ∈ Θ, y ∈ Y} la famille de densités de X condition-
nellement à Y = y, définies et intégrables sur X. πθ est généralement désignée sous le nom
de densité a posteriori . Dans cette approche, la recherche du maximum de vraisemblance
s’écrit :

θMV = arg max
θ∈Θ

`(θ | y1, . . . , yn) = arg max
θ∈Θ

n∑
k=1

log
∫

X
fθ(x, yk)dx . (49)

Notons que y →
∫

X fθ(x, y)dx n’est parfois pas calculable : c’est le cas notamment des mo-
dèles à prototype déformable (exemples B.9 et C.10). Dans ces situations, les algorithmes
d’optimisations classiques ne permettent pas de calculer l’estimateur du maximum de
vraisemblance en maximisant directement (49). Des méthodes permettant de maximiser
la vraisemblance de façon itérative s’avèrent particulièrement adaptées à ce contexte. Avant
de poursuivre le développement, nous présentons un modèle statistique élémentaire faisant
intervenir des données manquantes.

Exemple C.2. Mélange de gaussiennes - (1)
Dans ce modèle, Y suit une loi gaussienne dont la moyenne et la variance dépendent
d’une variable discrète non observée X ∈ {1, . . . , C}, indiquant la classe de l’observation.
Considérons le cas C = 2, i.e. Y suit un modèle de mélange à deux composantes :

Y ∼
{
N (µ1, σ

2
1) si X = 1,

N (µ2, σ
2
2) si X = 2, (50)

où (µ1, µ2) ∈ R2 et (σ1, σ2) ∈ R+2. On suppose que les classes X = 1 et X = 2 ont
respectivement des poids a priori ω1 > 0 et ω2 > 0, tels que ω1 +ω2 = 1. La densité jointe
fθ s’écrit :

fθ(x, y) = ω1
1√

2πσ1
e
− 1

2σ12 (y−µ1)2
1{x=1} (x) + ω2

1√
2πσ2

e
− 1

2σ22 (y−µ2)2
1{x=2} (x) ,
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Les paramètres du modèle à estimer sont θ = (µ1, µ2, σ1, σ2, ω1, ω2). Notons que, dans le
cas où les données manquantes du modèle sont des variables discrètes prenant leurs valeurs
dans un ensemble de cardinal fini, pθ est toujours calculable explicitement : la marginale
(47) est dans ce cas une somme finie. Dans cet exemple :

pθ(y) = fθ(1, y) + fθ(2, y) .

Définition C.3. Dans cette section, pour toute fonction G : (X,Y) → R intégrable sur
X × Y, nous notons par

Eθ[G(X,Y )] =
∫

X

∫
Y
G(x, y)fθ(x, y)dxdy

l’espérance de la variable aléatoire G(X,Y ) sous la loi jointe des données complètes (X,Y )
paramétrée par θ ∈ Θ et respectivement par

Eθ[G(X,Y ) |Y ] =
∫

X
G(x, Y )πθ(x |Y )dx et Eθ[G(X,Y ) | y] =

∫
X
G(x, y)πθ(x | y)dx

la variable aléatoire définie comme l’espérance conditionnelle sous la loi a posteriori des
données manquantes paramétrée par θ ∈ Θ et une réalisation de cette variable.

Algorithme du gradient, Méthode de Newton

Une première approche fait intervenir des algorithmes d’optimisation itératifs. Les
identités de Louis et de Fisher [DLR77, discussion p.29] permettent d’exprimer, sous de
faibles hypothèses, le gradient ∇θpθ et la matrice Hessienne ∇2

θpθ comme des espérances
sous la loi a posteriori du gradient ∇θ log fθ et de la matrice Hessienne ∇2

θ log fθ de la
densité complète :

∇θ`(θ′ | y1, . . . , yn) =
n∑
k=1

Eθ′
[
∇θ log fθ′(Xk, Yk)

∣∣∣∣ yk] ,
H(θ′) =

n∑
k=1

Eθ′
[
∇2
θ log fθ′(Xk, Yk)

∣∣∣∣ yk]− Eθ′ [∇2
θ log πθ′(Xk |Yk)

∣∣∣∣ yk] .
Dans le cas où ces espérances sont calculables, des techniques d’optimisation usuelles telles
que l’algorithme du gradient ou la méthode de Newton [Fle87, Lue03] sont des solutions
implémentables au problème d’optimisation (49). Initialisées par un paramètre θ̂0 ∈ Θ
quelconque, ces deux méthodes construisent une séquence d’estimateurs {θ̂i, i ∈ N} définie
respectivement par :

θ̂i+1 = θ̂i + ρi∇θ `(θ̂i | y1, . . . , yn) , θ̂0 ∈ Θ , (51)
θ̂i+1 = θ̂i − ρiH−1(θ̂i)∇θ `(θ̂i | y1, . . . , yn) , θ̂0 ∈ Θ , (52)

où {ρi ≥ 0, i ∈ N} est le coefficient multiplicatif contrôlant la descente de gradient. Ces
méthodes nécessitent une charge importante de calculs (coefficient multiplicatif, calculs du
gradient et de la matrice Hessienne de la vraisemblance,...) et sont de fait délicates à im-
plémenter en pratique. Par ailleurs, dans certains modèles, en particulier lorsque Θ est un
espace de grande dimension, la matrice Hessienne peut être mal conditionnée et dans cer-
tains cas non inversible. Des alternatives plus robustes telles que les méthodes du gradient
conjugué ou de quasi-Newton existent mais sont encore plus lourdes à implémenter.
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Algorithme EM

L’algorithme Expectation-Maximization (EM ), introduit par [DLR77], fait figure de ré-
férence parmi les méthodes d’apprentissage dans les modèles à données manquantes. Tout
comme les méthodes d’optimisation précédemment présentées, son objectif est de maxi-
miser de façon itérative la fonction de log-vraisemblance ` (44) étant donné un ensemble
d’observations {y1, . . . , yn}. L’algorithme EM s’en démarque toutefois par sa simplicité
d’implémentation, ce qui explique la mise au point de nombreuses méthodes d’apprentis-
sage statistique qui lui sont liées [CD85, WT90, CLM95, DI96, QLdP99, DLM99].

A l’image des méthodes (51) et (52), une idée naturelle est de faire intervenir dans
l’optimisation (49) la vraisemblance complète qui, à la différence de la vraisemblance
incomplète, a une expression analytique connue. Toutefois, la vraisemblance complète fai-
sant apparaître les données manquantes x1, . . . , xn, inconnues, on considère son espérance
conditionnellement aux observations (y1, . . . , yn) que l’on normalise par n :

θ → 1
n

n∑
k=1

Eθ
[
log fθ(Xk, Yk)

∣∣∣∣ yk] . (53)

L’idée centrale de l’algorithme EM est de considérer l’espérance (53) conditionnée par un
paramètre quelconque θ0 ∈ Θ. Ce conditionnement spécifie une fonction Q : Θ × Θ → R
telle que :

Q(θ0, θ) = 1
n

n∑
k=1

Eθ0
[
log fθ(Xk, Yk)

∣∣∣∣ yk] = 1
n

n∑
k=1

∫
X

log fθ(xk, yk)πθ0(xk|yk)dxk . (54)

La convergence de l’algorithme se base sur la Proposition suivante :

Proposition C.4. Pour tout (θ0, θ) ∈ Θ2, si Q(θ0, θ) ≥ Q(θ0, θ0) alors

`(θ | y1, . . . , yn) ≥ `(θ0 | y1, . . . , yn) . (55)

Démonstration. Remarquant que fθ(x, y) = πθ(x | y)pθ(y), il vient pour tout (θ0, θ) ∈ Θ2

Q(θ0, θ) = n−1
{

n∑
k=1

Eθ0
[
log πθ(Xk |Yk)

∣∣∣∣ yk]+
n∑
k=1

log pθ(yk)
}
,

= n−1
{

n∑
k=1

∫
X

log πθ(xk | yk)πθ0(xk | yk) dxk + `(θ | y1, . . . , yn)
}
.

Avec la condition Q(θ0, θ) ≥ Q(θ0, θ0), il vient

n∑
k=1

∫
X

log πθ(xk | yk)
πθ0(xk | yk)

πθ0(xk | yk) dxk + `(θ | y1, . . . , yn)− `(θ0 | y1, . . . , yn) ≥ 0 .

L’inégalité de Jensen pour les fonctions concaves permet de montrer que

n∑
k=1

∫
X

log πθ(xk | yk)
πθ0(xk | yk)

πθ0(xk | yk) dxk ≤ 0 ,

ce qui conclut la preuve.
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EM est un algorithme itératif qui, partant d’un paramètre initial quelconque θ̂0 ∈ Θ,
propose à chaque itération i ∈ N un nouvel estimateur θ̂i+1 ∈ Θ tel que Q(θi, θi+1) ≥
Q(θi, θi). Ainsi, en vertu de la Proposition C.4, la suite {`(θ̂i | y1, . . . , yn), i ∈ N} est mo-
notone croissante. Pour i ∈ N∗, on définit la fonction Qi : Θ → R, Qi(θ) = Q(θ̂i−1, θ).
Étant donné θ̂i ∈ Θ, l’estimateur suivant θ̂i+1 est obtenu à la i+1-ème itération de l’algo-
rithme EM , décomposée classiquement en deux étapes :
(i) étape E : Calcul d’espérance

θ → Qi+1(θ) = 1
n

n∑
k=1

Eθ̂i

[
log fθ(Xk, Yk)

∣∣∣∣ yk] , (56)

(ii) étape M : Étape de Maximisation

θ̂i+1 = arg max
θ∈Θ

Qi+1(θ) . (57)

Dans les cas où la séquence d’estimateurs converge i.e. il existe i ∈ N, θ̂i = θ̂i+1 = θ?,
alors θ? est un point stationnaire de la vraisemblance : ∇`(θ | y1, . . . , yn)|θ=θ? = 0. Des
hypothèses supplémentaires permettent de garantir la convergence de {θ̂i, i ∈ N} à partir
de n’importe quel état initial θ̂0 ∈ Θ [CMR05, Théorème 10.5.3]. Toutefois, il n’y a pas de
garantie sur la nature du point stationnaire : il peut être un maximum local de ` [Wu83],
auquel cas θ? 6= θMV (46).

Remarque C.5. La Proposition C.4 montre que maximiser (56) n’est pas nécessaire pour
augmenter la vraisemblance : il suffit de trouver un paramètre θ′ tel que Qi(θ′) ≥ Qi(θ̂i).
L’algorithme EM est donc un cas particulier d’un ensemble d’algorithmes plus général,
parfois appelé GEM (Generalized EM), pour lesquels l’étape de maximisation est remplacée
par une étape d’accroissement de la fonction Qi.

Remarque C.6. Le cas des familles exponentielles
L’algorithme EM est particulièrement adapté au cas où la vraisemblance complète définit
une famille exponentielle de fonctions positives sur X × Y i.e. le logarithme de la densité
jointe fθ peut se mettre sous la forme :

log fθ(x, y) = t(θ) + 〈S(x, y), r(θ)〉 , (58)

où S : X × Y → S est le vecteur des statistiques exhaustives du modèle (complete data
sufficient statistics vector), r et s sont des fonctions telles que r : Θ→ S et t : Θ→ R. S est
dans la plupart des modèles un espace euclidien ou éventuellement un produit d’espaces
euclidiens de dimension finie. Définissons les fonctions s̄ : Θ→ S et θ̄ : S→ Θ :

s̄(θ) = 1
n

n∑
k=1

Eθ
[
S(Xk, Yk)

∣∣ yk] , θ̄(s) = arg max
θ∈Θ

t(θ) + 〈s, r(θ)〉 . (59)

Sous ces hypothèses, pour θ̂0 ∈ Θ,
• l’étape E de la i-ème itération de l’algorithme se résume au calcul de l’espérance sous

la loi a posteriori du vecteur des statistiques exhaustives

ŝi+1 = s̄(θ̂i) , (60)

qui est indépendante de θ.
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• l’étape M de la i-ème itération de l’algorithme est la maximisation de la fonction θ̄ :

θ̂i+1 = θ̄(ŝi+1) . (61)

Dans la plupart des modèles exponentiels, cette étape d’optimisation peut être réalisée
de façon exacte.

Notons que dans le cas des modèles exponentiels, la convergence de l’algorithme EM peut
être repérée de façon équivalente par l’existence de s? ∈ S ou θ? ∈ Θ telle que

s? = s̄ ◦ θ̄(s?) et θ? = θ̄ ◦ s̄(θ?) . (62)

Exemple C.7. Mélange de gaussiennes - (2)
Le modèle de l’exemple C.2 est exponentiel et l’étape E de l’algorithme se résume au calcul
des poids a posteriori des classes X = 1 et X = 2 pour les n observations {y1, . . . , yn}.
Pour j ∈ {1, 2}, k ∈ {1, . . . , n} et une valeur de l’estimateur θ̂ ∈ Θ, ces poids s’écrivent :

π̂θ̂,j,k = Pθ̂[X = j |Y = yk] ∝ fθ̂(j, yk) = ω̂k
2πσ̂2

k

exp{− 1
2σ̂2

k

‖yk − µ̂j,k‖2} . (63)

Les statistiques exhaustives de ce modèle sont les fonctions x → 1{x=1}(x) et x →
1{x=2}(x). La mise à jour des estimateurs lors de l’étape M de la i-ième itération est
réalisée de façon exacte :

µ̂j,i+1 =
∑n
k=1 ykπ̂θ̂i,j,k∑n
k=1 π̂θ̂i,j,k

, σ̂2
j,i+1 =

∑n
k=1(yk − µ̂j,i+1)2π̂θ̂i,j,k∑n

k=1 π̂θ̂i,j,k
, ω̂j,i+1 =

∑n
k=1 π̂θ̂i,j,k∑n

k=1 π̂θ̂i,1,k + π̂θ̂i,1,k
.

n = 30000 réalisations d’un modèle de mélange Gaussien sont simulées avec les paramètres

estimation des moyennes

{µ̂1,i, µ̂2,i, 1 ≤ i ≤ 50}
estimation des écarts types

{σ̂1,i, σ̂2,i, 1 ≤ i ≤ 50}
estimation des poids

{ω̂1,i, ω̂2,i, 1 ≤ i ≤ 50}
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Figure 25 – Estimation des paramètres du modèle en utilisant l’algorithme EM

µ1 = −1.5, µ2 = 1, σ1 = 0.5, σ2 = 1, ω1 = 0.65 et ω2 = 0.25. L’algorithme EM est ensuite
appliqué, partant de paramètres initiaux aléatoires, et fournit une séquence d’estimateurs
{θ̂i, i ∈ N} où θ̂i = (µ̂1,i, µ̂2,i, σ̂1,i, σ̂2,i, ω̂1,i, ω̂2,i). 50 itérations de l’algorithme sont effec-
tuées et la convergence de θ̂ (pointillés) vers θE (tirets) est illustrée par la figure 25 ; les
classes 1 et 2 étant respectivement représentées en bleu et en noir.

Des variantes de l’algorithme EM existent lorsque l’une des deux étapes E ou M n’est
pas réalisable directement.
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Remarque C.8. Approximation de l’étape E
Nous nous intéressons plus particulièrement au cas où l’espérance conditionnelle n’est pas
calculable explicitement, situation que l’on retrouve dans de nombreux modèles, en particu-
lier les modèles à prototype déformable (Exemple B.8). Nous considérons le cas des modèles
exponentiels afin d’alléger l’écriture de ces algorithmes. Notons que la plupart des résul-
tat théoriques de convergence portant sur les algorithmes dérivés de l’EM implémentables
lorsque l’étape E n’est pas calculable, ont été prouvés pour des modèles exponentiels
[FM03, DLM99, KL04].

Une première alternative, proposée par l’algorithme Monte Carlo EM (MCEM ) [WT90,
FM03], consiste à remplacer le calcul de l’espérance conditionnelle s̄(θ̂i) intervenant dans
l’étape E par une approximation numérique de Monte-Carlo (voir Section D .2). L’étape
E de la i-ème itération du MCEM s’écrit alors :

s̃mi(θ̂i) = 1
nmi

n∑
k=1

mi∑
j=1

S(x(j)
i,k , yk) , (64)

où pour tout k ∈ {1, . . . , n}, {x(j)
i,k , j ≤ mi} sont des tirages i.i.d. de πθ̂i( · | yk). Toutefois,

dans de nombreux modèles, comme dans le cas du modèle à prototype déformable de
l’exemple B.8, simuler des échantillons i.i.d. de la loi a posteriori n’est pas possible. Dans ce
cas, une alternative consiste à simuler pour tout k ∈ {1, . . . , n} des échantillons {x̃(j)

i,k , j ≤
mi} d’une chaîne de Markov πθ̂i( · | yk)-réversible (Cf. Section D .1 et [RC04] pour une
introduction sur les algorithmes MCMC).

Ce type d’approximation de l’étape E soulèvent la question du nombre {mi, i ∈
N} de simulations des données manquantes intervenant dans (64). En effet, cette étape
de simulation induit une charge de calcul importante, en particulier dans le cas où un
noyau de transition d’une chaîne de Markov est utilisé pour échantillonner πθ̂i( · | yk). Il
est généralement conseillé d’augmenter mi à mesure que l’estimateur se rapproche de
la convergence [CMR05, Section 11.1.2]. Toutefois, le compromis entre la précision de
l’estimateur s̃mi(θ̂i) de s̄(θ̂i) et le coût de calcul reste une question ouverte et différentes
méthodes permettant d’automatiser le choix de mi en fonction du nombre d’itération i
ont été proposées [BH99, FM03, LF04].

La procédure de Robbins Monroe [RM51] permet de trouver les zéros de toute fonction
h : X → X, à partir d’observations bruitées h̃(x) de h(x), pour x ∈ X. Cette méthode
construit récursivement une séquence d’estimateurs {x̂i ∈ X, i ∈ N} telle que

x̂i+1 = x̂i + ρih̃(x̂i) , x̂0 ∈ X ,

où {ρi, i ∈ N} est une suite décroissante de nombres positifs. Sous certaines hypothèses sur
h̃ et sur {ρi, i ∈ N}, la séquence {x̂i, i ∈ N} converge vers les zéros de h [DLM99, AMP05].

L’algorithme Stochastic Approximation EM (SAEM ) [DLM99] utilise une procédure
de Robbins Monro pour trouver les points fixes de la fonction s̄ ◦ θ̄ : S→ S,

s̄ ◦ θ̄(s) = 1
n

n∑
k=1

Eθ̄(s)
[
S(Xk, Yk)

∣∣ yk] ,
à partir d’observations de s̃m ◦ θ̄ : S→ S telles que

s̃m ◦ θ̄(s) = 1
nm

n∑
k=1

m∑
j=1

S(x(j)
k , yk), x

(j)
k

i.i.d.∼ πθ̄(s)( · | yk) .
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L’algorithme SAEM construit une séquence d’estimateurs {ŝi, i ∈ N} qui converge vers s?,
par la récursion

ŝi+1 = ŝi + ρi(s̃mi ◦ θ̄(ŝi)− ŝi), ŝ0 ∈ S ,

Le calcul de de la fonction s̃mi ◦ θ̄(ŝi) faisant intervenir une étape de maximisation, le
SAEM conserve la structure des deux étapes de l’algorithme EM :{

ŝi+1 = ŝi + ρi(s̃mi(θ̂i)− ŝi) ,
θ̂i+1 = θ̄(ŝi+1) .

(65)

Contrairement au MCEM , l’espérance conditionnelle n’est pas approchée de façon in-
dépendante à chaque itération mais de façon continue : chaque nouvelle itération du
SAEM améliore l’approximation. De cette façon, à chaque itération, toutes les données
manquantes simulées au cours des itérations précédentes sont prises en compte avec
un oubli progressif contrôlé par le facteur {ρi, i ∈ N}. En conséquence, comparé au
MCEM , le SAEM permet non seulement de réduire considérablement la charge de calcul
induite à l’étape E mais également de s’affranchir du problème du nombre de simulations
{mi, i ∈ N}, qui de fait peut être considéré comme constant, généralement pris égal à 1.
Une adaptation du SAEM dans les cas où il n’est pas possible de simuler des échantillons
i.i.d. de la loi a posteriori a été proposée dans [KL04] : l’algorithme SAEM-MCMC utilise
des réalisations d’une chaîne de Markov admettant πθ( · | y) comme distribution station-
naire pour calculer la fonction s̄m ; se référer à la Section D .3 pour une implémentation
dans le cas des modèles à prototype déformable.

Remarque C.9. Approximation de l’étape M
Les versions précédentes de l’algorithme EM sont particulièrement utiles lorsque l’étape de
maximisation M n’est pas coûteuse en calcul. Dans le cas contraire, des méthodes alterna-
tives telles que l’algorithme ECM (Expectation Conditional Maximization), conservant la
structure initiale de l’EM , existent [MR93]. Dans cette approche, lorsque Θ est de grande
dimension, la maximisation globale de Q (54) est remplacée pas la maximisation successive
de tous les paramètres de façon individuelle en tenant compte de ceux qui ont déjà été
maximisés (à la manière d’un échantillonneur de Gibbs dans le contexte des algorithmes ;
Section MCMC D .2).

Enfin, l’étape M peut également être approchée par une étape de l’algorithme de
Newton (52). Contrairement à l’algorithme de Newton, l’algorithme résultant, dénommé
EM Gradient [Lan95], est adapté au cas des modèles à données manquantes et remplace la
maximisation de θ → Q(θ̂i, θ) par :

θ̂i+1 = θ̂i + ρi J
−1(θ̂i)∇θ

n∑
k=1

log pθ̂i(yk) , (66)

tel que

J(θ′) = −
n∑
k=1

Eθ′
[
∇2
θ log fθ′(Xk, Yk)

∣∣∣∣ yk] . (67)

Bien qu’en apparence différent de l’EM [DLR77], cet algorithme en partage certaines pro-
priétés. En particulier, l’EM Gradient converge sous certaines conditions vers les maximum
locaux de la fonction de vraisemblance et, pour un nombre d’itérations suffisamment im-
portant, la Proposition C.4 est vérifiée i.e. chaque itération améliore la vraisemblance
[Lan95].
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Exemple C.10. Apprentissage dans les modèles à template déformable
Le mélange de modèles à prototype déformable (Exemple B.8) est également un exemple
de modèle à données manquantes. Pour tout k ∈ {1, . . . , n}, les données manquantes
associées à l’observation Yk sont la variable de classe Jk et le paramètre de déformation
βk. Soit Xk = (Jk, βk) le vecteur des données manquantes. Le modèle (39) est équivalent
au modèle hiérarchique suivant :
(i) Jk ∼ (ω1, . . . , ωC) ,
(ii) βk | Jk = j ∼ gθ( · | j) ,
(iii) Yk |βk, Jk = j ∼ pθ( · | j, βk) ,
tel que

gθ( · | j) = N (0,Γj) et pθ( · | j, βk) = N (Φβkαj , σ
2
j Id|Ω|) . (68)

En effet, le modèle (39) peut être réécrit (en utilisant (41)) sous une forme vectorielle :

Yk = Φβkαj + σ2
jWk , où Wk ∼ N|Ω|(0, Id|Ω|) ,

et Φβk est la matrice de taille |Ω| ×m dont les coefficients sont données par

∀ (s, v) ∈ {1, . . . , |Ω|} × {1, . . . ,m}, [Φβn ]s,v = φv

us − d∑
q=1

[ β(1)
k,q β

(2)
k,q ]ψq(us)

 .

Le logarithme de la densité des données complètes de ce modèle s’écrit :

log fθ(j, β, y) ∝ −|Ω| log(σ2
j )−

1
σ2
j

‖y − Φβαj‖2 − log det Γj − βTΓ−1
j β + log(ωj) . (69)

On peut montrer (Cf. e.g. [AKT10a]) que la densité des données complètes (69) définit
une famille exponentielle de fonctions (58). Le modèle est exponentiel : l’algorithme EM est
donc une méthode appropriée pour estimer le vecteur de paramètres

θ =
{
αj ,Γj , ωj , σ2

j | j ∈ {1, . . . , C}
}
. (70)

Le vecteur des statistiques exhaustives intervenant dans (58) s’écrit pour tout (X,Y ) ∈
(X × Y) :

S(X,Y ) = {S1(X,Y ), . . . , SC(X,Y )} , Sj : X × Y → S̃ ,

où S̃ est un sous ensemble d’un espace euclidien spécifié par le modèle et S = S̃C .
Pour chaque itération i de l’EM , les n espérances conditionnelles E[S(Xk, Yk) | yk; θ̂i ],

k ∈ {1, . . . , n}, ne sont pas calculables explicitement. En effet, la loi a posteriori des
données manquantes a pour densité

πθ( j, β | y) =
ωj det Γ−1/2

j exp
{
−1/2σ2

j ‖y − Φβαj‖2 − 1/2βTΓ−1
j β

}
∑C
`=1 ω` det Γ−1/2

`

∫
exp

{
−1/2σ2

` ‖y − Φβ′α`‖2 − 1/2β′TΓ−1
` β′

}
dβ′

(71)

et ne permet pas le calcul exact de l’espérance. Une approximation par les méthodes de
Monte Carlo n’est pas envisageable car la simulation de couples i.i.d. {(i1, β1), . . . , (ik, βk)}
par des méthodes directes (inversion de la fonction de répartition ou tout autre algorithme
de simulation de loi connue) n’est pas possible. Une première solution proposée dans
[AAT07] consiste à remplacer πθ par la densité discrète

πθ( j, β | y) ≈
C∑
`=1

πθ(` |β?` (y), y)1{j,β}(`, β?` (y)) , où
{
β?` (y) = arg maxβ πθ(β | `, y) ,
πθ(` |β, y) ∝ πθ(`, β | y) .
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Cette alternative représente une charge de calcul importante. Il s’agit en effet de calculer
à chaque itération i de l’algorithme EM les paramètres de déformation (β?j (y1), . . . , β?j (yn))
pour toute les classes j ∈ {1, . . . , C}. Cette étape revient donc à effectuer à chaque ité-
ration de l’EM nC recalages entre les prototypes des différentes classes et les différentes
observations (Cf. Section B .2) : c’est un problème d’optimisation non linéaire dont la
résolution, en plus d’être coûteuse en ressources, peut mener à un minimum local. Par
ailleurs, il a été prouvé dans [AAT07] qu’avec une telle approximation de l’étape E, l’al-
gorithme EM résultant ne converge pas vers l’estimateur de maximum de vraisemblance.
Dans [AKT10a], un algorithme MCMC a été proposé pour approcher cette espérance et
la convergence de l’EM stochastique résultant a été prouvé (Cf. Section D .3).

C .3 Apprentissage séquentiel dans des modèles à données manquantes

A la différence des méthodes d’apprentissage en bloc (Section C .2), l’apprentissage
séquentiel permet d’estimer les paramètres d’un modèle au fur et à mesure que les données
sont collectées. De tels algorithmes sont en effet indispensables lorsque les observations
sont des vecteurs de très grande dimension et qu’il est virtuellement impossible de pouvoir
les stocker simultanément [LACM06]. Ils permettent également de suivre l’évolution tem-
porelle des paramètres lorsque les observations sont acquises de façon séquentielle et ainsi
permettre le traitement de l’information en temps réel. Enfin, comparée aux méthodes en
blocs, l’approche séquentielle permet un allégement considérable du temps de calcul, no-
tamment lorsque des méthodes d’approximation numérique (optimisation, MCMC etc...)
sont inclues dans l’algorithme. Dans cette partie, l’algorithme EM classique [DLR77] et ses
variantes (MCEM (64), SAEM (65) etc...) seront désignés sous le nom générique d’EM en
bloc, par opposition aux algorithmes EM séquentiels que nous présentons à présent.

Une procédure d’apprentissage séquentielle est caractérisée par une fonction F : Θ ×
Y → Θ telle que :

∀n ∈ N, θ̂n+1 = F(θ̂n, yn+1), θ̂0 ∈ Θ . (72)

Notons que l’indice n qui correspondait au nombre d’observations (constant) dans l’al-
gorithme EM en bloc permet dans une approche séquentielle d’identifier les itérations.
En effet, la n-ième observation permet de procéder au calcul de l’estimateur θ̂n. Dans le
contexte des modèles à données manquantes, l’algorithme EM en bloc ne peut être directe-
ment appliqué dans un cadre séquentiel. En effet, par construction (Cf. Proposition C.4),
l’inégalité (55) n’est valide que si l’ensemble des données reste identique d’une itération à
l’autre. Des adaptations sont donc nécessaires.

Recursive EM

L’algorithme Recursive EM [Tit84] peut être analysé comme une version séquentielle de
l’EM Gradient [Lan95] (66) légèrement modifié. En effet, une des limites de l’EM Gradient est
que la matrice J (67) n’est pas nécessairement définie positive ce qui impose des restrictions
en terme d’implémentation. Dans le Recursive EM , la matrice J est remplacée par la
matrice de Fischer des données complètes I (73)

∀ θ̂ ∈ Θ , I(θ̂) = −Eθ̂
[
∇2
θ log fθ̂(X,Y )

]
, (73)

et une itération du Recursive EM s’écrit

θ̂n+1 = θ̂n + ρn I
−1(θ̂n)∇θ log pθ̂n(yn+1), θ̂0 ∈ Θ . (74)
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avec {ρn, n ∈ N} une suite décroissante de nombres positifs. D’après (74), l’estimateur
θ̂n+1 ne nécessite que l’observation yn+1 et θ̂n pour être calculé : il entre de ce fait dans le
cadre des algorithmes séquentiels (72). Bien que structurellement éloigné de l’algorithme
EM classique, il en partage le nom car c’est un algorithme d’apprentissage itératif adapté
aux modèles à données manquantes. Chaque itération n’est pas composée des deux étapes
E et M mais nécessite les calculs du gradient de la vraisemblance des données incom-
plètes et de la matrice de Fisher associée. Notons toutefois qu’en vertu de l’identité de
Fisher [DLR77, discussion p.29], le gradient de la vraisemblance incomplète (parfois appelé
vecteur de score) peut s’écrire :

∇θ log pθ̂(yn+1) = Eθ̂
[
∇θ log fθ̂(Xn+1, Yn+1)

∣∣∣∣ yn+1

]
. (75)

Dans le cas des modèles exponentiels (58), le calcul du gradient devient :

∇θ log pθ̂(yn+1) = ∇θt(θ̂) +
〈
Eθ̂
[
S(Xn+1, Yn+1)

∣∣∣∣ yn+1

]
,∇θr(θ̂)

〉
,

qui revient au calcul de l’espérance conditionnelle du vecteur des statistiques exhaustives
sous l’estimateur courant θ̂, présent dans l’algorithme EM en bloc (60). Toutefois dans les
cas où cette espérance n’est pas calculable exactement, le Recursive EM sera moins coûteux
en calcul car il requiert d’approcher une seule espérance Eθ̂[S(Xn+1, Yn+1) | yn+1] contre
n espérances {Eθ̂[S(Xk, Yk) | yk] , 1 ≤ k ≤ n } dans l’algorithme EM en bloc (60).

Lorsque la vraisemblance complète suit un modèle exponentiel et que le modèle est
bien spécifié (Remarque C.1), une preuve de convergence du Recursive EM a été proposée
dans [WZ06]. Sous des hypothèses raisonnables, le Théorème 1 de [WZ06] démontre que
l’estimateur θ? = limn→N θ̂n, {θ̂n, n ∈ N} étant la séquence d’estimateurs obtenue par
(74), vérifie

θ? =
{
θ ∈ Θ, ∇θK

(
p
θE ‖ pθ

)∣∣∣
θ=θ?

= 0
}
, presque-sûrement, (76)

où θE ∈ Θ est la « vraie » valeur du paramètre. Pour toutes distributions P1 et P2 définies
sur un même espace de probabilité (X,X ), admettant des densités p1 et p2 (par rapport
à une mesure de domination commune), K ( p1 ‖ p2 ) désigne la divergence de Kullback-
Leibler définie par

K ( p1 ‖ p2 ) = Ep1

[
log p1(X)

p2(X)

]
=
∫

X
log p1(x)

p2(x) p1(x) dx . (77)

En conséquence, sous l’hypothèse que la matrice de Fisher (73) est calculable (ce qui
suppose, entre autre, que l’espérance Eθ̂[S(X,Y )] soit connue) et est définie positive, le
Recursive EM est un candidat potentiel pour l’estimation séquentielle des paramètres dans
des modèles à données manquantes. Il a notamment été appliqué avec succès en traitement
d’image : détection de changement dans des scènes de fonds [KTKPB02] ; en traitement du
signal : identification d’utilisateurs dans des canaux multi-utilisateurs [LGW04], estimation
des directions d’arrivée d’un signal (DOA) [CB05] et modélisation de traffic IP [LACM06].
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Online EM

Une autre approche séquentielle, plus proche de la formulation de l’EM [DLR77], a
été proposée dans [CM07] : l’Online EM . Généralisant [NH98], cet algorithme construit, à
partir d’un paramètre initial θ̂0 ∈ Θ, une séquence d’estimateurs {θ̂n, n ∈ N} telle que

∀n ∈ N , θ̂n+1 = arg max
θ∈Θ

Q̂n+1(θ) , θ̂0 ∈ Θ , (78)

où la suite de fonctions {θ → Q̂n(θ), n ∈ N} est définie récursivement par :


Q̂1(θ) = Eθ̂0

[
log fθ(X1, Y1)

∣∣∣∣ y1

]
, θ̂0 ∈ Θ ,

Q̂n+1(θ) = Q̂n(θ) + ρn

(
Eθ̂n

[
log fθ(Xn+1, Yn+1)

∣∣∣∣ yn+1

]
− Q̂n(θ)

)
,

(79)

avec {ρn, n ∈ N} une suite décroissante de nombres positifs.
Dans le cas des modèles exponentiels (58), les étapes E (79) et M (78) de l’Online

EM s’écrivent simplement pour tout θ̂0 ∈ Θ et n ∈ N : ŝn+1 = ŝn + ρn

(
Eθ̂n

[
S(Xn+1, Yn+1)

∣∣∣∣ yn+1

]
− ŝn

)
, ŝ1 = Eθ̂0

[
S(X1, Y1)

∣∣∣∣ y1

]
,

θ̂n+1 = θ̄(ŝn+1) .
(80)

Tout comme pour le SAEM (65), l’étape E est une approximation stochastique. Les
finalités de cette approximation sont toutefois différentes :

• Dans le SAEM , étant donné un ensemble d’observations y1, . . . , yn, l’ objectif de l’ap-
proximation stochastique est de trouver les points fixes de la fonction

s→ s̄ ◦ θ̄(s) = 1
n

n∑
k=1

Eθ̄(s)[S(Xk, Yk) | yk ] (81)

qui n’est pas calculable explicitement en raison de l’espérance conditionnelle. Pour cela,
la fonction

s→ s̃ ◦ θ̄(s) = 1
n

n∑
k=1

S(Xk, yk) , Xk ∼ πθ̄(s)( · | yk) , (82)

est considérée comme une version bruitée de s→ s̄ ◦ θ̄(s)
• Dans l’Online EM , on suppose qu’à chaque itération une nouvelle observation Y ∼ PE

est disponible et l’approximation stochastique permet de trouver les points fixes de la
fonction :

s→ sE ◦ θ̄(s) = EE
[
Eθ̄(s)[S(X,Y ) |Y ]

]
(83)

où EE désigne l’espérance sous la loi PE. Cette fonction n’est pas calculable car la
distribution exacte des données PE n’est pas connue. L’approximation stochastique de
l’Online EM considère donc la fonction

s→ s̃E ◦ θ̄(s) = Eθ̄(s)[S(X,Y ) |Y ] , Y ∼ PE , (84)

comme une version bruitée de s→ sE ◦ θ̄(s).
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Un théorème analogue à celui garantissant la convergence du Recursive EM a été prouvé
dans [CM07, Théorème 5] pour les modèles exponentiels. Soit θ? = limn→∞ θ̂n, {θ̂n, n ∈ N}
étant la séquence d’estimateurs obtenue par l’Online EM (80), alors

θ? ∈
{
θ ∈ Θ, ∇θK

(
pE ‖ pθ

)∣∣
θ=θ? = 0

}
, presque-sûrement, (85)

où pE désigne la densité de la distribution réelles des données PE (Cf. Remarque C.1).
Comparé au Recursive EM [Tit84], l’Online EM [CM07] dispense du calcul de la matrice

de Fisher I (73) ainsi que de son inverse (qui peut être coûteux en temps de calcul quand
I−1 doit être approchée). L’Online EM se rapproche de la méthodologie de l’EM [DLR77]
avec l’alternance des étapes E et M et en conserve donc la simplicité d’implémentation.
Enfin, la convergence de l’Online EM est garantie même dans des situations où le modèle
est mal spécifié ce qui n’est pas le cas pour le Recursive EM : dans (85), la densité pE
peut-être différent de p

θE . Pour ces différentes raisons, l’Online EMpermet de couvrir un
domaine d’application plus important.

Un cas particulier de l’Online EM permettant l’apprentissage séquentiel de paramètres
dans un réseau gaussien normalisé avait été proposé dans [SI00], avec le choix spécifique
ρn = (1 + λn/ρn−1)−1 où 0 ≤ λn ≤ 1. Ce modèle de réseau gaussien normalisé présente
des similitudes avec le modèle hiérarchique présenté dans le cadre des mélanges de pro-
totype déformable (Remarque C.10). En particulier, dans ces deux modèles, la structure
des statistiques exhaustives est identique (dénoté φ dans [SI00, Section 4.3 p.7] et S dans
[AK10, Appendix p.16]). Toutefois, la seule donnée manquante du modèle de réseau gaus-
sien normalisé est la variable de classe (discrète), ce qui permet de calculer l’espérance du
vecteur des statistiques exhaustives de façon exacte. A l’inverse, la présence de la variable
cachée de déformation dans l’exemple C.10 nécessite une approximation supplémentaire.

Deux résultats ont été prouvés pour cet algorithme [SI00, Section 4] :
– Pour un certain choix de {λn, n ∈ N}, lorsque l’étape de maximisation n’intervient
qu’après n iterations durant lesquelles les n mêmes observations y1, . . . , yn sont trai-
tées (i.e. l’estimateur est laissé constant durant cette période), alors la séquence
d’estimateurs proposée par cet algorithme est la même que celle obtenue par l’EM
en bloc avec les données y1, . . . , yn.

– L’étape E est équivalente à une approximation stochastique de Robbins-Monro
[RM51], ce qui justifie que la séquence {θ̂n, n ∈ N} converge vers l’estimateur
de maximum de vraisemblance.

Enfin, une idée intéressante proposée dans [SI00, Section 6] permet de supprimer, d’ajouter
ou de diviser les classes estimées par l’algorithme d’apprentissage. En effet, dans l’approche
séquentielle, les observations peuvent connaître des variations importantes tout au long de
l’apprentissage. Par conséquent, la représentativité des différentes classes est potentielle-
ment amenée à changer au cours du temps et certaines classes peuvent devenir inutiles et
d’autres trop importantes.

L’Online EM [CM07] a été implémenté avec succès pour détecter les directions d’arrivée
d’un signal sur un capteur [CCM06] et une version proche de l’algorithme de Sato et al.
[SI00] a permis de classifier des données issues d’un modèle de mélange gaussien [HG09].

Exemple C.11. Mélange de gaussiennes - (3)
L’Online EM [CM07] est implémenté pour le modèle de mélange de deux gaussiennes
(Exemple C.2). La base d’apprentissage, composée de 30000 observations simulées par le
modèle (50), et utilisée pour l’estimation de paramètres par l’EM en bloc (Exemple C.7),
est à présent traitée de façon séquentielle. Initialisée aléatoirement, la séquence d’estima-
teurs {θ̂n, n ∈ N} est mise à jour par la récursion (80) avec ρn = n−ν où ν = 0.75. La
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figure 26 montre que l’estimateur converge au bout d’environ 20000 iterations vers les
vrais paramètres du modèles θE (représentés en pointillés).
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Figure 26 – Estimation des paramètres par l’Online EM

La figure 27 montre que la variance de l’estimateur {µ̂1,n, µ̂2,n, n ∈ N} obtenu dans le
cas de l’algorithme EM en bloc (en haut) et dans l’Online EM (en bas) sont similaires :
ceci confirme que la convergence au bout de 50 itérations de l’EM en bloc utilisant 30000
données (Figure 25) est comparable avec celle observée lorsque ces mêmes données sont
traitées de façon séquentielle par l’Online EM (Figure 26). Toutefois, l’EM en bloc né-
cessite que l’intégralité des données soit traitée 50 fois ce qui implique une charge de
calcul plus importante. La figure 28 représente l’évolution des estimateurs obtenus par ces
deux algorithmes en fonction du temps : l’avantage de l’approche séquentielle est évident.
Cette différence serait encore plus grande dans le cas où l’étape E nécessiterait d’être
approchée numériquement : en effet, pour atteindre la convergence le calcul des poids a
posteriori (63) est effectuée environ 30 × 30000 = 900000 dans le cas de l’EM en bloc
contre environ 20000 pour l’Online EM , soit un rapport de 1 à 45. En revanche, ce constat
n’est plus valable lorsque c’est l’étape M qui doit être approchée : 30 étapes M sont néces-
saires pour atteindre la convergence dans le cas de l’EM en bloc contre 20000 pour l’Online
EM .

Enfin, la figure 29 illustre les propriétés d’adaptabilité de l’Online EM . Nous considérons
le scénario suivant : jusqu’à n = 30000, les données yn sont simulées comme précédemment
puis, au delà, les valeurs des paramètres de la classe 1 sont changés (µ′1 = −1.0, σ′1 = 0.35
et ω′1 = 0.55). Environ 10000 données sont nécessaires pour que la séquence d’estimateurs
converge vers les nouveaux paramètres.

Dans cet exemple, la matrice de Fisher des données complètes I(θ̂n) (73) est diagonale
et le vecteur de score (75) s’écrit simplement comme une fonction de yn+1, θ̂n et des poids
a posteriori (63). En conséquence l’EM séquentiel [Tit84], (74) est implémentable. La mise
à jour des paramètres suit la récursion :

ω̂1,n+1 = ω̂1,n + ρn(π1,n+1 − ω̂1,n) , µ̂j,n+1 = µ̂j,n + ρn

{
πj,n+1
ω̂j,n

(yn+1 − µ̂j,n)
}
,

σ̂j,n+1 = σ̂j,n + ρn

{
πj,n+1

2σ̂j,nω̂j,n
[(yn+1 − µ̂j,n)2 − σ̂2

j,n]
}
, ω̂2,n+1 = 1− ω̂2,n+1 .
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où πj,n+1 = Pθ̂n [X = j | yn+1] sont les poids a posteriori (63). Dans cette implémentation,
le choix de {ρn, n ∈ N} est identique à celui de l’Online EM . En pratique, la convergence
du Recursive EM est similaire à celle de l’Online EM , comme le montre la figure 28.

C .4 Relation entre l’approche en bloc et l’approche en ligne des algo-
rithmes de type EM pour les modèles exponentiels

L’EM , le SAEM et l’Online EM sont tous des cas particuliers de l’algorithme général suivant,
dont l’objectif est de trouver les points fixes de la fonction h : S→ S :

h : s→ Eθ̄(s)[S(X,Y ) ] =
∫

X

∫
Y
S(x, y)fθ̄(s)(x, y)dxdy (86)

en alternant entre une étape de calcul d’espérance h(s) et une étape de maximisation θ̄(s).
Utilisant la relation fθ(x, y) = πθ(x | y)pE(y), h peut se mettre sous la forme de deux
espérances

h : s→ EE

[
Eθ̄(s) [S(X,Y ) |Y ]

]
. (87)

La convergence de cette procédure itérative est assurée par la Proposition 3 de [CM07]
qui prouve que pour tout (s0, s) ∈ S2

h(s) ≥ h(s0) =⇒ K
(
pE ‖ pθ̄(s)

)
≤ K

(
pE ‖ pθ̄(s0)

)
. (88)

Les points fixes de h correspondent donc au sous ensemble de S défini par

s? ∈
{
s ∈ S, ∇sK

(
pE ‖ pθ̄(s)

)∣∣∣
s=s?

= 0
}
. (89)

Approche en bloc Lorsque qu’un ensemble fixe d’observations (y1, . . . , yn) ∈ Yn est
disponible, la distribution empirique des observations s’écrit pour tout A ∈ Y

Pn[Y ∈ A] = 1
n

n∑
k=1

δyk(A) .

Les approches en bloc correspondent au cas particulier PE = Pn. Lorsque l’espérance a
posteriori sous la loi des données manquantes est calculable, la recherche des points fixes
de h (87) correspond exactement à l’EM proposé par [DLR77]. En effet, dans ce cas

h(s) = En
[
Eθ̄(s)[S(X,Y ) |Y ]

]
= 1
n

n∑
k=1

Eθ̄(s)[S(X,Y ) | yk ] = s̄ ◦ θ̄(s) ,

où En est l’espérance sous la loi Pn. Lorsque l’espérance a posteriori sous la loi des données
manquantes n’est pas calculable, le calcul de s̄ ◦ θ̄(s) (81) est approché, pour tout s ∈ S,
par s̃ ◦ θ̄(s) (82) et une procédure de Robbins-Monro est nécessaire pour compenser cette
approximation : cette approche correspond au SAEM .

Notons que lorsque PE = Pn, la divergence de Kullback-Leibler entre Pn et Pθ̄(s)
s’écrit :

K
(
pn ‖ pθ̄(s)

)
= − 1

n

n∑
k=1

log pθ̄(s)(yk) .

et correspond, à un facteur près, à la fonction de vraisemblance ` du paramètre θ̄(s) pour les
données (y1, . . . , yn) (45). Ainsi dans ce cas particulier, la propriété (88) est équivalente à la
propriété de monotonicité de l’EM (Proposition C.4) et l’ensemble des points stationnaires
(89) correspond au maximum de vraisemblance.
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Approche en ligne Les approches en ligne supposent qu’à chaque itération, une nou-
velle observation Y ∼ PE est disponible. A la différence des approches en bloc dans
lesquelles l’espérance sous la loi des observations est calculable car PE = Pn est une loi
discrète, cette dernière ne l’est généralement pas dans les approches en ligne car la distri-
bution PE est le plus souvent inconnue. L’Online EM propose donc d’approcher la fonction
sE ◦ θ̄(s) par s̃E ◦ θ̄(s) et une procédure de Robbins-Monro est nécessaire pour compenser
cette approximation.

EM SAEM Online EM
loi des observations Pn Pn PE
espérance sous la loi des observations connue connue inconnue
espérance sous la loi des données manquantes connue inconnue connue

Tableau 3 – Comparaison des algorithmes EM , SAEM , Online EM

Le Tableau 3 compare les cas d’implémentation des algorithmes EM , SAEM , Online
EM . Alors que l’EM est un algorithme déterministe, le SAEM et l’Online EM ont recours
à une procédure d’approximation stochastique pour compenser l’impossibilité de calculer
l’espérance sous la loi des données manquantes et sous la loi des observations respective-
ment.
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Figure 27 – Variance de le la séquence d’estimateurs {µ̂1,n, µ̂2,n, n ∈ N} obtenue par
l’EM en bloc (en haut) et par l’Online EM (en bas)
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Figure 28 – Estimation des paramètres par l’EM en bloc (points), par l’Online
EM (pointillés) et par le Recursive EM (trait plein) en fonction du temps (en secondes) :
{µ̂1,t, µ̂2,t, t > 0} (en haut), {σ̂1,t, σ̂2,t, t > 0} (au centre) et {ω̂1,t, ω̂2,t, t > 0} (en bas)
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Figure 29 – Estimation des paramètres par l’Online EMdans le cas de données évoluant
au cours du temps : {µ̂1,n, µ̂2,n, n ∈ N} (en haut), {σ̂1,n, σ̂2,n, n ∈ N} (au centre) et
{ω̂1,n, ω̂2,n, n ∈ N} (en bas)
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Résumé de la contribution

Dans le Préambule B et le Chapitre III, nous proposons un modèle d’observation,
similaire à celui de l’Exemple C.10, décrivant la variabilité spectrale et spatiale des SIR
monospectrales et multispectrales d’aéronefs autour de formes caractéristiques inconnues.
Le Préambule C expose différentes méthodes permettant d’estimer les paramètres de ce
genre de modèle. Dans notre modèle, le choix des lois a priori des variables manquantes
permet de garantir l’appartenance de la fonction de vraisemblance complète à la famille des
exponentielles (voir Chapitre II-3 ). En conséquence, un algorithme de type Expectation-
Maximization EM (Préambule C .2) est bien approprié à l’estimation des paramètres de ce
modèle. Toutefois, les méthodes en bloc ne permettent pas de résoudre efficacement notre
problème d’apprentissage, principalement pour les deux raisons suivantes :
• performances - pour un nombre important de données, l’approche en ligne est moins
coûteuse en temps et en ressource que les méthodes en bloc (voir l’exemple C.11) et
permet un traitement en temps réel de l’information.
• contraintes expérimentales - notre méthode doit être adaptée à un contexte où les
données sont traitées séquentiellement et ne peuvent être stockées.

Nous nous tournons donc vers les approches séquentielles.
Plusieurs algorithmes d’estimation séquentielle de paramètres dans des modèles à don-

nées manquantes ont été proposés ; voir le Préambule C .3. Les deux principales approches,
l’Online EM [CM07] et le Recursive EM [Tit84], construisent de façon différente une sé-
quence d’estimateur convergeant presque-sûrement vers un ensemble où la divergence de
Kullback-Leibler (77) entre la distribution du modèle et celle des observations est station-
naire. Nous privilégions la démarche de l’Online EM qui permet de couvrir un éventail plus
large de situations et en particulier les cas où le modèle est mal spécifié ; voir la Remarque
C.1 pour plus de détails. Cependant, cet algorithme n’est pas implémentable dans notre
contexte : en effet, l’espérance conditionnelle intervenant dans l’étape E (80) n’est pas
calculable explicitement. Dans le cas des algorithmes en bloc, différentes méthodes déri-
vées de l’EM (MCEM , SAEM , SAEM-MCMC ; voir la Remarque C.8), offrent des solutions
alternatives à cette situation, fréquente en pratique. Il a été prouvé dans le cas de modèles
exponentiels que l’approximation de l’espérance conditionnelle par des méthodes de Monte
Carlo ou MCMC n’altère pas la convergence de la séquence d’estimateurs construite pas
ces algorithmes, qui est similaire à celle de l’EM [FM03, DLM99, KL04]. Toutefois, au-
cun algorithme alternatif ne permettant de traiter ce problème n’a été proposé dans les
contextes séquentiels.

Nous avons montré dans le Préambule C .4 que dans le cadre des modèles exponentiels,
les méthodes d’apprentissage telles que l’EM , le SAEM ou l’Online EM avaient pour objectif
la recherche des points stationnaires de la fonction définie sur S, l’espace des statistiques
exhaustives du modèle, par

h : s→ Eθ̄(s)[S(X,Y )] ,

où S est le vecteur des statistiques exhaustives. Notons que l’implémentation de l’Online
EM nécessite de pouvoir calculer, entre autre, la constante

pθ(y) =
∫

X
fθ(x, y)dx

intervenant dans le calcul de Eθ[S(X,Y ) |Y ], ce qui, en dehors des situations particulières
où les données manquantes sont des variables discrètes, est rarement possible. Nous pro-
posons un nouvel algorithme, le Monte Carlo online EM (MCoEM ), qui étend l’Online
EM aux situations dans lesquelles l’espérance conditionnelle sous la loi a posteriori des
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données manquantes n’est pas calculable. Dans le MCoEM , l’ensemble des points fixes de
h est approché récursivement par la procédure d’approximation stochastique définie par :

ŝn+1 = ŝn + ρn

(
1
L

L∑
`=1

S(X`, Yn)− ŝn

)
,

{
Yn ∼ PE
X` ∼ πθ̄(ŝn)( · |Yn)

Le tableau 4 compare ces différents algorithmes et détaille les situations où ils sont
implémentables.

EM SAEM Online EM MCoEM
loi des
observations Pn Pn PE PE

esp. sous la loi
des
observations

connue connue inconnue inconnue

esp. sous la loi
des données
manquantes

connue inconnue connue inconnue

approximation
stochastique
de la fonction
s→ h(s)

h(s) 1
n

∑n
k=1 S(Xk, Yk) Eθ̄(s)[S(X,Y ) |Y ] 1

L

∑L
`=1 S(X`, Y )

Xk ∼ πθ̄(s)( · |Yk) Y ∼ PE

{
Y ∼ PE
X` ∼ πθ̄(s)( · |Y )

Tableau 4 – Comparaison des algorithmes EM , SAEM , Online EM et MCoEM

Des techniques de simulation telles que la méthode de rejet ou l’utilisation d’une chaîne
de Markov permettent d’obtenir des échantillons de la loi a posteriori , sans nécessiter la
connaissance de la constante pθ(y). Le MCoEM est donc implémentable dans des situations
où l’Online EMne l’est pas. Notons qu’à la différence des méthodes en bloc, il n’est pas
possible dans un contexte séquentiel de coupler les itérations de la chaîne de Markov avec
celles de l’EM comme c’est le cas dans l’algorithme SAEM-MCMC ; voir Préambule D .3.
En effet, à chaque itération la loi cible de la chaîne de Markov change brutalement car la loi
a posteriori des données manquantes s’écrit conditionnellement à une nouvelle observation
qui n’a jamais été traitée auparavant. Il est donc nécessaire de simuler à chaque itération
une nouvelle chaîne de Markov visant la loi des données manquantes conditionnellement
à la nouvelle observation et à l’estimateur courant des paramètres.

Dans le contexte des mélanges de modèle à prototype déformable, il n’est pas possible
d’obtenir des échantillons i.i.d. de la loi a posteriori des données manquantes. Par consé-
quent, le MCoEM doit être couplé avec une méthode appropriée permettant de simuler les
données manquantes conditionnellement aux observations. Le MCoEM est particulièrement
sensible à cette étape de simulation qui, à chaque itération, s’apparente à une procédure
simultanée de clustering/recalage d’une nouvelle donnée. Comme l’approximation stochas-
tique des statistiques exhaustives est mise à jour après chaque nouvelle observation, un
mauvais échantillonnage des données manquantes conditionnellement à une seule obser-
vation suffit à perturber l’estimation des paramètres. Les algorithmes en bloc tels que le
SAEM sont plus robustes à ce problème dans la mesure où la mise à jour des paramètres
n’intervient qu’après que les données manquantes de toutes les observations aient été si-
mulées. Par conséquent, si certaines données sont délicates à clusteriser/recaler, l’influence
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sur l’estimation sera moindre que dans une méthode en ligne. Une attention particulière
doit donc être apportée à cette étape de simulation dans un contexte séquentiel. Nous pro-
posons une méthode MCMC, basée sur l’algorithme de Carlin et Chib (voir le Préambule
D .3 pour plus de détails) qui permet d’obtenir des échantillons exactement sous la loi a
posteriori . L’utilisation de cet échantillonneur ne se limite pas au cas des mélanges de
modèle à prototype déformable et s’adapte aisément aux problèmes de simulation de lois
mixtes dont l’une des variables est l’indicateur de classe. L’association du MCoEM avec
l’algorithme de Carlin et Chib permet
(i) d’obtenir des résultats d’estimation similaires à ceux du SAEM ,
(ii) d’améliorer considérablement les performances en terme de coût de calcul comparé

au SAEM ,
(iii) d’adapter le traitement des données à un contexte séquentiel.

Notre algorithme est tout d’abord appliqué à un modèle jouet de mélange de régres-
sion Gaussienne, utilisé dans [CMR05], mais dans un contexte où l’Online EMn’est pas
implémentable. Quantitativement, l’estimateur des paramètres de regression proposé par
le MCoEM couplé avec l’échantillonneur de Carlin et Chib converge vers les valeurs exactes
avec une variance acceptable (Chapitre II-5 ). Dans un second temps, des illustrations sur
des images de chiffres manuscrits, sur des courbes de croissance (Chapitre II-6 ) et sur
des SIR d’aéronefs mono et multispectrales (Chapitre III) prouvent l’efficacité de notre
méthode sur des données réelles.

Nous menons actuellement des travaux dont le but est de prouver que, dans le cas des
modèles exponentiels et sous certaines hypothèses relatives à l’approximation de l’espé-
rance, la séquence d’estimateurs construite par le MCoEM converge presque sûrement vers
un ensemble où la divergence de Kullback-Leibler entre la distribution du modèle et la
distribution réelle des observations est stationnaire. Sous ces hypothèses, le MCoEM aurait
alors une convergence analogue à celle de l’Online EM et du Recursive EM tout en couvrant
un éventail plus large de situations.

Enfin comme remarqué dans le Préambule B , une perspective avec de nombreuses
applications serait de généraliser le MCoEM à des situations où le modèle n’est pas ex-
ponentiel. Très peu de travaux dans la littérature traitent le problème d’estimation des
paramètres par un algorithme de type EM dans le cas des modèles non exponentiels, à
la fois d’un point de vue théorique et méthodologique. Afin de rester dans l’esprit de
l’algorithme EM et de la Proposition C.4, une idée serait de construire une séquence de pa-
ramètres {θ̂n ∈ Θ, n ∈ N} convergeant vers θ? = arg maxθ∈ΘQ(θ?, θ), où Q est la fonction
définie dans (54), par une procédure d’approximation stochastique de type Robbins-Monro.
Pour tout état courant des paramètres θ̂n ∈ Θ et toute observation Yn+1, la version bruitée
du paramètre θ̂n+1 = arg maxθ∈ΘQ(θ̂n, θ) serait le paramètre θ̂′ ∈ Θ obtenu par plusieurs
itérations des étapes (i) et (ii) ci-dessous tel qu’initialement θ̂′ = θ̂n :
(i) une étape de simulation d’un mn-échantillon de données manquantes

(X(1)
n+1, . . . , X

(mn)
n+1 ) ∼ πθ̂′( · |Yn+1) ,

(ii) une étape d’optimisation

θ̂′ = arg max
θ∈Θ

1
mn

mn∑
j=1

log fθ(X
(j)
n+1, Yn+1) .

Bien entendu, cette procédure est plus lourde à implémenter que le MCoEM car à chaque
itération, les étapes de simulation (i) et d’optimisation (ii) doivent être répétées un certains
nombre de fois, mais cette solution reste une première piste à explorer.
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D Méthodes de Monte Carlo par chaînes de Markov

D .1 Éléments sur les chaînes de Markov

Soit {Xk, k ∈ N} une suite de variables aléatoires définies sur un espace mesurable
(X,X ). {Xk, k ∈ N} est une chaîne de Markov si pour tout k ∈ N∗, la loi de Xk sachant
X0, . . . , Xk−1 est indépendante de X0, . . . , Xk−2. En d’autres termes, la connaissance des
k états précédents (x0, . . . , xk−1) n’apporte pas plus d’information sur la loi de probabilité
de Xk que la seule connaissance de l’état précédent xk−1. Ainsi, pour tout A ∈ X et pour
toute réalisation (x0, . . . , xk−1) ∈ Xk des états X0, . . . , Xk−1,

P[Xk ∈ A |xk−1, . . . , x0] = P[Xk ∈ A |xk−1] . (90)

Remarque D.1. Dans ce travail, nous ne travaillons que sur des chaînes de Markov
définies sur un espace d’états général i.e. X = Rd, d > 0. D’autres domaines de recherche
étudient les chaînes de Markov à valeurs discrètes et définies sur un espace d’état fini
Card(X) <∞ ou les processus de Markov à temps continu {Xt, t ∈ R}.

Une chaîne de Markov {Xk, k ∈ N} est définie par :
– une distribution initiale ρ telle que X0 ∼ ρ,
– un noyau de transition K : (X,X )→ [0, 1] qui définit la probabilité conditionnelle

∀A ∈ X , ∀x ∈ X, K(x,A) = P[Xk ∈ A |Xk−1 = x] .

Définition D.2. Soit {Qk, k ∈ N} une suite de noyaux de transition tels que pour k ∈ N,
Qk : (X,X )→ [0, 1]. Toute chaîne de Markov évoluant suivant le schéma

X0
Q0−→ X1

Q1−→ X2
Q2−→ X3

Q3−→ · · · ,

est appelée chaîne inhomogène. Dans la majorité des cas, les chaînes étudiées sont homo-
gènes : pour tout k ∈ N, Qk = K.

Nous définissons à présent deux propriétés essentielles relatives aux chaînes de Markov.
Soit π une mesure de probabilité sur (X,X ) :
• π-stationnarité : {Xk, k ∈ N} admet π comme mesure stationnaire si pour tout k ∈ N,

Xk ∼ π =⇒ Xk+1 ∼ π . (91)

Par transitivité, si Xk ∼ π, alors pour tout m ≥ k, Xm ∼ π. On dit aussi que π est
invariante pour le noyau de transition K ce qui s’écrit π = πK, i.e. pour tout A ∈ X :

π(A) =
∫

X
K(x,A)π(dx) . (92)

Si π est une mesure stationnaire de la chaîne {Xk, k ∈ N} ayant une distribution
initiale ρ différente de π, on dénomme par régime transitoire (par opposition au régime
stationnaire), les états Xk tels que Xk � π.

• π-réversibilité : {Xk, k ∈ N} est π-réversible si la mesure (dx,dx′)→ π(dx)Q(x,dx′)
définie sur l’espace produit (X × X,X ⊗ X ) est symétrique i.e. pour tout (A,B) ∈ X 2

∫
A
π(dx)K(x,B) =

∫
B
π(dx)K(x,A) . (93)
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La π-réversibilité de {Xk, k ∈ N} est une propriété plus forte que la π-stationnarité
et implique cette dernière. En effet, si Xk ∼ π alors pour tout A ∈ X

P[Xk+1 ∈ A] =
∫

X
P[Xk ∈ dxk, Xk+1 ∈ A] =

∫
X
P[Xk ∈ dxk]P[Xk+1 ∈ A |xk]

=
∫

X
π(dxk)K(xk, A) =

∫
A
π(dxk+1)K(xk+1,X) = π(A) ,

où l’avant dernière égalité découle de la π-réversibilité de la chaîne (93) et la dernière du
fait que pour tout x ∈ X, K(x, · ) est une mesure de probabilité sur (X,X ) et s’intègre
donc à 1. De plus, si une chaîne π-réversible atteint son état stationnaire alors

∀A ∈ X , ∀x ∈ X, P[Xk ∈ A |Xk−1 = x] = P[Xk ∈ A |Xk+1 = x] ,

i.e. le sens de parcours de la chaîne n’influence pas sa dynamique.
Pour d’autres propriétés sur les chaînes de Markov, on pourra se référer aux ouvrages

[CMR05, Section 14] et [MT09].

D .2 Méthodes MCMC

Les méthodes de Monte Carlo regroupent l’ensemble des techniques permettant d’ap-
procher numériquement des espérances (et plus généralement des intégrales) qui ne sont
pas calculables analytiquement. Pour toute mesure de probabilité π sur (X,X ) et toute
fonction f π-intégrable, il s’agit d’approcher les quantités

πf =
∫

X
f(x)π(dx) par Sn(f) = 1

n

n∑
k=1

f(Xk) , (94)

où X1, . . . , Xn sont des variables aléatoires indépendantes et identiquement distribuées
(i.i.d. ) de loi π. La Loi forte des Grands Nombres (LGN) garantie la convergence presque-
sûrement de la moyenne empirique Sn(f) vers πf . De plus, si f ∈ L2(π), un Théorème
Central Limite (TCL) précise la nature de la convergence :

√
n (Sn(f)− πf) P−→ N (0, v(f)) où v(f) = lim

n→∞
1
n
E

{ n∑
k=1

(f(Xk)− πf)
}2
 . (95)

Cette propriété permet entre autre de déterminer la vitesse de convergence de l’estimateur
Sn(f) vers πf et d’établir des intervalles de confiance.

Toutefois, dans de nombreuses situations, simuler des échantillons i.i.d. de loi π n’est
pas faisable : les méthodes de Monte Carlo par chaînes de Markov (MCMC) [Rob96,
RC04, GRS96] sont une alternative aux méthodes de Monte Carlo classiques, qui ne sont
plus utilisables dans ce contexte. L’idée est de substituer les échantillons i.i.d. de π dans
l’estimateur Sn(f) (94) par la réalisation d’une chaîne de Markov {Xk, k ∈ N} pour la-
quelle une Loi des Grands Nombres (94) et éventuellement un Théorème Central Limite
(95) existent. Dans le contexte des MCMC, ces théorèmes sont souvent appelées théo-
rèmes d’ergodicité et, par extension, une chaîne de Markov les vérifiant est appelée chaîne
ergodique.

Cependant, les théorèmes d’ergodicité sont généralement difficiles à établir et néces-
sitent des développements théoriques conséquents. En effet, l’analyse des chaînes de Mar-
kov est complexe, notamment pour les raisons suivantes :
(i) par construction, les différents états de la chaîne ne sont pas indépendants (90),
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(ii) en dehors du régime stationnaire, les différents états n’ont pas la même distribution.
En conséquence, la plupart des théorèmes d’ergodicité exigent des hypothèses sur les
noyaux de transition qui ne sont pas toujours vérifiables en pratique. Nous n’énonçons
qu’un théorème asymptotique fondamental, un TCL (95) prouvé par [KV86] justifiant la
convergence de nombreux MCMC sans nécessiter un développement théorique supplémen-
taire.

Théorème D.3. Soit {Xk, k ∈ N} une chaîne de Markov et φ une mesure sur (X,X )
• apériodique : Il n’y a pas de cycle dans la chaîne i.e. il n’existe pas de nombre entier
d > 1 et une collection de sous ensembles de X (A1, . . . , Ad) ∈ X d avec ∪dp=1Ap = X tels
que

∀ (k, p) ∈ N× {1, . . . , d− 1} ,
{
P[Xk+1 ∈ A1 |Xk ∈ Ad] = 1 ,
P[Xk+1 ∈ Ap+1 |Xk ∈ Ap] = 1 .

• φ-irréductible : Pour n’importe quel état initial, tous les ensembles A ∈ X tels que
φ(A) > 0 ont une probabilité strictement positive d’être visités au moins une fois par la
chaîne.

Si de plus, {Xk, k ∈ N} est π-réversible, alors le Théorème Central Limite (95) s’applique
dès lors que v(f) existe et est fini.

Les hypothèses d’apériodicité et de φ-irréductibilité sont vérifiées par la plupart des
noyaux de transition des chaînes de Markov utilisées dans le contexte des MCMC. Tou-
tefois, l’hypothèse f ∈ L2(π) n’est plus suffisante dans le cadre des MCMC pour avoir
v(f) <∞ et il faut en plus vérifier que :

∞∑
k=1

Cov(f̄(X0), f̄(Xk)) <∞ , où f̄ = f − πf . (96)

Nous ferons l’hypothèse que les fonctions f que nous étudions vérifient (96). Tout l’enjeu
des méthodes MCMC consiste donc à spécifier un noyau de transition sur X × X qui soit
π-réversible.

L’algorithme de Metropolis-Hastings

L’échantillonneur de Metropolis-Hastings [MRR+53, Has70] fait figure de référence
parmi les méthodes MCMC. Pour toute distribution cible π sur (X,X ), qui peut être
connue à une constante près, cet algorithme permet de construire une chaîne de Mar-
kov {Xk, k ∈ N} π-réversible ; voir [CG95] pour une analyse détaillée de cette méthode.
En particulier, dans les contextes bayésiens, les densités d’intérêt sont souvent connues à
une constante de normalisation près et l’échantillonneur de Metropolis-Hastings est par-
ticulièrement bien adapté pour approcher des espérances conditionnelles dans ce type de
modèle.

L’algorithme nécessite la spécification d’un noyau de proposition P défini sur (X,X )
pour lequel pour tout x ∈ X, il est possible d’obtenir des échantillons de loi X̃ ∼ P (x, · ).
Par simplicité, on suppose que P est absolument continu par rapport à une mesure de
domination (typiquement la mesure de Lebesgue sur Rd) i.e. il existe une densité p telle
que pour tout A ∈ X :

P (x,A) =
∫
A
p(x, x̃)dx̃ .

Aucune hypothèse supplémentaire n’est faite sur P : en particulier, il n’est pas nécessaire
que P admette π comme mesure invariante (92) ou encore qu’il soit π-réversible (93). Dans
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cette configuration, il n’y a aucune raison pour que la chaîne de Markov ayant P pour
noyau de transition soit π-réversible.

L’idée de l’algorithme de Metropolis-Hastings est d’accepter un candidat proposé par
P avec une certaine probabilité α choisie de façon à rendre la transition π-réversible. Dans
le cas où le candidat est refusé, l’état suivant est identique à l’état courant. Le noyau de
transition résultant K s’écrit alors pour tout état courant x ∈ X :

K(x, dx′) = P (x,dx′)α(x, x′) + δx(dx′)r(x) , (97)

où x→ r(x) est la probabilité que la proposition soit refusée. Soit X̃ ∼ P (x, · ) la propo-
sition et X ′ l’état suivant de la chaîne, il vient en intégrant (97)

K(x,X) = 1 =
∫
P (x, dx′)α(x, x′) +

∫
δx(dx′)r(x)

d’où l’on tire r.
Supposons que π soit absolument continue par rapport à une mesure domination (par

exemple la mesure de Lebesgue) et écrivons, avec un léger abus de notation, pour tout
A ∈ X , π(A) =

∫
A π(x)dx. Dans ce cas, la condition de π-réversibilité (93) s’écrit pour

tout (x, x′) ∈ A×B, (A,B) ∈ X 2 :

π(x)p(x, x′)α(x, x′) = π(x′)p(x′, x)α(x′, x) presque-sûrement . (98)

En effet, le terme diagonal du noyau K est identique à droite et à gauche de l’égalité. Pour
satisfaire (98), lorsque π(x)p(x, x′) ≥ π(x′)p(x′, x) alors il suffit de poser{

α(x′, x) = 1 ,
α(x, x′) = π(x′)p(x′,x)

π(x)p(x,x′) ,
et dans le cas contraire

{
α(x, x′) = 1 ,
α(x′, x) = π(x)p(x,x′)

π(x′)p(x′,x) .

ce qui revient à choisir α comme étant la fonction de X × X→ [0, 1] définie par

α(x, x′) = 1 ∧ π(x′)p(x′, x)
π(x)p(x, x′) . (99)

Dans le cas où π ou P ne sont pas absolument continus par rapport à une mesure de do-
mination commune, une formule plus générale de la probabilité d’acceptation est proposée
dans [GRS96] et rappelée dans le Chapitre IV, Proposition IV.10.

L’algorithme de Metropolis-Hastings permet donc de simuler une chaîne de Markov
{Xk, k ∈ N} π-réversible, dont la transition est décrite par la procédure suivante :

Procédure 1 Transition Xk → Xk+1 de l’algorithme de Metropolis-Hastings
Entrées : La distribution cible π, le noyau de proposition P et l’état courant Xk = xk.
1 - Simuler un candidat X̃ ∼ P (xk, · ), soit x̃ sa réalisation.
2 - Accepter le candidat i.e. poser Xk+1 = x̃ avec probabilité α(xk, x̃) (99),
3 - Dans le cas contraire poser Xk+1 = xk.
4 - Sortie : L’état suivant Xk+1.

Remarque D.4. Lien avec la méthode d’Acceptation-Rejet
L’algorithme de Metropolis-Hastings présente des similitudes avec la méthode d’Accepta
tion-Rejet [Rob96, Section 2.3], dans laquelle une densité instrumentale g (équivalent au
noyau de proposition P dans Metropolis-Hastings ) doit être spécifiée telle que π < Mg
où M ≥ 1 est une constante. On simule alors des candidats X̃ ∼ g que l’on conserve avec
une probabilité π(x̃)/Mg(x̃). Les échantillons conservés de g sont des variables i.i.d. de loi
π. Les deux inconvénients de la méthode d’Acceptation-Rejet par rapport à l’algorithme
de Metropolis-Hastings sont
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• Dans la plupart des cas, la densité π doit être connue explicitement tandis que l’algo-
rithme de Metropolis-Hastings est implémentable lorsque la distribution cible est connue
à une constante de normalisation près (π apparaît au numérateur et au dénominateur
de α).
• Trouver une densité g simulable vérifiant la contrainte π < Mg n’est pas toujours aisé

et une « mauvaise » densité instrumentale (i.e. telle que M � 1) rend la méthode trop
lente pour être utilisable ; les échantillons étant acceptés en moyenne avec une probabilité
1/M .

En toute rigueur, la comparaison avec l’algorithme de Metropolis-Hastings sur ce der-
nier point est difficile à établir. En effet, même si à chaque itération de l’algorithme de
Metropolis-Hastings un nouvel échantillon est obtenu, il peut s’agir, avec une probabilité
r, de la copie de l’état précédent. Un « mauvais » choix de noyau de proposition P se
traduit par une forte probabilité de rester dans le même état ce qui d’une part ralentit
la progression de la chaîne et d’autre part, sous certaines hypothèses, entraîne une va-
riance asymptotique importante [Tie95] (voir la Section D .4 pour plus de détails). Ainsi,
dans certains cas, trouver un noyau de proposition permettant d’obtenir une variance
asymptotique acceptable peut s’avérer aussi délicat que de trouver une densité instrumen-
tale permettant d’obtenir des échantillons i.i.d. en un temps raisonnable par la méthode
d’Acceptation-Rejet.

L’échantillonneur de Gibbs, un cas limite de l’algorithme de Metropolis-
Hastings

L’échantillonneur de Gibbs [GG84] permet de simuler une chaîne de Markov π-réversible
lorsque :
(i) (X,X ) est un espace produit X = Ed et X = E⊗d (d ≥ 2) où typiquement E ⊆ R.
(ii) Pour tout ` ∈ {1, . . . , d}, on peut simuler X` suivant la loi conditionnelle

X` ∼ π`( · |x−`) où ∀u ∈ E, π`(u |x−`) = π(x1:`−1, u, x`+1:d)∫
E π(x1, . . . , xd)dx`

.

L’algorithme de Gibbs simule une chaîne de Markov π-réversible dont la transition Xk →
Xk+1 s’écrit :

Procédure 2 Transition Xk → Xk+1 de l’échantillonneur de Gibbs
Entrées : La distribution cible π, l’état courant Xk = xk et un vecteur de poids

(wk,1, . . . , wk,d).
1 - Sélectionner une coordonnée ` ∈ {1, . . . , d} avec la probabilité wk,`.
2 - Simuler un candidat Xk+1,` ∼ π`( · |xk,1:`−1, xk,`+1:d).
3 - Pour tout j 6= `, poser Xk+1,j = xk,j .
4 - Sortie : L’état suivant Xk+1.

Pour tout k ∈ N, le vecteur de poids (wk,1, . . . , wk,d) est un paramètre de l’échantillon-
neur de Gibbs tel que pour tout p ∈ {1, . . . , d}, 0 ≤ wk,p ≤ 1 et et

∑d
p=1wk,p = 1. Lorsque

les coordonnées sont successivement mises à jour i.e. w1,1 = 1, w2,2 = 1, . . . , wd+1,1 = 1, . . .,
l’échantillonneur est appelé Systematic Gibbs Sampler et Random Scan Gibbs Sampler
lorsque les coordonnées sont mises à jour aléatoirement [LWK94]. Dans ce dernier cas le
vecteur de poids est indépendant de k.



86 Préambule

SoitK` le noyau de transition de l’échantillonneur de Gibbs lorsque la composante ` est
modifiée et que les autres restent inchangées. Pour tout x ∈ X et A = (A1× . . .×Ad) ∈ X ,
K` s’écrit :

K`(x,A) = π`(A` |x−`)
∏
j 6=`

δxj (Aj) . (100)

K` est en fait un noyau de transition de Metropolis-Hastings (97) dans le cas particulier où
la proposition (étape 2 de la Procédure 2) est toujours acceptée. Considérons K` comme
le noyau de proposition P du noyau de transition de Metropolis-Hastings et soit x̃ un
candidat simulé par K`(x, · ). La probabilité d’acceptation α(x, x̃) (99) s’écrit alors :

α(x, x̃) = 1 ∧ π(x̃)π`(x` | x̃−`)
π(x)π`(x̃` |x−`)

= 1 ∧ π(x̃)π`(x` | x̃−`)
π`(x` |x−`)π(x1:`−1, x̃`, x`+1:d)

= 1 ,

où la dernière égalité est vérifiée car pour tout candidat x̃ ∼ K`(x, · ), x̃−` = x−`. En
conséquence, la probabilité r(x) de rester dans un état x est nulle pour tout x ∈ X, ce
qui prouve que K` est bien un cas particulier d’un noyau de transition de Metropolis-
Hastings . En conséquence, K` est π-réversible. Notons `k la coordonnée mise à jour lors
de la transition Xk → Xk+1 du Systematic Gibbs Sampler i.e. wk,`k = 1, les deux noyaux
Ks et Kr du Systematic Gibbs Sampler et du Random Scan Gibbs Sampler s’écrivent pour
tout xk ∈ X et A ∈ X : {

Ks(xk, A) = K`k(xk, A) ,
Kr(xk, A) =

∑d
`=1w`K`(xk, A) .

Notons que :
• La chaîne de Markov {Xk, k ∈ N} produite par Ks alterne entre d noyaux π-réversibles
et est donc π-réversible.
• La chaîne de Markov {Xk, k ∈ N} produite par Kr est π-réversible. En effet, étant
un mélange de d noyaux π-réversibles, Kr est π-réversible (tout mélange fini de noyaux
réversibles et un noyau réversible).
Il est possible d’envisager un échantillonneur de Gibbs pour lequel une transition Xk →

Xk+1 correspond à la mise à jour successive de toutes les composantes de l’espace d’état.
Dans le cas du Systematic Gibbs Sampler, le noyau de transition K̃s s’écrit pour tout
x ∈ X et A = (A1 × . . .×Ad) ∈ X :

K̃s(x,A) = K1K2 · · ·Kd(x,A) ,

=
∫
A1
· · ·
∫
Ad

π1(x̃1 |x2:d)π2(x̃2 | x̃1, x3:d) · · ·πd(x̃d | x̃1:d−1)dx̃ .

Or d’après la Propriété D.5, K̃s n’est π-réversible que si et seulement si K1K2 · · ·Kd =
KdKd−1 · · ·K1, ce qui représente une hypothèse forte sur π, rarement vérifiée.

Notons toutefois que K̃s admet π comme mesure stationnaire. En effet, pour tout
A ∈ X :∫

X
π(dx)K̃s(x,A) =

∫
A

∫
Ed
π(dx)π(dx̃1 |x2:d) · · ·π(dx̃d | x̃1:d−1) ,

=
∫
A

∫
Ed−1

π(dx2:d)π(dx̃1 |x2:d) · · ·π(dx̃d | x̃1:d−1) ,

=
∫
A

∫
Ed−2

π(dx̃1,dx3:d)π(dx̃2 | x̃1, x3:d) · · ·π(dx̃d | x̃1:d−1) ,

= · · · =
∫
A

∫
E
π(dx̃1:d−1, dxd)π(dx̃d | x̃1:d−1) = π(A) .
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Proposition D.5. Soit P et Q deux noyaux π-réversibles définis sur un espace mesurable
(X,X ). Le noyau produit PQ est π-réversible si P et Q commutent i.e. PQ = QP .

Démonstration. Pour tout (A,B) ∈ X 2, la π-réversibilité des noyaux P et Q permet
d’écrire :∫

A
π(dx)PQ(x,B) =

∫
A

∫
X

∫
B
π(dx)P (x,dx̃)Q(x̃,dx′) =

∫
X

∫
B
P (x̃, A)Q(x′,dx̃)π(dx′)

=
∫
B
π(dx′)QP (x′, A) .

D’où∫
A
π(dx)PQ(x,B) =

∫
B
π(dx)QP (x,A) ⇐⇒ PQ = QP π-presque-sûrement .

Ce résultat se généralise par récurrence au produit d’un nombre fini de noyaux.

Remarque D.6. Metropolis-within-Gibbs
En pratique, la simulation de certaines lois conditionnelles {π`, ` ∈ I ⊆ {1, . . . , d}}, peut
s’avérer délicate. Pour les composantes ` ∈ I problématiques, il est possible de remplacer
la simulation exacte suivant π` par une étape de Metropolis-Hastings : Xk+1,` est alors
simulé par un noyau de Metropolis-Hastings (97) ayant π` comme distribution cible. L’al-
gorithme résultant est parfois appelé Metropolis-within-Gibbs et hérite la π-réversibilité
des algorithmes de Metropolis-Hastings et de Gibbs.

Remarque D.7. Data Augmentation
Bien que n’ayant pas le même objectif, la Data Augmentation [TW87] partage certaines ca-
ractéristiques communes avec l’algorithme EM. En effet, cette méthode est implémentable
lorsque :
(i) il existe une densité π̃ définie sur (X,Y) telle que pour tout A ∈ X

π(A) =
∫
A

∫
Y
π̃(x, y)dxdy ,

(ii) pour tout (x, y) ∈ X × Y, les lois conditionnelles π̃( · |x) et π̃( · | y) sont simulables.
L’hypothèse (ii) permet, grâce à un échantillonneur de Gibbs, de simuler une chaîne de
Markov {(Xk, Yk), k ∈ N} π̃-réversible sur l’espace (X × Y) suivant le schéma :

(
X0 = x

)
Y1 ∼ π̃( · |x)

(
X1 = x

Y1 = y

)
X2 ∼ π̃( · | y)

(
X2 = x′

Y2 = y

)
Y3 ∼ π̃( · |x′)

(
X3 = x′

Y3 = y′

)
X4 ∼ π̃( · | y′)

· · ·

Figure 30 – Data Augmentation

Par construction, la suite de variables {X2k, k ∈ N} est aussi une chaîne de Markov
dont le noyau de transition est :

K(x,dx′) =
∫

Y
π̃(dy′ |x)π̃(dx′ | y) .
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Il s’avère que K est un noyau π-réversible et {X2k, k ∈ N} admet donc, marginalement,
π comme distribution stationnaire. En effet, pour tout (A,A′) ∈ X 2 :

∫
A
π(dx)K(x,A′) =

∫
A

∫
A′

∫
Y
π(dx)π̃(dy′ |x)π̃(dx′ | y′) = · · ·

=
∫
A

∫
A′

∫
Y
π̃(dx | y′)π̃(dy′ |x′)π(dx′) =

∫
A′
π(dx′)K(x′, A) .

D .3 MCMC pour les modèles à prototype déformable

Nous considérons à nouveau le modèle à prototype déformable développé dans les
exemples B.8 et C.10. Rappelons que :

(i) dans un modèle à prototype déformable, une observation Y s’écrit conditionnellement
à une classe j ∈ {1, . . . , C} et à une déformation β ∈ B

Y = Φβαj + σ2
j ε , ε ∼ N|Ω|(0, Id|Ω|) , (101)

(ii) des données Y1, . . . , Yn sont observées et pour tout k ∈ {1, . . . , n}, les variables
aléatoires (Jk, βk) sont cachées dans Yk et donc inconnues,

(iii) le modèle spécifie des lois a priori pour les variables manquantes J ∼ (ω1, . . . , ωC),
β | j ∼ gθ( · | j) et on désigne par pθ( · | j, β) (68), la densité des observations sachant
j et β,

(iv) le modèle est exponentiel (58) et on appelle fθ la densité jointe des observations et
des données manquantes fθ(j, β, y) = pθ(y | j, β)gθ(β | j)ωj ,

(v) l’objectif est d’estimer les paramètres du modèle, formalisés par θ ∈ Θ (70),

(vi) l’algorithme EM (56)-(57) n’est pas implémentable car l’espérance a posteriori n’est
pas calculable explicitement (71).

Les solutions proposées à ce problème d’apprentissage font intervenir des algorithmes
MCMC, que nous étudions à présent.

Modèle à prototype déformable à une seule classe

Dans le cas d’un modèle à prototype déformable à une seule composante, la seule va-
riable cachée est β. La densité a posteriori de β sachant Y n’étant pas simulable (Cf. (71)),
l’implémentation d’un algorithme MCEM ou SAEM n’est donc pas possible. Un algorithme
hybride SAEM-MCMC , dont la convergence a été prouvée [KL04, Théorème 1], a été pro-
posé par [AKT10a] pour résoudre le problème d’estimation des paramètres d’un modèle
à prototype déformable. Dans cette approche, l’estimation des paramètres du modèle et
la simulation des données cachées sont couplées. L’algorithme évolue de façon séquentielle
partant d’un paramètre initial θ̂0 = θ̄(ŝ0) (102), pour une valeur initial ŝ0 ∈ S quelconque,
en suivant la Procédure 3.

[AKT10a] suggère d’utiliser un noyau de Metropolis-within-Gibbs (Cf. Remarque IV.23)
à l’étape 1 de la Procédure 3 pour simuler les variables de déformation cachées. Ainsi,
pour tout (θ, y) ∈ Θ × Y, le noyau Kθ,y consiste à proposer successivement pour chaque
composant βq, q ∈ {1, . . . , 2d} un candidat β̃q et de l’accepter avec un ratio de Metropolis-
Hastings 99, de sorte à ce que la transition soit πθ( · |β′1:q−1, βq+1:2d, y)-réversible (on dé-
signe par β′1:q−1 les q − 1 premières composantes de β qui ont été mises à jour). L’astuce
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Procédure 3 Transition θ̂i → θ̂i+1 par l’algorithme SAEM-MCMC
Entrées : L’estimateur courant θ̂i ∈ Θ, l’approximation stochastique ŝi ∈ S, les obser-

vations (y1, . . . , yn) ∈ Yn et les données manquantes (β1,i, . . . , βn,i) ∈ Bn simulées à
l’itération précédente.

1 - simulation : Pour tout k ∈ {1, . . . , n}, simuler une nouvelle donnée manquante

βk,i+1 ∼ Kθ̂i,yk
(βk,i, · ) ,

où Kθ̂i,yk
est un noyau de transition sur (B,B).

2 - approximation stochastique : Mettre à jour l’approximation stochastique

ŝi+1 = ŝi + γi(
n∑
k=1

S(βk,i+1, yk)− ŝi) ,

3 - maximisation : Calculer le nouvel estimateur θ̂i+1

θ̂i+1 = θ̄(ŝi+1), où θ̄ :
{

S→ Θ ,
s 7→ arg maxθ∈Θ nt(θ) + 〈s, r(θ)〉 . (102)

4 - Sorties : L’état suivant θ̂i+1, ŝi+1 et β1,i+1, . . . , βn,i+1.

de [AKT10a] est de proposer β̃q ∼ gθ( · |β′1:q−1, βq+1:2d) où gθ est la loi a priori de β. Ce
choix de proposition permet en effet d’exprimer simplement la probabilité d’acceptation :

αq(βq, β̃q) = 1 ∧
πθ(β′1:q−1, β̃q, βq+1:2d | y)
πθ(β′1:q−1, βq:2d | y) .

Rappelons que gθ = N2d(0,Γ) et que la loi de proposition est bien simulable car une loi
gaussienne multivariée conditionnelle est une loi gaussienne dont la moyenne et la matrice
de covariance s’expriment en fonction des coordonnées connues du vecteur, de la moyenne
et de la matrice de covariance de la loi jointe.

Toutefois, l’application du Théorème 1 de [KL04], garantissant la convergence de la
séquence {θ̂i, i ∈ N} obtenue par la Procédure 3 vers un ensemble où la vraisemblance est
stationnaire, nécessite que la séquence {ŝi, i ∈ N} reste dans un sous ensemble compact
K ⊂ S. Comme β ∈ B ⊆ R2d, cette hypothèse n’est pas vérifiée et il faut stabiliser la
Procédure 3 par une méthode de troncature sur les bornes [CGG88, AMP05]. L’idée est
de forcer {ŝi, i ∈ N} à rester dans une suite de compacts {Kn, n ∈ N} telle que⋃

n

Kn = S, et Kn ⊂ int(Kn+1) ,

où int(Kn+1) est l’intérieur de l’ensemble Kn+1. Ainsi tant que ŝi reste dans l’un de ces
ensembles compacts et demeure dans un voisinage de ŝi−1, la mise à jour des paramètres
s’effectue avec la Procédure 3 et dans le cas contraire, ŝi et β1,i, . . . , βn,i sont réinitialisés
pour que l’itération suivante se déroule dans un ensemble où la convergence est garantie.
La convergence de l’algorithme d’apprentissage résultant, le SAEM-MCMC avec troncature
sur les bornes, a été prouvée par le Théorème 3.1 dans [AKT10a].

D’un point de vue pratique, cette solution présente l’avantage d’être implémentable en
un temps raisonnable. En effet, même dans le cas d’un nombre élevé de données, l’étape de
simulation ne consiste qu’en un rafraîchissement des données manquantes par une étape
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de Metropolis-Hastings . En pratique, pour que la chaîne visite l’espace d’état plus rapide-
ment, il est recommandé de répéter plusieurs fois l’étape 1 de la procédure 3, en particulier
au cours des premières itérations pour que la chaîne de Markov atteigne plus rapidement
son état stationnaire [KL04]. La structure couplée de l’estimation des paramètres et de
la simulation des données manquantes est de ce point de vue très intéressante : le besoin
en ressource du SAEM-MCMC [KL04] n’excède pas celui du SAEM [DLM99] qui n’est
implémentable que lorsque la loi a posteriori est simulable.

Remarque D.8. Remarquons que dans cet algorithme, pour tout k ∈ {1, . . . , n}, la sé-
quence de variables aléatoires {βk,i, i ∈ N} n’est pas une chaîne de Markov. En effet, le
noyau de transition Kθ̂i,yk

varie à chaque itération à travers θ̂i et par cet intermédiaire
βk,i dépend aussi des variables βk,1, . . . , βk,i−2. Les méthodes MCMC dont des noyaux de
transition évoluent au cours de l’algorithme en fonction des états précédents sont appelés
MCMC adaptatifs (Adaptive MCMC ) [AR05]. Les Théorèmes d’ergodicité tels que (D.3)
justifiant la convergence des MCMC classiques ne sont plus applicables car un processus
généré par un MCMC adaptatif n’est généralement pas une chaîne de Markov. Des pro-
priétés justifiant l’ergodicité de ces méthodes ont été prouvées dans [AR05, AM06] et en
particulier [ŁRR13] pour les algorithmes de Metropolis-within-Gibbs adaptatifs. Notons
que la preuve de convergence du SAEM-MCMC proposée dans [KL04] ne fait pas intervenir
ces outils.

Modèle de mélange à C composantes

Par rapport au modèle à prototype déformable simple, le modèle de mélange fait
intervenir une nouvelle donnée manquante, la variable de classe Jk ∈ {1, . . . , C} associée
à chaque observation Yk.

Une solution naturelle est d’utiliser la méthode SAEM-MCMC avec troncature sur les
bornes en simulant des échantillons (Jk, βk) ∼ πθ( · | yk) au lieu de βk ∼ πθ( · | yk) comme
dans la Procédure 3-1. Intuitivement, on peut implémenter un échantillonneur de Gibbs
mettant à jour ces deux composantes à chaque itération i ∈ N et pour tout k ∈ {1, . . . , n} :
(i) βk,i+1 ∼ πθ̂i−1

( · |Jk,i, yk),

(ii) Jk,i+1 ∼ πθ̂i−1
( · |βk,i+1, yk),

où l’étape (i) est réalisée comme dans la Procédure 3-1. Le noyau de transition résultant
admet bien πθ̂i−1

( · | yk) comme mesure invariante et le Théorème 3.1 de [AKT10a] garantie
théoriquement la convergence de cette méthode. Toutefois comme remarqué dans [AKT10a],
l’enchaînement des étapes (i) et (ii) ne favorise pas les changements de classes et la chaîne.
En effet, si Jk,i = j alors :
• la variable aléatoire βk,i+1 simulée en (i) paramètre une déformation Gβi,k+1 qui, appli-

quée au prototype Tαj , permet de se rapprocher de l’observation : Tαj ◦Gβi,k+1 ≈ yk.
• en revanche, il n’y pas de raison particulière pour « espérer » que cette déformation,

appliquée aux autres prototypes, permette de retrouver l’observation : pour j′ 6= j,
Tαj′ ◦Gβk,i+1 6≈ yk.

En conséquence, les probabilités a posteriori πθ̂i−1
(j′ |βi,k+1, yk) des classes j′ 6= j sont la

plupart du temps trop faibles pour espérer tirer Ji,k+1 6= j à l’étape (ii). Cette situation
est illustrée dans l’exemple D.9 pour un mélange de gaussiennes.

Exemple D.9. On considère la distribution cible définie sur {1, . . . , 4}×R2 par πθ(j, x) =
gj(x)/4 où gj est la densité d’une loi normale de paramètre (µj , σ2Id2). Les 4 centres sont
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(1, 1), (−1, 1), (−1,−1), (1,−1) et la variance est précisée dans les différents scénarios. Bien
entendu, obtenir des réalisations i.i.d. de πθ se fait sans difficulté : cet exemple a pour but
d’illustrer les limites de l’échantillonneur de Gibbs dans un contexte de sélection de modèle
sur un cas simple. L’échantillonneur de Gibbs alterne entre les étapes (i) x | j ∼ gj et (ii)
j |x ∝ gj(x) pour simuler une chaîne {(Jk, Xk), k ∈ N} πθ-réversible.

La Figure 31 illustre une réalisation de cette chaîne dans 4 scénarios ayant différentes
variances. On remarque que plus la variance diminue, moins la loi des échantillons simulés
correspond à πθ : plus les modèles sont « éloignés » les uns des autres moins l’échantillon-
neur de Gibbs permet de changer de classe comme le montre la Figure 31(b). Le Tableau 5
indique la moyenne des probabilités de changement de classes.

σ2 0.125 0.1 0.075 0.05
P[Jk+1 6= Jk] 2.3 10−3 8.6 10−4 8.5 10−5 1.2 10−6

TABLEAU 5 – Moyenne empirique des probabilités de changement de classe en fonction
de σ2

Par analogie, l’échantillonneur de Gibbs implémentable pour la simulation de πθ̂i( · | yk)
dans le cas des modèles déformables peut se retrouver « piégé » dans certains modèles.
Ce phénomène s’accentue lorsque la dimension du paramètre augmente : le passage d’un
modèle à un autre est encore plus délicat.

Pour résoudre ce problème, un autre échantillonneur a été proposé dans [AK10]. Re-
marquant que la loi a posteriori peut s’écrire :

πθ(j, β | y) = πθ(β | j, y)π(j | y) , où πθ(j | y) =
∫

B
πθ(j, β | y)dβ ,

un échantillon exacte de la loi πθ( · | y) peut être obtenu en simulant (i) j ∝ πθ(j | y) et (ii)
β ∼ πθ( · | j, y). Malheureusement, aucune de ces deux lois n’est simulable exactement et
il faut recourir à des approximations. Pour toute fonction de densité h, nous avons

πθ(j | y) ∝
{
Eθ
[

h(β)
fθ(J, β, Y )

∣∣∣∣ y, j]}−1

et un estimateur π̂mθ,j,y de πθ(j | y) peut être obtenu par un algorithme MCMC en simu-
lant une chaîne de Markov auxiliaire {β̃`, ` ≤ m}, πθ( · | j, y)-réversible. Un noyau de
Metropolis-within-Gibbs, similaire à celui utilisé dans la Procédure 3-1, permet d’après le
TCL D.3, d’avoir un estimateur π̃mθ,j,y aussi proche que l’on veut de πθ(j | y).

Cette étape préliminaire permet de simuler la classe de y, J ∼ (π̃mθ,1,y, . . . , π̃mθ,C,y)
et l’étape (ii) est réalisée par m transitions d’un noyau de Markov du même type que
précédemment à partir d’un paramètre de déformation β0 ∈ B quelconque. L’algorithme
d’apprentissage résultant [AK10] est résumé dans la Procédure 4.

A la différence du SAEM-MCMC (détaillé dans la Procédure 3), cet algorithme ne
couple pas l’estimation des paramètres avec les itérations du MCMC. A chaque itération,
les variables manquantes sont simulées de façon indépendante suivant une loi approchée
π̃m( · | y) telle que pour tout (I, A) ∈ P({1, . . . , C})⊗ B :∑
j∈I

∫
A
π̃mθ (j,dβ | y) =

∑
j∈I

π̃mθ,j,yK
m
θ,j,y(β0, A) −→

m→∞

∑
j∈I

∫
A
πθ(j,dβ | y) presque-sûrement .

Échantillonner cette loi approchée représente une charge de calcul très importante puis-
qu’elle nécessite la simulation de C+1 chaînes de Markov de longueur m : chaque itération
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(a) Réalisations de {Xk ∈ R2, k ≤ 3500}
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(b) Réalisations de {Jk ∈ {1, . . . , 4}, k ≤ 3500}

Figure 31 – Simulation de la chaîne {(Jk, Xk), k ≤ 3500} par l’échantillonneur de Gibbs
pour 4 variances : σ2 = 0.125 en haut à gauche, σ2 = 0.1 en haut à droite, σ2 = 0.075 en
bas à gauche et σ2 = 0.05 en bas à droite
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Procédure 4 Transition θ̂i → θ̂i+1 par l’algorithme SAEM-multicomponent
Entrées : L’estimateur courant θ̂i ∈ Θ, l’approximation stochastique ŝi ∈ S et les obser-

vations (y1, . . . , yn) ∈ Yn.
1 - approximations des poids a posteriori : Pour tout k ∈ {1, . . . , n} et pour tout

j ∈ {1, . . . , C}, simuler une chaîne de Markov auxiliaire

β̃`j,k ∼ Kθ̂i,j,yk
(β̃`−1
j,k , · ) ,

et calculer l’approximation

π̃mθ,j,y ∝
{

1
m

m∑
`=1

h(β̃`j,k)
fθ(j, β̃`j,k, yk)

}−1

.

2 - simulation des données manquantes : Pour tout k ∈ {1, . . . , n}, simuler Jk puis
βk

jk ∼ (π̃m
θ̂i,1,yk

, . . . , π̃m
θ̂i,C,yk

) , βk ∼ Km
θ̂i,jk,yk

(β0, · ) ,

3 - approximation stochastique : Mettre à jour l’approximation stochastique

ŝi+1 = ŝi + γi(
n∑
k=1

S(jk, βk, yk)− ŝi) ,

4 - maximisation : Calculer le nouvel estimateur θ̂i+1 à partir de ŝi+1 comme dans (102)

5 - Sorties : L’état suivant θ̂i+1 et ŝi+1.

du SAEM-multicomponent nécessite donc la simulation de n(C+ 1) chaîne de Markov, soit
2dn(C + 1) étapes de Metropolis-Hastings (dim(β) = 2d). Cette approche apparaît donc
peu optimale puisqu’à la différence du SAEM-MCMC , ces échantillons ne sont pas réutili-
sées lors des itérations suivantes du SAEM-multicomponent , chaque chaîne étant initialisée
par un paramètre β0 ∈ B quelconque. Toutefois, le SAEM-multicomponent permet en pra-
tique de traiter le cas des modèles de mélange à la différence du SAEM-MCMC .

Bien qu’impliquant la simulation de chaînes de Markov, le SAEM-multicomponent est
plus proche du SAEM que du SAEM-MCMC : il peut être interprété comme une version
bruitée du SAEM proposé par [DLM99]. Le bruit induit par la simulation des données
manquantes suivant une loi approchée ne remet toutefois pas en cause la convergence de
l’algorithme qui a été prouvée dans le contexte des mélanges à prototype déformable dans
[AK10].

Sélection de modèles et MCMC

L’échantillonnage de la loi a posteriori πθ( · | y) soulève le problème de la simulation
par un algorithme MCMC des lois mixtes dont un paramètre discret, le paramètre de
classe, sélectionne un modèle dans une liste de modèles possibles, et l’autre (typiquement
continu) est une variable explicative du modèle sélectionné.

Une telle loi π est définie sur l’espace X suivant

X =
{

(j, βj), j ∈ J, βj ∈ Bj
}
,



94 Préambule

où J = {1, . . . , C} et pour tout j ∈ J, Bj ⊆ Rdj , dj > 0. On définit de plus les tribus
J = P(J) et pour tout j ∈ J, Bj = B(Bj) associées aux espaces J et B1, . . . ,BC . On munit
X de la tribu X

X =
⋃
I∈J
XI où XI =

⋃
j∈I
{j,Bj} .

Ainsi, pour tout A ∈ X , il existe I ∈ J et pour tout j ∈ I, Aj ∈ Bj tels que

A =
⋃
j∈I
{j, Aj} . (103)

Le problème est donc de simuler des réalisations d’une variable aléatoire X définie sur
l’espace de probabilité (X,X , π).

Remarque D.10. Échantillonneur de Gibbs sur l’espace (X,X )

• Dans le cas particulier où pour tout j ∈ J, Bj = B, il est techniquement possible d’im-
plémenter un échantillonneur de Gibbs pour simuler une chaîne de Markov π-réversible.
Toutefois, pour des raisons remarquées dans le cas des mélanges de modèle à prototype
déformable et dans l’exemple D.9, cette solution n’est pas envisageable.
• Dans le cas général, la structure de l’espace d’état X ne permet pas d’implementer
un échantillonneur de Gibbs. En effet, l’étape de simulation de la variable de classe J
s’écrirait alors conditionnellement à un paramètre βj ∈ Bj

J ′ ∼ π(1, βj), . . . , π(C, βj) ,

et ferait intervenir le calcul des poids π(j′, βj) qui ne sont pas définis pour tout j′ 6= j
car (j′, βj) 6∈ X.

L’algorithme de Carlin et Chib [CC95] est une méthode partageant des similarités avec
la Data-Augmentation (Cf. Remarque D.7) qui permet de simuler une chaîne de Markov
{Xk = (Jk, βk), k ∈ N} sur l’espace X admettant π comme distribution stationnaire.
Considérons l’espace mesurable étendu (X̃, X̃ ){

X̃ = J× B1 × · · · × BC ,
X̃ = J ⊗ B1 ⊗ · · · ⊗ BC ,

et la distribution π̃ définie pour tout Ã = (I, Ã1, . . . , ÃC) ∈ X̃ par

π̃(Ã) =
∑
j∈I

π(j, Ãj)
∏
`6=j

ζ`(Ã`) ,

où pour tout j ∈ J, ζj est une densité simulable sur (Bj ,Bj), dénommée pseudo-prior ou
linking density dans [CC95]. Les pseudo-priors ne sont pas déterminés par la distribution π
et ces derniers peuvent être choisi comme n’importe quelle densité simulable sur (Bj ,Bj).
Toutefois, en pratique comme en théorie, le choix des pseudo-priors s’avère être de première
importance ; voir [CC95], Exemple D.11 et Chapitre IV.

Contrairement à l’espace X, X̃ est un espace produit, sur lequel un échantillonneur de
Gibbs est implémentable pourvu que les lois conditionnelles de densité

1. π̃(j |β1, . . . , βC) ∝ π(j, βj)
∏
`6=j ζ`(β`) ,

2. π̃(βj | j, β−j) = π(βj | j) ,
3. π̃(β` | j, β−`) = ζ`(β`) , ∀ ` 6= j ,
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soient simulables.
Notons que 1. est simulable car c’est une loi discrète et que 3. est simulable par hy-

pothèse sur les pseudo-priors. Ainsi, sous l’hypothèse que π( · | j) est simulable, il est
possible de construire une chaîne de Markov étendue {X̃k = (J (k), β

(k)
1 , . . . , β

(k)
C ), k ∈ N}

π̃-réversible, en utilisant un échantillonneur de Gibbs (pour des raisons de lisibilité, l’in-
dice des itérations de la chaîne étendue est en exposant). Différentes implémentations de
l’algorithme de Carlin et Chib sont possibles suivant l’ordre avec lequel les C + 1 étapes
élémentaires de l’échantillonneur de Gibbs sont regroupées.

Une première idée est d’alterner l’échantillonnage des données auxiliaires et des données
d’intérêt à la manière d’un algorithme de Data Augmentation (Cf. Figure 30). Rappelons
que pour tout X̃ = (j, β1, . . . , βC) ∈ X̃, (j, βj) ∈ X sont les données d’intérêts tandis que
les paramètres β−j ∈ B−j sont considérées comme des variables auxiliaires. La figure 32
illustre cette approche : la chaîne alterne entre le noyauKCC1

1 qui regroupe la simulation des
variables auxiliaires et le noyau KCC1

2 qui regroupe la simulation des paramètres d’intérêts.




J (0) = j

β
(0)
j = bj




KCC1
1 


J (1) = j

β
(1)
j = bj

β
(1)
−j = b−j




KCC1
2 



J (2) = j′

β
(2)
j′ = b′j′

β
(2)
−j′ = b−j′




KCC1
1 



J (3) = j′

β
(3)
j′ = b′j′

β
(3)
−j′ = b′−j′




· · ·

Figure 32 – Carlin et Chib : un premier schéma de transition possible


KCC1

1 (x̃,dx̃′) = δ(j,βj)(j′,dβ′j)
∏
` 6=j ζ`(dβ′`) ,

KCC1
2 (x̃,dx̃′) = π̃(j′ |β1, . . . , βC)π(dβ′j′ | j′)

∏
`6=j′ δβ`(dβ′`) .

KCC1
1 est un regroupement de C − 1 étapes de Gibbs élémentaires et indépendantes (les

densités 3. ci dessus) : ce noyau est donc π̃-réversible et en conséquent invariant par π̃.
En revanche, KCC1

2 n’est pas π̃-réversible mais il peut être prouvé qu’il est invariant par π̃.
Alternant entre deux noyaux invariants par π̃, la chaîne de Markov {J (k), β

(k)
1 , . . . , β

(k)
C , k ∈

N} admet π̃ comme distribution stationnaire. De la même manière qu’un algorithme de
Data Augmentation, la suite de variables aléatoires {J (2k), β

(2k)
J(2k) , k ∈ N} est une chaîne

de Markov admettant π comme distribution stationnaire.
En effet, en régime stationnaire (J (k), β

(k)
1 , . . . , β

(k)
C ) ∼ π̃ et pour tout A ∈ X il vient

avec (103),

P[(J (k), β
(k)
J(k)) ∈ A] =

∑
j∈I

∫
Aj

P[J (k) = j, β
(k)
j ∈ dβj ]

=
∑
j∈I

∫
B1
· · ·
∫
Aj

· · ·
∫

BC
P[J (k) = j, β

(k)
1 ∈ dβ1, . . . , β

(k)
C ∈ dβC ]

=
∑
j∈I

∫
Aj

π(j,dβj)
∏
`6=j

∫
B`
ζ`(dβ`) = π(A) .

Toutefois, la chaîne {X̃k, k ∈ N} simulée suivant ce schéma n’est pas un exemple de Data
Augmentation. En effet, le noyau de simulation des variables d’intérêt par un algorithme
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de Data Augmentation serait

KDA
2 (x̃, dx̃′) = π̃(j′, dβ′j′ |β−j′)

∏
` 6=j′

ζ`(dβ`) ,

qui est différent de KCC1
2 : KCC1

2 utilise tous les paramètres de déformations (β1, . . . , βC)
pour simuler J ′ alors que βj′ n’apparaît pas dans KDA

2 .
Afin de simuler une chaîne de Markov étendue π̃-réversible, il est possible de décom-

poser les deux étapes regroupées dans KCC1
2 : {X̃k, k ∈ N} alterne alors entre 3 noyaux de

transitions,
• KCC2

1 simule le paramètre du modèle courant suivant la loi conditionnelle

KCC2
1 (x̃, dx̃′) = π̃(dβ′j | j, β−j)

∏
` 6=j

δβ`(dβ
′
`)δj(j′) ,

• KCC2
2 = KCC1

1 simule les variables auxiliaires,
• KCC2

3 simule la variable de classe

KCC2
3 (x̃,dx̃′) = π̃(j′ |β1, . . . , βC)

∏
`∈J

δβ`(dβ
′
`) .




J (0) = j



KCC2
1



J (1) = j

β
(1)
j = bj




KCC2
2 


J (2) = j

β
(2)
j = bj

β
(2)
−j = b−j




KCC2
3 


J (3) = j′

β
(3)
j′ = bj′

β
(3)
−j′ = b−j′




KCC2
1 


J (4) = j′

β
(4)
j′ = b′j′

β
(4)
−j′ = b−j′




· · ·

Figure 33 – Carlin et Chib : un second schéma de transition π̃-réversible

Les noyaux de transition KCC2
1 , KCC2

2 et KCC2
3 sont π̃-réversibles car ils correspondent

aux noyaux de Gibbs élémentaires simulant respectivement la variable explicative du
modèle courant, les variables auxiliaires et la variable de classe ; la chaîne de Markov
{X̃k, k ∈ N} résultante admet donc π̃ comme distribution stationnaire. Par un raisonne-
ment analogue à celui proposé pour la chaîne alternant entre KCC1

1 et KCC1
2 , la suite de

variables aléatoires {J (3k), β
(3k)
J(3k) , k ∈ N} est une chaîne de Markov admettant π comme

distribution stationnaire.

Exemple D.11. Nous implémentons un échantillonneur de Carlin et Chib pour résoudre
le problème de l’exemple jouet du mélange de 4 gaussiennes (Ex. D.9) dans le cas où
σ2 = 0.05. La figure 34 illustre une réalisation de la chaîne {Xk, k ∈ N} obtenue par
l’algorithme de Carlin et Chib (Transition 33). Une loi gaussienne centrée en (0, 0) et de
variance 1 est utilisée pour les 4 pseudo-priors.

Le Tableau 6 compare les probabilités marginales empiriques des différentes classes
obtenues par l’échantillonneur de Gibbs et par l’échantillonneur de Carlin et Chib avec
différents choix de pseudo-priors. La figure 35 illustre les variances empiriques de l’esti-
mateur de P[J = 1] obtenu à partir de 100 réalisations de {Xk, k ≤ 5000} des différents
algorithmes MCMC comparés dans le Tableau 6.

Cet exemple montre l’influence des pseudo-priors sur la convergence de l’échantillon-
neur et confirme l’intérêt de la méthode de Carlin et Chib par rapport à l’échantillonneur
de Gibbs quand celui-ci est implémentable.
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Figure 34 – Échantillons de la chaîne {Xk, k ∈ N} obtenue par la méthode de Carlin et
Chib : variable de classe à gauche et paramètre explicatif à droite

classes/MCMC 1 2 3 4
Gibbs (Ex. D.9) 0 0 1 0
CC avec ζj = gj 0.26 0.24 0.25 0.25
CC avec ζj = N (0, 1) 0.24 0.27 0.23 0.26
CC avec ζj = N (0, 0.2) 0.44 0.17 0.25 0.14

Tableau 6 – Probabilité empirique des 4 modèles au bout de 3500 itérations de différents
MCMC (Gibbs ou CC : Carlin et Chib)

Remarque D.12. Il est donc possible d’adapter l’algorithme SAEM-MCMC [KL04] au
cas des modèles de mélanges, en substituant le noyau de Metropolis-within-Gibbs utilisé
dans [AKT10a] par les noyaux KCC1

1 KCC1
2 ou KCC2

1 KCC2
2 KCC2

3 .

D .4 Comparaison entre algorithmes MCMC

Lorsque différents algorithmes MCMC permettent d’approcher une même intégrale, la
question du choix de la méthode la plus adaptée en fonction des contraintes de l’utilisateur
(temps de convergence, précision de l’approximation, etc...) a une importance primordiale.

Soit K un noyau de transition sur (X,X ) vérifiant un TCL (95). Dans le contexte des
MCMC, la variance asymptotique dépend aussi du noyau de transition K et est notée
v(f,K, π)

v(f,K, π) = lim
n→∞

1
n
E

{ n∑
k=1

(f(Xk)− πf)
}2
 ,

où {Xk, k ∈ N}, est une chaîne de Markov de noyau de transition K. La variance
asymptotique est un critère de référence pour mesurer l’efficacité d’un algorithme MCMC
[Pes73, Tie95, MG99, Mir01, ML09] Soit K0 et K1 deux noyaux de transitions sur (X,X )
admettant π comme mesure de stationnarité. On dit que K1 est au moins aussi efficace
que K0 et on note K1 �E K0 si pour toutes fonctions f ∈ L2(π) telles que pour i ∈ {0, 1}
v(f,Ki, π) <∞

v(f,K1, π) ≤ v(f,K0, π) . (104)

Étant donné deux noyaux, il est généralement difficile de prouver analytiquement l’in-
égalité 104 de façon directe. En effet,
• l’inégalité (104) doit être vérifiée pour un large ensemble de fonctions,
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Figure 35 – Variance empirique de l’estimateur de P[J = 1] obtenu par l’échantillonneur
de Gibbs (magenta) et par la méthode de Carlin et Chib avec différents pseudo-priors :
ζj = gj (rouge), ζj = N (0, 1) (bleu) et ζj = N (0, 0.2) (vert) (100 simulations)

• la dépendance entre les différents états de la chaîne nécessite le calcul des covariances
Cov(f(Xi), f(Xj)) pour j 6= i, qui font généralement intervenir des séries dont une
expression explicite peut être difficile à obtenir en pratique.
D’autres relations d’ordres partiels sur l’ensemble des noyaux de transition, plus faibles

que (104), ont été proposées [Pes73, Tie95, MG99]. Elles ont comme intérêt d’être géné-
ralement plus simples à établir que (104) et impliquent, sous certaines conditions, l’ordre
des variances asymptotiques.

L’ordre de Peskun [Pes73] (noté �P), initialement défini pour des chaînes de Markov
à espace d’état discret puis généralisé par Tierney [Tie95] pour les chaînes de Markov
définies sur un espace d’état général, est un ordre partiel hors-diagonal. K0 et K1 étant
deux noyaux admettant π comme distribution stationnaire, alors K1 �P K0 si pour tout
A ∈ X

K1(x,A\{x}) ≥ K0(x,A\{x}) , pour π-presque tous les x ∈ X . (105)

Cet ordre compare les probabilités de K0 et K1 de se déplacer dans l’espace d’état : ainsi
K1 sera meilleur que K0 au sens de Peskun si il explore plus efficacement l’espace d’état.
L’ordre de Peskun a notamment permis de montrer le caractère optimal de l’échantillon-
neur de Metropolis-Hastings (97) par rapport à n’importe quel autre noyau de transition
ayant la même structure mais une probabilité d’acceptation (98) différente [Pes73]. Le
Théorème 4 de Tierney [Tie95] étend le Théorème 2.1.1 de Peskun [Pes73] à un cadre
général et affirme que si K0 et K1 sont π-réversibles, alors

K1 �P K0 =⇒ K1 �E K0 .

La démonstration du Théorème 4 de Tierney utilise un résultat sur la décomposition
spectrale des opérateurs auto-adjoints, énonçant que pour une chaîne de Markov homogène
de noyau π-reversible K

v(f,K, π) =
〈
f, (I −K)−1(I +K)f

〉
. (106)

Rappelons que pour toutes fonctions (f, g) ∈ L2(π)2, l’application

〈f, g〉 = Eπ[f(X)g(X)] =
∫

X
f(x)g(x)π(dx)

définit un produit scalaire sur L2(π).
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Considérant un noyau K(α) défini comme le mélange de deux noyaux π-réversibles K0
et K1 tels que K0 �P K1 et pour tout α ∈ [0 ; 1]

K(α) = αK0 + (1− α)K1 ,

la preuve est achevée en montrant que la fonction α → v(f,K(α), π) est croissante sur
[0; 1].

Toutefois, une large gamme de noyaux de transition sur (X,X ) ne peuvent pas être
comparés par l’ordre de Peskun. En particulier, les noyaux absolument continus par rap-
port à la mesure de Lebesgue ν

K(x,dx′) = k(x, x′)ν(dx′) ,

ont une probabilité nulle de rester sur la diagonale, i.e. dans le même état, et ne sont donc
pas comparable par Peskun. Cette situation concerne notamment les échantillonneurs de
Gibbs.

L’ordre de covariance de degré 1 (noté �C) introduit par [MG99] permet de s’affranchir
de cette contrainte. La covariance de degré 1 pour la chaîne de Markov {Xk, k ∈ N} de
noyau de transition K s’écrit pour toute fonction f ∈ L2(π)

Cov(f(Xk), f(Xk+1)) =
x

X
f(x)f(x′)π(dx)K(x,dx′) = 〈f,Kf〉 .

Ainsi, K1 domine K0 au sens de l’ordre de covariance, K1 �C K0, si

∀f ∈ L2(π) 〈f,K1f〉 ≤ 〈f,K0f〉 ,

ou de façon équivalente si K0 −K1 est un opérateur positif sur L2(π).
D’après le Lemme 3 de [Tie95], l’ordre de covariance est un ordre plus faible que celui

de Peskun : si K0 et K1 admettent π comme distribution stationnaire, alors

K1 �P K0 =⇒ K1 �C K0 .

Notons toutefois que dans le cas où les noyaux sont π-réversibles, le Théorème 6 de [ML09]
prouve que les deux ordres sont équivalents

K1 �P K0 ⇐⇒ K1 �C K0 .

Ces outils permettent d’établir des comparaisons entre différents algorithmes MCMC
de façon relativement simple sans recourir à des développements théoriques approfondis
sur les chaînes de Markov. Cependant en pratique, de nombreux MCMC ne sont pas π-
réversibles : typiquement plusieurs étapes de l’échantillonneur de Gibbs ou de Metropolis-
within-Gibbs sont agrégés et le noyau composé perd sa réversibilité rendant inapplicable
les précédents résultats.

Pour cette raison, l’algorithme de Carlin et Chib ne peut pas être comparé à d’autres
méthodes MCMC. En effet, les résultats précédents ne s’appliquant qu’à des chaînes ho-
mogènes, le noyau de transition sur (X,X ) à considérer s’écrit pour tout x = (j, βj)

K(x,dx′) =
∫

B1
· · ·
∫

Bj−1

∫
Bj+1
· · ·
∫

BC

∏
`6=j

ζ`(dβ`)π̃(j′ |β1, . . . , βC)π(dβ′j′ | j′)

et n’est pas π-réversible.
Pourtant, il semble exister une corrélation entre la faculté de la chaîne à visiter équita-

blement les différentes classes (Tableau 6) et la variance asymptotique de la chaîne associée
(Courbes 35), ce qui laisse penser qu’un résultat liant l’ordre de Peskun pour les noyaux
de sélection de classes et l’efficacité du MCMC existe.
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Résumé de la contribution

Notre contribution s’articule en trois points :
(i) Un résultat théorique général permettant de comparer des chaînes de Markov inho-

mogènes,
(ii) Une méthodologie utilisant ce résultat pour étudier l’efficacité de nombreux MCMC

existants sans nécessiter de développement théorique conséquent,
(iii) La mise au point d’un algorithme MCMC de type Pseudo-Marginal exacte et plus

efficace que certains algorithmes Pseudo-Marginaux existants.

Résultat théorique

Nous prouvons dans le Théorème IV.4, [M3], une extension du Théorème 4 de Tierney
[Tie95] pour les chaînes de Markov inhomogènes. Plus précisément, pour deux chaînes de
Markov {X(i)

k , k ∈ N}, i ∈ {0, 1}, alternant entre deux noyaux Pi et Qi π-réversibles tels
que :

P1 �P P0 et Q1 �P Q0 (107)

alors pour les fonctions f ∈ L2(π) vérifiant

∞∑
k=1

(
|Cov(f(X(i)

0 ), f(X(i)
k ))|+ |Cov(f(X(i)

1 ), f(X(i)
k+1))|

)
<∞ , (108)

nous prouvons que :

v1(f) ≤ v0(f) où vi(f) = lim
n→∞

1
n
Var

(
n−1∑
k=0

f(X(i)
k )
)

(i ∈ {0, 1}) .

Notons que le Théorème 4 de Tierney est valable pour l’ensemble des fonctions {f ∈
L2(π), vi(f) < ∞} tandis que notre Théorème IV.4 peut sembler plus restrictif par l’hy-
pothèse (108). Toutefois, l’expression de vi(f) donné dans le Lemme IV.29 est proche de
la condition (108), aux valeurs absolues près. Par conséquent, l’ensemble des fonctions
vérifiant (108) est certes inclus mais très proche de l’ensemble {f ∈ L2(π), vi(f) < ∞} :
l’hypothèse (108) peut être considérée comme valable pour un très grand nombre de fonc-
tions qui sont concernées par le Théorème 4 de Tierney.

Le résultat sur la décomposition spectrale des opérateurs auto-adjoints 106 utilisé par
Tierney pour prouver le Théorème 4 n’est pas applicable dans notre contexte car la chaîne
n’est pas homogène. Notre preuve est basée sur la théorie des opérateurs et montre que
lorsque l’on considère la chaîne de Markov de noyau de transition

R(α)
n = (αP1 + (1− α)P2)1E(n) + (αQ1 + (1− α)Q2)1O(n) ,

où P1, P2, Q1 et Q2 sont des noyaux vérifiant 107 et O et E désignent respectivement les
sous ensembles de N des nombres pairs et impairs, alors la fonction α → v(f,R(α)

n , π) est
décroissante sur [0; 1] ; voir les Lemmes IV.29 et IV.30.

Méthodologie de comparaison

Un cas typique d’utilisation du Théorème IV.4 concerne la comparaison de méthodes
MCMC, communément désignées sous le nom de Data Augmentation (voir la Remarque
D.7), utilisant des chaînes de Markov à deux composantes {(Yk, Uk), k ∈ N} où Y est une
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(
Yk = y

Uk = u

)

{
Uk+1 ∼ P (u, y; · )
Yk+1 ∼ Q(u′, y; · )

(
Yk+1 = y′

Uk+1 = u′

)

{
Uk+2 ∼ P (u′, y′; · )
Yk+2 ∼ Q(u′′, y; · )

(
Yk+2 = y′′

Uk+2 = u′′

)

Figure 36 – Chaîne de Markov de noyau K = PQ

variable d’intérêt et U est une variable auxiliaire. Une telle chaîne cible une loi pouvant
s’écrire π(dy,du) = π∗(dy)R(y,du) et évolue classiquement au moyen d’un noyau de
transition K = PQ comme le montre la Figure 36.

P et Q sont généralement des noyaux de transition de type Gibbs ou Metropolis-
Hastings qui, pris individuellement sont π-réversibles, mais pour qui le produit K = PQ
n’est que rarement π-réversible (voir la Proposition D.5). Par conséquent, le Théorème
4 de Tierney ne peut s’appliquer pour comparer des chaînes de ce type et en particulier
obtenir une inégalité sur les variances asymptotiques du type

lim
n→∞

1
n
Var

(
n−1∑
k=0

f(Y (0)
k )

)
≤ lim

n→∞
1
n
Var

(
n−1∑
k=0

f(Y (1)
k )

)
(109)

où pour i ∈ {0, 1}, Pi et Qi vérifient 107 et {(Y (i)
k , U

(i)
k ), k ∈ N} est une chaîne de Markov

de noyau de transition Ki = PiQi. Notre Théorème suggère de considérer la chaîne de
Markov inhomogène {X(i)

k , k ∈ N} définie par :

X
(i)
2k =

(
Y

(i)
k = y

U
(i)
k = u

)

{
Ỹ

(i)
k ∼ δy( · )
Ũ

(i)
k ∼ Pi(u, y; · )

X
(i)
2k+1 =

(
Ỹ

(i)
k+1 = y

Ũ
(i)
k+1 = u′

)

{
Y

(i)
k+1 ∼ Qi(u

′, y; · )
U

(i)
k+1 ∼ δu′( · )

X
(i)
2k+2 =

(
Y

(i)
k+1 = y′

U
(i)
k+1 = u′

)

Pour toute fonction G : X = Y × U → R vérifiant 108, alors d’après le Théorème IV.4,
v0(G) < v1(G). Dans la majorité des cas, les fonctions d’intérêts G ne dépendent que de
Y i.e. G(Y, U) = f(Y ) (la variable U a le plus souvent le seul rôle d’aider à la simulation
de Y ). Dans ce cas, pour i ∈ {0, 1}, pour n pair

Var
(
n−1∑
k=0

G(X(i)
k )
)

= Var

n/2−1∑
k=0

G(X(i)
2k ) +G(X(i)

2k+1)

 = Var

n/2−1∑
k=0

f(Y (i)
k ) + f(Ỹ (i)

k+1)


et donc

vi(G) = lim
n→∞

1
n
Var

(
n−1∑
k=0

G(X(i)
k )
)

= 2 lim
n→∞

1
n
Var

n/2−1∑
k=0

f(Y (i)
k )

 = 2vi(f)

ce qui prouve l’inégalité 109 qui n’était pas démontrable sans le Théorème IV.4.
Cette approche nous permet entre autre d’établir une justification théorique prouvant

l’efficacité de l’algorithme de Carlin et Chib comparé à l’algorithme de Gibbs dans les
situations où ces deux algorithmes peuvent être implémentés ; voir Remarque D.10. Pour
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pouvoir comparer ces deux algorithmes il est nécessaire d’écrire la chaîne de Carlin et
Chib {Y (CC)

k , k ∈ N} sur le même espace que celui de la chaîne de Gibbs {Y (G)
k , k ∈ N}.

On désigne par Y = (j, βj) la variable d’intérêt, par π∗ la loi cible de ces algorithmes et
respectivement par Pi et Qi (i ∈ {G, CC}) les noyaux de transition qui mettent à jour la
variable de classe et la variable continue. Les algorithmes de Gibbs et de Carlin et Chib
peuvent être décomposés en une chaîne inhomogène alternant entre les deux noyaux Pi et
Qi (i ∈ {G, CC}), comme le montre la figure ci-dessous

Y
(i)
2k =

(
J
(i)
k = j

Z
(i)
k = βj

)

PCC





∀ i 6= j Ui ∼ ζi( · )
Uj = βj

J̃
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k ∼ π( · |u1, . . . , uC)

Y
(CC)
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(
J̃
(CC)
k = j′
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)

QCC

{
J
(CC)
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Z

(CC)
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(i)
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J
(i)
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{
J̃
(G)
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Z̃

(G)
k ∼ δβj ( · )

Y
(G)
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(
J̃
(G)
k = j′

Z̃
(G)
k = βj

)
QG

{
J
(G)
k+1 ∼ δj′( · )
Z

(G)
k+1 ∼ π∗( · | j′)

On remarque que l’étape de simulation de la variable continue βj conditionnellement
à la variable de classe est identique dans les deux algorithmes i.e. QG = QCC. Comme le
montrent les Exemples D.9 et D.11, l’utilisation des variables auxiliaires dans l’algorithme
de Carlin et Chib favorise la visite de divers modèles comparé à l’échantillonneur de Gibbs.
En conséquent, l’hypothèse PCC �P PG, bien qu’elle ne soit pas démontrable, est réaliste.
Sous cette hypothèse, le Théorème IV.4 montre que la chaîne de Markov {Y (CC)

k , k ∈ N} a
une variance asymptotique plus faible que {Y (G)

k , k ∈ N}, ce que le Théorème 4 de Tierney
ne permettait pas, ces deux chaînes étant inhomogènes.

Un nouvel algorithme Pseudo-Marginal

Les algorithmes Pseudo-Marginaux [AR09, AV12] construisent des chaînes de Markov
qui visent une distribution cible π∗ qui n’est pas connue explicitement. π∗ est typiquement
une loi marginale incalculable d’une loi jointe connue. Ce type d’algorithme utilise des va-
riables auxiliaires pour calculer un estimateur π̂∗ de π∗, par échantillonnage d’importance
par exemple. Deux algorithmes Pseudo-Marginaux sont étudiés :

– le MCWM est une version bruitée de l’algorithme de Metropolis-Hastings dans lequel
à chaque itération, un candidat est proposé et deux ensembles de variables auxiliaires
sont simulées pour calculer les estimateurs de la densité de l’état courant et de la
proposition,

– le GIMH est un algorithme de Metropolis-Hastings qui conserve d’une itération à
l’autre les variables auxiliaires correspondant à l’état courant et qui simule à chaque
itération un candidat et l’ensemble de variables auxiliaires qui lui est associé.

Le Théorème 4 de Tierney ne permet pas de comparer ces deux algorithmes car le MCWM
n’est pas π∗-réversible (le MCWM n’admet même pas π∗ comme loi stationnaire). En
revanche, guidé par le Théorème IV.4, nous proposons un nouvel algorithme le Random
Refreshment Algorithm, qui ré-échantillonne les variables auxiliaires avec une certaine pro-
babilité. Par application de la méthodologie précédemment proposée et du Théorème IV.4,
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nous montrons, dans la section 4 du chapitre IV, que le Random Refreshment Algorithm
a une variance asymptotique plus faible que celle du GIMH.

D’autres classes de MCMC pourraient être explorées à l’appui du Théorème IV.4 pour
comparer des algorithmes existants ou en proposer de nouveaux comme cela a été le cas
dans le contexte des algorithmes Pseudo-Marginaux. Une généralisation du Théorème IV.4
pour le cas de chaînes inhomogènes alternant entre n > 2 noyaux permettrait par exemple
de comparer d’une façon plus générale les algorithmes de Metropolis-within-Gibbs.

Les méthodes PMCMC (Particle Markov chain Monte Carlo) [ADH10] sont des algo-
rithmes MCMC qui utilisent des méthodes de Monte Carlo séquentielles (SMC) pour
construire une loi de proposition. L’algorithme Particle Marginal Metropolis-Hastings
(PPMH) proposé dans [ADH10] est l’analogue de l’algorithme GIMH dans un contexte
PMCMC pour des modèles espace-état ou de Markov caché. Il serait intéressant d’étudier
si un théorème similaire au Théorème IV.4 existe pour comparer les méthodes PMCMC
et, le cas échéant, de proposer un algorithme de type Random Refreshment Algorithm
implémentable dans ce contexte.





Chapitre I

Détection de cibles dans
l’infrarouge et sélection de bandes

Ce chapitre présente notre contribution à la détection de cibles dans des images in-
frarouge multispectrales et au problème associé de sélection de bandes spectrales. Bien
qu’élaborée à partir de SIR d’avions, cette méthodologie ne s’y restreint pas et peut être
appliquée à d’autres types de données. Une grande partie de ce chapitre est extraite de
[M2].

1 Introduction
Progress made during the last fifty years in optics sensors enhanced the use of InfraRed

(IR) detection for scientific, civil and military applications. IR sensors enable to detect tar-
gets that cannot be set apart from their surroundings in the visible spectral range, thanks
to their emitted heat. This explains why knowledge of aircraft IR emission is compulsory
to assess their detection probability and thus their susceptibility. In the last decade, the
usefulness of multispectral or hyperspectral sensors for remote sensing assignments has
been proven [HCYW96, CC02] and some studies [KR02, MS02] emphasize their potential
for target detection. Multispectral sensors sample the incoming light from the scene in
several, about 10 or less, wavelength bands, whereas hyperspectral sensors collect data in
hundreds of narrow contiguous spectral bands. These sensors provide a powerful means to
discriminate different materials on the basis of their unique spectral signatures.

However, few multispectral sensors are, for now, available in the IR field. In this pa-
per, we focus on the specification of a low resolution multispectral InfraRed sensor for
aircraft detection. For many reasons, the experimental approach is generally not feasible
to evaluate the IRS (aircraft not available, safety reasons...), and computer programs are
therefore extremely valuable tools. Yet, as existing computer simulations of aircraft IRS
[JD06, NKSS91, Gau81] do not account for the dispersion induced by uncertainty on input
data, such as aircraft aspect angles, meteorological conditions and optical properties, they
must be coupled with uncertainty propagation methods to estimate the detection perfor-
mance of IR optronic systems [LRVD10b]. In that case, the scenario encompasses a lot
of possible situations that must indeed be addressed, but cannot be singly simulated and
the uncertainties in the input data propagate through the simulation model to the output
data. Therefore, the simulated result is no longer a single IRS value, but a set of possible
IRS which should include the IRS measured at a given instant. ONERA has developed
for thirty years a simulation of combat aircraft IRS, CRIRA, initiated by [Gau81] ; see
the section Simulation for more details. Using CRIRA, we have defined a general metho-
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dology for predicting simulated IRS dispersion of imperfectly known military aircraft and
performing aircraft detection on the resulting set of low resolution spectrally integrated
InfraRed images in [M6].

In this paper, we consider multispectral aircraft IRS : each pixel is a vector whose
coordinates correspond to the irradiance of the optronic scene partially integrated over a
specified set of bands of the IR spectrum. In order to be useful, the sensor should be able
to detect an aircraft far ahead. This explains the coarse resolution of the data we consider :
the IRS are 16 × 16 images and an aircraft rarely signs over 10 pixels. The sensor would
indeed be too cumbersome otherwise.

Target detection in multi/hyperspectral images has given raised to a wealth of research
efforts [MDC10, Man05, MS02]. The typical objective of these methods is to detect small
and rare objects in a background clutter. Given a statistical model (possibly partially
unknown), most of the target detection algorithms derive from the Neyman-Pearson Li-
kelihood Ratio Test (LRT) or from the Generalized Likelihood Ratio Test (GLRT), when
some parameters are unknown. A highly sought after feature for these detectors is the
CFAR (Constant False Alarm Rate) property, implying that the probability of false alarm
(PFA) does not depend on any unknown parameter. Therefore, it is theoretically possible
to set the test rule so that the detector achieves a given false alarm rate.

In some applications, a characteristic spectral signature of the target is a priori known
[MMS03, RFKN92, SRY90, SCE96]. The corresponding detection methods are referred to
as matched filter algorithms in the literature ; see Example A.4. Although being CFAR
[RFKN92], the detection performance of these algorithms rely upon the quality of the
target reference spectrum, which may be difficult to obtain in practice. Moreover, it is not
suitable to targets whose spectral signature cannot be described by a model.

Another approach referred to as anomaly detection does not request the target spec-
tral signature knowledge [MDC10]. In this framework, it is assumed that most of the
image is composed of a background clutter, whose first and second order statistics may be
unknown. Anomaly detection algorithms aim at identifying areas or pixels of the image
who significantly differs from the background. More precisely, in the multi/hyperspectral
imagery context, this generally boils down to find pixels whose spectral properties stand
out from those of the background. Reed and Yu proposed in [RY90] a CFAR anomaly
detector, referred to as the RX (Reed Xiaoli) detector and considered as the benchmark
among the anomaly detection algorithms designed for multi/hyperspectral images ; see
Paragraph RX detector in Preamble A .2. In the RX detector, the background pixels are
supposed to be independent and identically distributed (i.i.d.) with an unknown multi-
variate Gaussian distribution. Under this assumption, the Generalized Likelihood Ratio
Test (GLRT) amounts to compare the squared Mahalanobis distance between the sampled
background distribution and a pixel under test to a detection threshold. A consequent re-
search effort based on the RX detector have thus emerged, mostly focused on the estimation
of background distribution moments : as a matter of fact, the homogeneous multivariate
Gaussian distribution assumption is generally not suitable for real backgrounds as a whole,
and deviations from this model lead to high false alarm rates. Refer to page 37 and to
[MDC10, BAR+11] for a review of these methods.

Although in their seminal paper [RY90], Reed and Yu assume the knowledge of the
target optical pattern, as noted in Paragraph RX detector, Preamble A .2, most of the
evolved RX detectors process each pixel separately and do not account for the target spatial
pattern. However, a promising way of accounting for spatial contextual information was
proposed in [CVGCMM+06]. To achieve hyperspectral classification, this method uses a
support vector machine algorithm with composite kernels for the clustering step, in order to
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add information about surrounding area of each pixel : a sum of two kernels is considered,
one for the pixel signature, and the other one for the mean and/or the standard deviation
of signatures of the surrounding pixels. Unfortunately, this is not suited to low resolution
objects : in the case of aircraft multispectral IRS, nearly all aircraft pixels are adjacent to
several background pixels.

Therefore, to the best of our knowledge, detector in multi/hyperspectral images for
low resolution targets, whose spectral signature is unknown and taking into account the
target sprawl, has yet to be proposed. The figure 14 gives a hint of the kind of images we
are going to cope with and illustrates the two types of dispersion that should be handled
by the proposed methodology :

– the spatial dispersion : the geometry of the aircraft is different in the three images,
– the spectral dispersion : the irradiance intensity varies in the different wavelength
bands.

In this paper, we propose an innovative methodology for aircraft detection in a mul-
tispectral image : it takes simultaneously advantage of spectral and spatial discriminant
features to reveal anomalies. It combines the Mahalanobis transform embedded in the RX
algorithm with some level set technics proposed in [M6] ; see Preamble A .4.

In most cases, aircraft corresponds to hot temperatures at the sensor level. Hence it is
natural to rely on a detection test that considers the hottest pixels in the sensed image,
and therefore in its Mahalanobis transform. If these pixels are close, they are likely to
come from a target ; otherwise they belong to the clutter. Instead of manually testing
the neighborhood of each hot pixel, we propose to take advantage of a powerful tool in
image analysis : the level sets [OP03, MG00, MM98]. The results emphasize that, in the
context of aircraft detection, there is a great interest in using multispectral IRS rather than
integrated IRS, as long as the IR bands are well chosen. As a matter of fact, the detection
performances turn out to vary greatly according to the number and the wavelength bands
location in the IR spectrum. We thus proposed to use a genetic algorithm [Gol89] to
optimize the detection performance and to provide the set of 2, 3 or 4 optimal elementary
band combinations for aircraft detection.

This paper is organized as follows : the multispectral detection algorithm is introduced
in Section 2 and the wavelength bands selection strategy is detailed in Section 3 . Finally,
experimental results are given in Section 4 .

2 A Level Set Approach to Anomaly Detection

2 .1 Statistical framework

A multispectral image with K spectral bands is a function f : Ω → RK , where Ω
is a discrete and finite subset of R2. The set of multispectral images featuring K bands
is denoted FK , and let for all f ∈ FK , ΩB(f) and ΩT (f) denote the subspaces of Ω
related respectively to f background and target. We assume that ΩT (f) and ΩB(f) are
complementary subsets of Ω, ie Ω = ΩB(f)∪ΩT (f). In addition, let |Ω| denotes the number
of pixels in the image f . Finally, for all x ∈ Ω, the vector yx = f(x) ∈ RK is referred to as
a spectral pixel, where for all k ∈ {1, . . . ,K}, y(k)

x denotes the pixel x irradiance integrated
over the k-th spectral band.

On the basis of this observation, a decision of two hypotheses : the null hypothesis H0
corresponding to sky background and the alternative hypothesis H1, simply corresponding
to everything but H0, shall be made. We thus assume that the set FK can be written as
FK = H0 ∪ H1. In our framework, an anomaly detection is a statistical test φ mapping
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any multispectral image f ∈ FK to {0, 1} such that :

φ : f →
{

0 =⇒ f ∈ H0 ,

1 =⇒ f ∈ H1 .

In the following, Φ will denote the set of mapping from FK to {0, 1}.
The performance of a detection test φ ∈ Φ is characterized by the two following

statistics :
– the probability to detect true positive samples PD, defined for any f ∈ FK as :

PD(φ) = P[φ(f) = 1 | f ∈ H1] ,

– the probability to predict positive, samples that are actually negative, PFA, (also
referred to as false alarm rate) and defined as :

PFA(φ) = P[φ(f) = 1 | f ∈ H0] .

When these probabilities are analytically intractable, one may use the following estimates :

P̂D(φ) = 1
|H1|

∑
f∈H1

φ(f) , P̂FA(φ) = 1
|H0|

∑
f∈H0

φ(f) ,

where |H1| and |H0| respectively denote the number of positive and negative samples in
the data set.

In addition to φ, anomaly detection methods such as the RX algorithm use a pixel-
level test which we will denote ψ in the following. Given a background model B, possibly
partially unknown, ψ writes similarly to φ as a mapping from FK×Ω to {0, 1}, such that :

ψ : (f, x)→
{

0 =⇒ x ∈ B ,
1 =⇒ x 6∈ B .

Defining φ and ψ are two important issues when implementing a detection algorithm.
In particular, there is always a compromise between increasing the probability of detection
PD, while keeping the probability of false alarm PFA low. For any given detector, this trade-
off may be described by the receiver operating characteristic (ROC) curve, which plots PD
versus PFA.

In this paper, we characterize the performance of a detection test φ ∈ Φ with the two
following statistics, which take into account a tradeoff between PD and PFA :

– The area under the ROC curve denoted S1(φ),
– The probability of detection given a fixed alarm rate ε, that is S2(φ, ε) = PD(φ)

given that PFA(φ) ≤ ε.

2 .2 RX anomaly detection test

If we model the background as a K-dimensional multivariate Gaussian distribution
B = N (µ,Γ), a proper anomaly detector is the well-known RX detector [RY90]. Under
this assumption, the log-likelihood function of the background distribution is proportional
to the Mahalanobis distance dM ( · ,B). For any f ∈ FK and x ∈ Ω, dM ( · ,B) provides a
similarity measure between f(x) and the background distribution B such that :

dM (f(x),B) = (f(x)− µ)(T )Γ−1(f(x)− µ) .
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More precisely the pixel-level detection test ψRX ∈ Ψ is defined for any f ∈ FK and x ∈ Ω
as :

ψRX(f, x) = 1]α,∞[(dM (f(x),B)) ,

where x→ 1A(x) is the set A indicator function and α ∈ R the test threshold.
Moreover for any f ∈ FK , the set of anomalous pixels may be defined as A(f) =

{x ∈ Ω, ψRX(f, x) = 1}. Finally, the resulting image-level detection test φRX ∈ Φ may be
expressed, for any f ∈ FK , as φRX(f) = 1 if A(f) 6= {∅} and φRX(f) = 0 otherwise.

As explained in Preamble A .1, we assume that the background distribution is known.
We thus consider the base RX version before taking into account spatial information.

Under this assumption, a well known property of the Mahalanobis distance is that for
some multispectral image f ∈ FK , the Mahalanobis transform of a pixel x ∈ ΩB(f) is
such that dM (f(x),B) ∼ χ2

K , where χ2
K is the chi-squared distribution with K degrees of

freedom. For any f ∈ H0, the probability of false alarm writes in this case :

PFA(φRX) = P[dM (f(x),B) > α] =
∫ ∞
α

χ2
K(u)du .

The threshold α can thus be set to achieve a specific (constant) false alarm rate (CFAR
property).

For any multispectral image f ∈ FK , let f̂ denote in the following the Mahalanobis
transform of f defined for all x ∈ Ω as :

f̂ : x→ dM (f(x),B) .

Although the spatial structure of f is preserved by the Mahalanobis transform, f̂ does
not convey any quantitative spectral information but provides a cartography where high
gray levels are likely to be anomalies. Figure I-1 illustrates the Mahalanobis transform of
a synthetic multispectral image f , with K = 4 spectral bands.

We define a first anomaly detection test φ(1)
α ∈ Φ, derived from the RX detector. Given

that the Mahalanobis transform of the background pixels is known, we propose :

φ(1)
α (f) = 1{[α;∞[}

(
max
x∈Ω

f̂(x)
)
,

where α ∈ R is the test threshold. A convenient property of this test is that the threshold
α can be set analytically in order to achieve a given false alarm rate. Indeed, there exists
a bijection Π1 : R → (0, 1) such that PFA(φ(1)

α ) = Π1(α). A basic proposition on the
distribution of an i.i.d. random field shows indeed that :

PFA(φ(1)
α ) = P[ max(f̂) ≥ α | f ∈ H0 ] = 1− Fχ2

K
(α)|Ω| ,

where Fχ2
K

is the cumulative distribution function of the χ2
K distribution. Therefore, for

a given false alarm rate p ∈ (0, 1)

α = Π−1
1 (p) = qχ2

K

(
(1− p)1/|Ω|

)
,

where for all λ ∈ (0, 1), qχ2
K

(λ) is the λ-quantile of a chi-squared cumulative distribution
function. However, this test does not account for spatial information and can lead to low
detection probabilities, especially when |Ω| is high.

A more general test φ(2)
α,β derived from φ

(1)
α consists in detecting an anomaly in a

multispectral image f ∈ FK when at least one pixel is unlikely to be a realization of a
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L = 4
(a) f

f̂(b)

Figure I-1 – (a) simulated multispectral IRS, featuring K = 4 spectral bands and (b) its
Mahalanobis transform

K-degree of freedom chi-squared distribution. That is, either one pixel exceeds (or is lower
to) a high (or a low) quantile of a χ2

K random field. From a physical standpoint, this test
features the advantage of detecting anomalies with either a positive or a negative contrast
from the background Infrared signature. φ(2)

α,β may be expressed as :

φ
(2)
α,β(f) = max

{
1 [0;β]

(
min
x∈Ω

f̂(x)
)
, 1 [α;∞[

(
max
x∈Ω

f̂(x)
)}

,

where α and β are the two test thresholds. α is defined as previously, while using the same
type of argument, β may be set as β = Π−1

1 (1 − p), where p is the test φ(1)
α desired false

alarm rate.

2 .3 A detection test combining spectral and spatial information

Although in our context an aircraft is weakly resolved, its typical IRS spreads over
a small set of adjacent pixels (Figure 14). As a consequence, the associated Mahalano-
bis transform also features relevant adjacent pixels. An alternative to φ

(1)
α , which only
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considers the maximum of the Mahalanobis transform of some image f ∈ FK , is thus
to study some well chosen level sets of f̂ . Level sets have long proved their usefulness
in image processing [OP03],[MG00],[MM98]. Here they provide a handy tool for testing
spatial proximity of hot pixels. Indeed, the assumption that the background pixels are not
spatially correlated implies that it is very unlikely to have a level set of say, a high quantile
of the χ2

K distribution, which does not come from the target. As a result, compared to
φ

(1)
α , for a given probability of detection, the false alarm rate should decrease considerably

when taking into account the level sets.
Let us recall some basic definitions (refer, for instance, to [Mat75] for further details). In

the sequel, let Ω̄ be the R2 extension of Ω and for any function g : Ω→ R, let I(g) : Ω̄→ R
denote the bicubic interpolation of g on Ω̄ (many other interpolation schemes could also
be used as well). Moreover, let for any α ∈ R, Cα+(g) and Cα−(g) be the two α-level sets
defined by :

Cα+(g) = {x ∈ Ω̄, I ◦ g(x) ≥ α} ,
Cα−(g) = {x ∈ Ω̄, I ◦ g(x) ≤ α} .

The interpolation implies that I(g) is continuous on Ω̄ and that regularity conditions
hold. In particular, the α-level line set Lα+(g) (resp. Lα−(g)) exists and is defined as
Lα+(g) := ∂Cα+(g) (resp. Lα−(g) := ∂Cα−(g)). Finally, let C+

α (g) be the set of the closed
elements of Cα+(g) and similarly define C−α (g), L+

α (g) and L−α (g).
We propose a third detection test φ(3)

α,ν ∈ Φ, making use of some level sets tools. First,
let A(3)

α,ν be the set of anomalous regions of Ω̄ defined for any f ∈ FK by :

A(3)
α,ν(f) = {x ∈ c, c ∈ C+

α (f̂), Per(c) > ν } ,

where for any level line l or level set c, Per(l) and Per(c) both denote its perimeter.
The pixel-level and image-level detection tests may thus be expressed as follows :

ψ(3)
α,ν(f, x) = 1

A
(3)
α,ν(f)(x) ,

φ(3)
α,ν(f) = 1[ν;∞[

(
max

l∈L+
α (f̂)

Per(l)
)
.

φ
(3)
α,ν exploits both spatial and spectral information in that it only retains sets of adjacent

pixels of the Mahalanobis transform above the noise level. Moreover, compared to φ(1)
α , it

conveys a spatial information about the target location.
Figure I-2 illustrates the appropriateness of taking into account some well chosen level

lines in the detection test φ(3)
α,ν on some 64 × 64 multispectral images. The top panel (a)

displays the level line set Lα(f). Even though Lα(f) contains the target, it also features
level lines that belongs to the background. Conversely, the bottom panel (b), displays only
the elements of Lα(f) whose perimeter exceeds a threshold ν : this set is actually restricted
to the target.

To focus on the relevant level sets, α and ν should be set so that an α-level set with
perimeter larger than ν is unlikely for a χ2

K random field. However, the distribution of the
maximum perimeter of an α-level set of a χ2

K random field, denoted πα, is intractable.
Thus, contrarily to the test φ(1)

α , the mapping PFA(φ(3)
α,ν) = Π3(α, ν) has no analytical

expression. Nevertheless, note that

Π3(α, ν) =
∫ ∞
ν

πα(du) = Eπα
[
1{[ν;∞[} (U)

]
,
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(a)

(b)

Figure I-2 – Representation of I(f̂), where f ∈ H1 and of the level line set L+
α (f̂) in (a)

and {l, l ∈ L+
α (f̂), Per(l) ≥ ν} in (b)

yielding that a Monte Carlo (MC) approximation Π̂N
3 of Π3 can be obtained for any data

point (α, ν) ∈ R2, see Algorithm 5.
Remarks :
– Algorithm 5 allows a pointwise approximation of Π3 but not directly of Π−1

3 which is
the function of interest. Therefore, starting from any threshold value (α0, ν0) ∈ R2,
a walk on the parameter space may be used to iteratively decrease |Π̂N

3 (αn, νn)− p|.
In such a scheme, the number of MC draws can be adapted to start with some
rough approximation of Π3 in the early stage of the scheme and increasing N as
Π̂N

3 (αn, νn)→ p.
– Note that compared to Π1, Π3 is not a bijection. Therefore, multiple parameter

combinations (α, ν) may achieve the desired false alarm rate.
– Even though, one can argue that the test parameters calibration represents an ob-
vious computation burden, note that this process is done only once before the ano-
maly detector φ(3)

α,ν gets under way.
– Computing the test statistic S1(φ(3)

α,ν) necessarily involves a similar walk through the
parameter space. The parameters achieving a desired false alarm rate should thus
be estimated during this process (see Section 4 ).
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Procedure 5 Pointwise estimation Π̂N
3 of Π3

Entrées : data point (α, ν) ∈ R2, MC simulation number N S ← 0
for n = 1 : N do

(i) Draw a |Ω|-dimensional χ2
K random field

Wn ∼ ⊗|Ω|i=1χ
2
K ,

(ii) Determine the level lines l ∈ L+
α (Wn)

if max Per(l) > ν then
S ← S + 1

end if
end for
Sorties : Π̂N

3 (α, ν) = S/N

Complementarily to φ(3)
α,ν and similarly to φ(2)

α,β, we define a last detection test φ(4)
α,β,ν ∈ Φ

defined for any f ∈ FK as :

A
(4)
α,β,ν(f) = {x ∈ c, c ∈ C+

α (f̂) ∪ C−β (f̂), Per(c) > ν } ,

ψ
(4)
α,β,ν(f, x) = 1

A
(4)
α,β,ν

(f)(x) ,

φ
(4)
α,β,ν(f) = 1[ν;∞[

 max
l∈L+

α (f̂)∪L−
β

(f̂)
Per(l)

 .

The possible anomalies are likely to belong either to a α-upper level set or to a β-lower
level set of a |Ω|-dimensional χ2

K random field. α and β may be set respectively as high
and low quantiles of the χ2

K distribution. The perimeter threshold ν can be defined in the
same way as for φ(3)

α,ν .
As mentioned in Section 1 , when the background distribution B is unknown, one

can substitute the mean µ and the covariance matrix Σ with their Maximum Likelihood
estimate µ̂ and Σ̂. Moreover, it was demonstrated in [RY90] that the CFAR property
remains : instead of a χ2

K distribution, the false alarm rate follows a Beta distribution,
whose parameters only depend upon K and |Ω|.

As a consequence, the four detection tests we have proposed may also be used when
the background distribution B is unknown. The only requirement is to have sufficiently
background samples f ∈ H0, to estimate properly the test thresholds via Monte-Carlo
sampling.

3 Wavelength Bands Selection
Our database of simulated aircraft IRS consists of multispectral images featuring K =

10 elementary spectral bands {bk}10
k=1 evenly spaced across the 2000 - 3000 cm−1 spectral

range (actually, 10 bands of spectral width 100 cm−1). However, as already mentioned in
[YRS93] and [SCE96], the number of bands K and their location in the 2000 - 3000 cm−1

spectrum both have a huge impact in the detection performance, regardless the detector
φ ∈ Φ choice.

First, the false alarm rate does not decrease when the number of spectral bands in-
creases. Figure I-3 displays the distribution of the Mahalanobis Transform of pixels in a
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multispectral image f ∈ FK with K = 1, 2, 4 and 6 bands. On the one hand, the plain
lines correspond to the analytic distribution of the background pixels ie the chi-squared
distribution with 1, 2, 4 and 6 degrees of freedom. On the other hand, the dashed line
refers to the empirical distribution of the target pixels denoted T , which, contrarily to the
χ2
K distribution, does not vary significantly with K. The hatched areas below the plain

lines correspond to the respective false alarm rate achieved with the different values of
K. This shows that, in the case of our distribution T , the higher the number of bands K
involved in the multispectral image is, the higher the expected false alarm rate.

Figure I-3 – Distribution of the Mahalanobis transform of a background multispectral
pixel featuring K = 1, 2, 4, 6 bands (plain lines) and the empiric Mahalanobis transform
of a multispectral target pixel (dashed line).

Second, a higher spectral resolution enables identification of narrow spectral features
and thus leads to an easier discrimination between background and target pixels. Still
compared with broader bands measurements, the narrow spectral bands may significantly
reduce the signal-to-noise ratio. As a consequence, considering regroupments of consecutive
elementary bands is a promising prospect.

Third, the location of some elementary bands is such that they do not provide any
information about the targets. As a matter of fact, the atmospheric absorption pheno-
menon, due in particular to H2O and CO2 in the 2000 − 3000 cm−1 range, makes some
elementary bands irrelevant.

For all these reasons, a trade off on the band number K and their respective bandwidth
should be made, and a bands selection step is therefore mandatory. In the following, we
consider multispectral images with K bands, such that :

– each band {rk}Kk=1, is a regroupment of some consecutive elementary bands,
– a spectral band rk may not contain more than C consecutive elementary bands,
– two spectral bands rk and rk+1 are separated by at least one elementary band.
These constraints induce a set EK of the possible regroupments providing K band

multispectral images. For all γ ∈ EK , define Tγ as the mapping of F10 → FK , such that
for all f ∈ F10, Tγ(f) is the multispectral image f corresponding to the regroupment γ
(cf Figure I-4).
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(a) f ∈ F10

(b) Tγ(f) ∈ F2

Tγ

Figure I-4 – The multispectral images f ∈ F10 and Tγ(f) ∈ F2, where γ = {b2 − b5:8}.

For a given detector φ ∈ Φ, we propose in this section a method to find the element
γ? ∈ EK such that for all γ ∈ EK either (i) or (ii) holds :

(i) S1
γ(φ) ≤ S1

γ?(φ) , (ii) S2
γ(φ) ≤ S2

γ?(φ) ,

where S1
γ(φ) and S2

γ(φ) both refer to the detection statistics defined in Section 2 , but
applied to the multispectral images Tγ(f) instead of f .

Any regroupment γ ∈ EK may be parameterized by some vector θ ∈ ΘK , where ΘK is
the subset of N2K defined as follows :

θ ∈ ΘK , θK = (t1, . . . , t2K) ,

where : {
t1 ≥ 0 and t2, . . . , t2K > 0 ,∑2K
u=1 tu ≤ K .

For all k ∈ {1, . . . ,K}, t2k denotes the number of consecutive elementary band(s) in the
regroupment rk. Conversely, for all k ∈ {1, . . . ,K}, t2k−1 denotes the number of elementary
band(s) left out between rk−1 and rk. Thus, for each θ ∈ ΘK , it corresponds an unique
γ ∈ EK and reciprocally. As a consequence, finding the regroupment γ? ∈ EK satisfying the
relations (i) or (ii) defined above is equivalent to finding the optimal parameter θ? ∈ ΘK :
each regroupment γ can be assimilated with its parametrization θ. Figure I-5 provides an
example of such a parameterization.

Finding the optimal parameter θ∗ ∈ ΘK is a discrete optimization problem with
constraints. For this reason, we chose in this work to use a Genetic Algorithm (GA)
[Gol89] to perform this task. By analogy with the evolutionary theory which predicts that
in a random population only the individuals the most adapted to the environment will
survive, a Genetic Algorithm looks for the gene that corresponds to the fittest individual.
In our context, for a given number of band regroupments K, the genes are the parameters
θ ∈ ΘK , the population consists in the possible band combinations γ ∈ EK and the fitting
environment measure µ is either the function θ → S1

θ(φ) or θ → S2
θ(φ), where, with some

abuse of notations, Sθi (φ) denotes the statistic Si(φ) evaluated on the images Tθ(f).
By deriving successive generations from an initial random population, the Genetic Al-

gorithm will provide in fine individuals belonging to the last generation which are the
fittest with respect to the environment. Algorithm 6 summarizes the different steps per-
formed at each iteration of the Genetic Algorithm. Implementation issues are discussed in
Section 4 .
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1
1
2
2
1
1

θ ∈ Θ3

γ ∈ E3

Figure I-5 – A band combination and the corresponding parameter for K = 3

Procedure 6 The Genetic Algorithm
Entrées : A detector φ ∈ Φ, a fitness function µ, the number of band regroupments K,

the population size N and the number of generations M .
1 - Initialization : start with a random population {θ(i)}Ni=1, θ(i) ∈ ΘK ,
2 - Evaluation : measure the fitness of the population by computing µ(θ(i)) and keeps the

N fittest individual,
3 - Selection : draw N couples such that each individual has a probability corresponding

to its fitness,
4 - Reproduction : each couple provides an individual such that :

(a) each gene shared by the parents is preserved,
(b) other genes are drawn randomly up to the limit that the new individual remains

in ΘK ,
(c) random mutations also happen with low probability.
The resulting 2N population is then evaluated with step (2).
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Figure I-6 – ROC curves of φ(1)
α , φ(2)

α,β, φ
(3)
α,ν and φ(4)

α,β,ν applied to f ∈ F (2)
10

With a proper population sizeN and a generation numberM specified, this constrained
and discrete optimization problem may be achieved through the routine ga available in
the Matlab Global Optimization Toolbox.

4 Results of the Methodology’s Application

4 .1 Detectors comparison

In this section we compare the different detectors defined in Section 2 applied to the
raw multispectral images f ∈ F10. The multispectral images database for the three combat
aircraft will be respectively denoted F (1)

10 , F (2)
10 and F (3)

10 . Moreover F (all)
10 will stand for the

complete database gathering the three aircraft.
A first graphical evidence about the relevance of simultaneously taking into account

high and low levels of the Mahalanobis transform in the detection test is given by Figure I-
6. It displays the four detectors φ(1)

α , φ(2)
α,β, φ

(3)
α,ν and φ(4)

α,β,ν ROC curves in log scale, obtained
by applying these detectors using different parameters α, β, ν to N = 10000 multispectral
images such that {fn}N/2n=1 ∈ F

(2)
10 and |H0| = 5000 background images. Clearly, the φ(1)

α

and φ
(3)
α,ν ROC curves are below that of φ(2)

α,β and φ
(4)
α,β,ν , implying that the latter two

detectors outperform the two former. Quantitatively, Figure I-7 provides the statistics S1
and S2 characterizing the four detectors. First, this confirms the conjecture made with
Figure I-6. Then, these statistics show that the level sets detection test φ(3)

α,ν and φ
(4)
α,β,ν

outperforms respectively the min/max tests φ(1)
α and φ(2)

α,β, especially when low false alarm
rate are required.

In the following, we compare the two best detectors φ(2)
α,β and φ(4)

α,β,ν for each aircraft :
Figure I-8 plots the ROC curves in log scale for the four different databases. In I.8(a), I.8(b)
and I.8(c), the training set consisted of N = 5000 multispectral images f of respectively
F (1)

10 , F (2)
10 and F (3)

10 along with |H0| = 5000 background images, while in I.8(d) N = 15000
multispectral images f ∈ F (all)

10 were used along with |H0| = 5000 background images.
Most of the type 1 aircraft feature a single hot pixel : as a consequence, it is no



118 Chapitre I. Détection et sélection de bandes

S1(φ) S2(φ, ε = 10−2) S2(φ, ε = 10−3)
φ

(1)
α 0.805 0.59 0.561

φ
(2)
α,β 0.995 0.97 0.968
φ

(3)
λ,ν 0.810 0.61 0.591

φ
(4)
λ,ρ,ν 0.998 0.99 0.974

Figure I-7 – Statistics of the four detectors applied to f ∈ F (2)
10
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(c) f ∈ F (3)
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Figure I-8 – ROC curves of the detectors φ(2)
α,β and φ(4)

α,β,ν for different aircraft
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surprise that the two ROC curves in I.8(a) are closer than in any other scenario. Indeed,
the detector φ(4)

α,β,ν ROC curve is achieved for level sets that encompass one or at most
two pixels which is equivalent to the min/max test φ(2)

α,β. The cases of aircraft 2 and 3 are
interesting because the detection performance of φ(2)

α,β and φ(4)
α,β,ν does not evolve similarly :

φ
(2)
α,β detects more easily type 2 aircraft than type 3 and conversely for φ(4)

α,β,ν . This actually
meets the aircraft 2 and 3 characteristics : while most of the time the aircraft 2 has an
higher Infrared signature than aircraft 3, with more localized hot spots, the min/max test
φ

(2)
α,β detects better aircraft 2 than aircraft 3. On the other hand, because aircraft 3 Infrared

signature is characterized by a relatively low but constant level it is thus easier to detect
for the level set test φ(4)

α,β,ν than aircraft 2. In any case, the level set test outperforms the
min/max detector.

In addition of being more efficient than φ
(2)
α,β, the detector φ(4)

α,β,ν provides a spatial
information about the aircraft location in the multispectral images.

The set of the estimated target pixels is defined as the inner pixels of the contour line
l ∈ L+

α (f̂)∪L−β (f̂) having the larger perimeter. If this perimeter is lower than the threshold
ν, no target is detected and thus the estimated target pixels is the empty set. Figure I-
9 illustrates the spatial information conveyed by φ

(4)
α,β,ν : I.9(a) represents a (difficult)

multispectral image f of a type 2 aircraft, I.9(b) shows the Mahalanobis transform f̂ of f
and the biggest contour lines respectively of the sets L+

α (f̂) in yellow and L−β (f̂) in cyan
for two fixed thresholds α and ν. Finally I.9(c) displays the set of the estimated target
pixels (the white pixels) and the true target pixels (inner pixels of the green line). To make
the location test more challenging, a background was added to the original 16×16 images
so that in Figure I-9 the detection algorithm is applied to a 48× 48 sample.

4 .2 Optimal band regroupment

The raw database provides standard multispectral images f ∈ F10. We consider in the
following multispectral images derived from this database, featuringK = 2, 3 or 4 regroup-
ments {rk}Kk=1 of consecutive elementary subbands and for which the constraints imposed
in Section 4 hold. In this implementation, we added a regroupment length restriction :

– For all K ∈ {2, 3, 4} and for all 1 ≤ k ≤ K, t2k ≤ 4 .
Moreover, we used the following specification for the Genetic Algorithm 6 :

(i) the cross-over operator (Step 4-(b)) refreshes the genes of a children which are un-
shared by its parents. These genes g ∈ G ⊂ {1, . . . , 2K} are globally refreshed so
that θ = (t1, . . . , t2K) ∈ ΘK is replaced by θ′ = (t′1, . . . , t′2K) ∈ ΘK with a discrete
uniform random draw on the set

Sglob := {(p1, . . . , p|G|) ∈ N|G| |
∀i ∈ G t′i = pi, ∀i 6∈ G t′i = ti, θ

′ ∈ ΘK} .

(ii) the mutation step (Step 4-(c)) allows the gene of any individual to randomly change
at each iteration with a probability of 1%. If a mutation occurs locally on the gene
tk of some individual θ ∈ ΘK , tk is replaced with a discrete uniform random draw
on the set

Sloc := {i ∈ N, (t1, . . . , tk−1, i, tk+1, . . . , t2K) ∈ ΘK} .

Figure I-10 shows some ROC curves obtained by applying the detector φ(4)
α,β,ν to a

database featuring N = 5000 multispectral images {fn ∈ F (1)
3 }Nn=1 and |H0| = 5000
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(a) f ∈ F (2)
10

(b) f̂ , L+
α (f̂) and L−β (f̂)

(c) Part of the target detected and true target location

Figure I-9 – Location of a zone of interest in a multispectral image using the detector
φ

(4)
α,β,ν
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Figure I-10 – ROC curves of φ(4)
α,β,ν applied to f ∈ F (3)

10 for different parameters θ ∈ Θ3

background images. The four curves correspond to different band regroupments θ ∈ Θ3 :
the plain curve is achieved with the parameter θ? ∈ Θ3 which maximizes the criterion
θ → Sθ1(φ(4)

α,β,ν). The dashed curves are related to other parameters
{
θ(i) ∈ Θ3

}4

i=1
spe-

cified in I.10(b). Given similar band regroupments, the resulting AUC turns out to be
significantly different : it is therefore crucial for the detection performance to know the
optimal band combination. This optimal band combination will also help to discriminate
decoys from real aircraft, provided that their emission spectrum does not perfectly match
the radiation of the airplane. If not, following the methodology developed in [M6], an addi-
tional classification step making use of geometric features of the targets will be necessary.

Using the detector φ(4)
α,β,ν and multispectral images of aircraft 1, Figure I-11 shows the

Genetic Algorithm outcomes forK = 2 band regroupments and using different parameters.
The blue curves are obtained for the fitness function µ = S1(φ(4)

α,β,ν) and the black ones
for µ = S2(φ(4)

α,β,ν , ε = 5.10−2). The plain and dashed lines only differ according to the GA
parameters : the population size and the generation number, respectively referred to as N
and M in Algorithm 6.

For each scenario, the quantitative results of Figure I.11(b) confirm that the GA pro-
vides band regroupments which are coherent with the fitness function µ and that the
optimization improves with M and N . Still, the computation time considerably increases
with these two parameters. Therefore, given that the detection performances vary very
little, the parameters µ = S1, N = 10 and M = 50 will be used in the following.

Figure I-12 displays the ROC curves of the detector φ(4) applied to the multispectral
images f ∈ F (1) (I.12(a)), f ∈ F (2) (I.12(b)), f ∈ F (3) (I.12(c)) and f ∈ F (all) (I.12(d)).
The GA was applied to these four data sets with the parameters µ, N and M specified
above to obtain the optimal parameters θ?2, θ∗3 and θ∗4 corresponding respectively to the
K = 2, K = 3 and K = 4 optimal band regroupments. For each data type, the detector
φ(4) is applied to the multispectral images featuring :

– the optimal band combinaison for K = 2 regroupments θ?2 (plain black curves)
– the optimal band combinaison for K = 3 regroupments θ?3 (dotted black curves)
– the optimal band combinaison for K = 4 regroupments θ?4 (dashed black curves)
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µ N M S1(φ4) S2(φ4, ε = 5.10−2)
θ∗2,1 S2 10 50 0.991 0.996
θ∗2,2 S2 25 100 0.994 0.998
θ∗2,3 S1 10 50 0.993 0.995
θ∗2,4 S1 25 100 0.995 0.996

(b) Optimized criterion

Figure I-11 – Optimization with different GA parameters



4 . Results of the Methodology’s Application 123

– the images integrated over the band II spectrum, ie monospectral θ?II (plain green
curves)

– the standard multispectral images, ie with K = 10 elementary subbands, θ?10 (plain
blue curves)

For all data sets, the K = 2 band regroupments outperforms the other band regroup-
ments with K = 3 and K = 4. However there is no such general ranking between the
optimal regroupments of K = 3 and K = 4 bands. In comparison, the standard multis-
pectral images with K = 10 subbands is always less efficient than the optimal K = 2 band
regroupment but may achieve better performance than the optimal K = 3 and K = 4
band regroupments. For K = 3 and K = 4, the optimal band regroupments θ?K ∈ ΘK are
identical for the different aircraft. For K = 2, the optimal band regroupments are the same
for two aircraft and only differ with one element for the third one. This simulation shows
that provided the knowledge of the optimal band regroupments, there is a definite inter-
est in using multispectral images to perform detection instead of monospectral images :
indeed, the ROC curves obtained for the monospectral data set is always below the best
multispectral ROC curve.

Regardless the data set, the optimal parameter θ? always presents the same spectral
profile : a first short regroupment involving 2 elementary subbands early in the band II and
a second regroupment of 3 or 4 elementary subbands further in the band II. The optimal
nature of the K = 2 band regroupments may be explained with two arguments :

– Algorithm justification : For any standard multispectral image f ∈ F10, consider the
multispectral image Tθ?(f) ∈ F2, (θ? ∈ Θ2). If a target is present in the multispec-
tral image Tθ?(f), then it may appear in inverted contrast in the first image and in
positive contrast in the second one. Indeed, for the first regroupment, the noise level
is high (the noise level is higher at the beginning of the band II) and the aircraft
signature is low (only two bands are taken into account in the first regroupment of
θ?). Conversely the several bands of the second regroupment provide a stronger tar-
get signal while maintaining a low noise level. As a consequence, a target embedded
in a multispectral image Tθ?(f) ∈ F2 may thus be detected either with the level set
L+
α (f̂) or L−β (f̂).

– Physical justification : The engine plume hot gases emissions, mainly constituted of
CO2 and H2O, radiate at 2.7µm and may thus also sign at the beginning of the band
II. Moreover, the CO2 absorption band in the neighborhood of 3.5µm corresponds
to the gap between the first and the second regroupment. Finally, the information
conveyed by the second band regroupment coincides with the fuselage reflectance
which signs at 4.3µm.

Note that the optimal band regroupments withK = 3 orK = 4 tend to adopt the same
spectral profile as θ?2 by artificially adding one or two irrelevant band regroupment(s) in the
end of the band II to reach their target number of regroupments K. As a consequence, in
addition to providing an explanation of the optimality of θ?2, these two arguments provide
a justification of the sub-optimality of the band regroupments θ?3 and θ?4. In this paper,
we focus on the single sensor case, but if multiple sensors are used our methodology still
apply, only the optimal band combination could differ.
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(c) f ∈ F (3)
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Figure I-12 – ROC curves for optimal band regroupments with K = 2, K = 3, K = 4
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5 Conclusion
In this paper, we have introduced a novel method to perform anomaly detection in

low resolution multispectral images. The detection task is challenging because the targets
feature simultaneously spectral and spatial dispersion and limited prior knowledge are
available. The proposed detector φ(4), combining a Neyman-Pearson Likelihood Ratio test
and a study of relevant level sets, is designed to handle these dispersions and is shown to
outperform the standard RX detector, in our case.

This detector was then used to identify the optimal spectral band combination for
aircraft detection, ie the band number and their location in the band II spectrum. For
three different military aircraft, the same spectral profile featuring K = 2 band regroup-
ments, provides the best detection performance. The optimization method and at large the
proposed detection methodology can be extended to other problematics : other targets,
different backgrounds, etc...

In particular, an interesting issue that remains to be addressed in the aircraft detec-
tion context is the anomaly detection in a cloudy sky background. In [M6], a Fractional
Brownian motion was used to model this kind of textured background for monospectral
images. Provided an extended model compatible with the multispectral approach, it would
be interesting to study whether the detector φ(4) can achieve good anomaly detection per-
formance in multispectral images with such textured background.





Chapitre II

Online EM for Functional Data

Dans ce chapitre, nous présentons un modèle général d’observation présentant de fortes
variations dans le temps, dans l’espace et en intensité ainsi que notre méthode d’estimation
séquentielle de paramètres dans des modèles à données manquantes. Ce chapitre adopte
une démarche méthodologique, dont l’implémentation est illustrée sur des bases de données
classiques (courbes de croissance, chiffres manuscrits...). L’application de ces méthodes au
cas des SIR multispectrales d’aéronefs fera l’objet du chapitre suivant. Une grande partie
de ce chapitre est extraite de [M1].

1 Introduction

Functional data analysis is concerned with the analysis of curves and shapes, which
often display common patterns but also variations (in amplitude, orientations, time-space
warping, etc...). The problem of extracting common patterns (referred to as templates)
from functional data, and the related problem of curves / images registration has given
raised to a wealth of research efforts ; see [Ram06], [Zho08], [RL98] and the references
therein.

Most of the proposed techniques used so far have been developed in a supervised
classification context ; the method typically aims at finding a time / space warping trans-
formation allowing to synchronize / register all the observations associated to a given
class of curves / shapes and to estimate a template by computing a cross-sectional mean
of the aligned patterns. In most case, the deformation is penalized, to favor "small" time
/ space shifts. Many different deformation models have been proposed for curves and for
images. For curves, the warping function is often assumed to be monotone increasing ;
in this context, the dynamic time warping algorithm is by far the most popular algo-
rithm : it enables the alignment of curves by minimizing a cost function of the warping
path, which can be solved by a dynamic programming algorithm [WG97]. Non parametric
[KG92], [Sil85], [RL98] as well as Bayesian approaches [TI08], [LY09] have also been pro-
posed, but they are still far less popular. The situation is more complex for shapes and
images. Different deformation models have been proposed, involving rigid deformations,
small deformations [CAM04] or deformation fields ruled by a differential equation ; see
[Chr99].

In this paper, we introduce a common bayesian statistical framework for unsupervised
clustering and template extraction, with applications to curve synchronization and shape
registration. Following the seminal work by [AAT07] and [AK10], we consider a mixture
of deformable template models, which models a curve / shape as a template (defined as
a function of time or space), selected from a collection of templates, which undergoes a
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random deformation and is observed in presence of an additive noise [BC11], [AAT07],
[CRM96] and [M7] for a complete survey. Contrary to the classical time-warping / spatial
registration algorithms which consists in synchronizing all the observations of a shape
in a supervised framework, the mixture deformable template models is an unsupervised
classifier : it estimates functional templates from a set of shapes / curves and consider
the time warping / spatial deformations as a random nuisance parameter. It is important
at this point to stress that the model allows to integrate the deformation conditionally
on the observations while considering the templates as unknown deterministic functional
parameters. In this context, the deformation might be seen as a random effect [PB00],
which is similar to random effects in linear mixed models in longitudinal data analysis.
Whereas this change in perspective might seem rather benign, it makes a huge difference
both in theory and in practice.

In our model, the warping / deformation function and the cluster index is modeled as
hidden data and the template is estimated by resorting to a Monte Carlo version of the
online Expectation Maximization (MCoEM ) algorithm. In this approach, the computation
of the expectation step (E-step) turns out to be a major problem, because the conditional
distribution of the cluster index and the deformation given the observations is in most cases
not analytically available. To overcome this difficulty, several solutions have been conside-
red. A rough approximation of the conditional expectation was proposed in [MMTY08],
in which the posterior distribution is replaced by a point mass located at the posterior
mode. Another elementary approach consists in linearizing the deformed template in the
neighborhood of its nominal shape, under the assumption of small deformations ; this ap-
proach has been considered, among others by [LY09] and [FJ03], in which the transformed
mixture of Gaussian models was used. Another way to handle the E-step, proposed by
[GS04], consists in performing an approximate Bayesian integration, which amounts to
replace the posterior distribution of the hidden data conditionally to the observation by
a Gaussian distribution, obtained from a Laplace approximation. Here again, it is not
always easy to justify such approximations. The expectation can also be approximated by
Monte Carlo integration, an idea which was put forward by [AAT07] and [AK10] ; in these
works, a Monte Carlo Markov Chain (MCMC) algorithm is used to sample the posterior
distribution ; these samples are used to approximate the E-step by using a stochastic ap-
proximation version of the EM algorithm, referred to as the SAEM [DLM99]. The resulting
algorithm has been shown to perform satisfactorily, but it is a time-consuming solution, es-
pecially when the dimension of the missing data is large ; the extension to multiple classes
is even more computationally involved.

In this paper, we propose an online algorithm (in which the curves / shapes are pro-
cessed one at a time) to estimate the unknown parameters of the mixture of deformable
templates model. We adapt the online EM algorithm proposed in [CM07] to allow in-
ference in our model. Our model is too general to allow the linearization or the use of
Gaussian approximation of the complete data log-likelihood, as it was done in [LY09] and
[GS04]. We thus propose to approximate the conditional expectation thanks to a MCMC
algorithm adapted from [CC95]. Indeed, working online implies processing the data on the
fly without storing them afterwards and this conveys open problems, such as the poste-
rior distribution estimation. Our sampler is designed to sample the joint distribution of
the cluster index and the deformation parameters in a sequential framework. Our algo-
rithm happens to reduce significantly the computational burden of the method proposed
in [AK10].
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This paper is organized as follows : in section 2 , the mixture of the dense deformable
template model is introduced, then the online EM is adapted to our context in section 3 .
The sampling method of the joint posterior distribution is proposed in section 4 . Finally,
illustrations of templates obtained by applying the learning algorithm to three sets of
curves, shapes and images are proposed in section 6 . Some practical issues are discussed
and potential perspectives are given.

2 A mixture of deformable template model

2 .1 A basic deformable model

In this section, we introduce a basic model for curves and images. A template is a
function defined on a space U and taking for simplicity real values. Typically, for curves
U = R and for shapes U = R2. We denote by T the set of templates.

The observations are modeled as the stochastic process Y indexed by u ∈ U and given
by :

Y(u) = λT ◦Gβ(u) + σW(u) , (II.1)

where, T ∈ T is a template function, λ ∈ R+ ∗ is a scaling factor, σ2 ∈ R+ ∗ is the noise
variance and W a Gaussian process with zero-mean, unit variance and known covariance
function. Gβ is a function, belonging to G, the set of mappings from U to itself paramete-
rized by a vector β ∈ B, where B is an open subset of some euclidean space of dimension
dβ. For curves, G can be chosen as the homotheties and translations mappings and more
generally as the set of monotone functions (with appropriate smoothness conditions). For
shapes, G can be taken as the set of rigid transformations of the plane, such as rota-
tions, homotheties or translations and a local deformation field. The models for the set of
deformations G are problem dependent ; see section 6 .

In this setting, β and λ are random variables, i.e. each realization of Y corresponds to
different β and λ. The quantity of interest is the template T (a deterministic functional
parameter), while the deformation Gβ and the global scaling λ are regarded as nuisance
parameters, that should be integrated out.

Finally, we assume that the set of templates T is the linear subspace spanned by the
basis vectors {φ`}1≤`≤m. Hence, a template Tα ∈ T may be expressed as :

Tα =
m∑
`=1

α`φ` , where α = (α1, . . . , αm)T ∈ A, (II.2)

where for all ` ∈ {1, . . . ,m}, φ` : U → R and A is a subset of Rm. The pattern is
observed at some design points denoted Ω = {u1, . . . , u|Ω|}, where |Ω| is the dimension of
the observations such that for all s ∈ {1, . . . , |Ω|}, us ∈ U. Let Φβ be the |Ω| ×m matrix
defined such that for all (s, `) ∈ {1, . . . , |Ω|} × {1, . . . ,m},

[Φβ]s,` = φ` ◦Gβ(us) . (II.3)

In the sequel, let Y and W be the vector defined by Y = (Y(u1), . . . ,Y(u|Ω|))T and W =
(W(u1), . . . ,W(u|Ω|))T . Using (II.1), the observation model may be expressed in a matrix-
vector form as :

Y = λΦβα+ σW . (II.4)
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2 .2 A mixture of deformable templates

We extend the model to include multiple templates corresponding to the different
"typical" shapes that we are willing to cluster and then recognize. To that purpose, we
construct a mixture of the template model introduced in the previous section. Denote by
C the number of classes (C1, . . . , CC). We associate to each observation Y an (hidden)
class index J ∈ J, where J = {1, . . . , C}. To each class {Cj , j ∈ J} is attached a template
function {Tj ∈ T, j ∈ J}, which is parameterized by {αj ∈ Rm, j ∈ J}. Moreover, it is
assumed that each class j ∈ J has a prior weight ωj and we denote by ω = (ω1, . . . , ωC)
the set of prior weights. To sum up, we consider the following hierarchical model :

Y ∈ Cj , Y = λΦβαj + σW . (II.5)

It is assumed that the observations {Yn, n ∈ N} are independent random variables, gene-
rated as follows : 

Jn ∼ Multi(1, ω) ,
λn ∼ Gamma(a, b) ,
βn | Jn = j ∼ Ndβ (0dβ ,Γj) ,

(II.6)

where Multi denotes the multinomial distribution, (a, b) the parameters of the Gamma
distribution (assumed known), 0dβ the dβ-dimensional null vector and Γj the deformation
covariance matrix associated to the Cj . In section 6 , different covariance models are used in
function of the deformation model adopted. We stress that the distribution of the scaling
parameter is independent of the class index, while the deformation prior distribution is
class-dependent.

In the sequel we assume that {Wn, n ∈ N} is a vector-valued white noise with zero-
mean and identity covariance matrix. The extension to more general covariance is straight-
forward.

Hence, conditionally on the class index Jn, the global scale λn and local deformation
βn, the observation Yn has a Gaussian distribution :

Yn | Jn = j, λn, βn,∼ N|Ω|(λnΦβn αj , σ
2Id|Ω|) . (II.7)

Denote by Θ the set of parameters

Θ =
C⋃
j=1

{ (
αj ,Γj , ωj , σ

)
|αj ∈ A, Γj ∈M+(R), ωj ∈ (0, 1), σ > 0

}
∩


C∑
j=1

ωj = 1

 .

(II.8)
whereM+(R) is the set of dβ × dβ positive definite matrices.

Let Xn be the random vector Xn = (βn, λn) taking its values in X = B × R+∗ with
dimension d = dβ + 1. In the sequel, we will use the formalism and the terminology of
the incomplete data model ; see [MK07]. In this formalism, the observation Yn stands for
the incomplete data, (Jn, Xn) are the missing data and (Jn, Xn, Yn) are the the complete
data. For a given value of the parameter θ ∈ Θ, the complete data likelihood fθ writes :

fθ(j, x, y) = pθ(y | j, x)gθ(x | j)ωj , (II.9)

where, for a given value of the parameter θ ∈ Θ, pθ is the conditional density of the
observations given the missing data and gθ is the conditional density of the scaling factor
and the local deformation parameter given the class index. Using (II.7) and (II.6), these



3 . Sequential parameter estimation with the Monte-Carlo Online EM 131

densities write

pθ(y | j, x) ∝ exp
(
−(1/2σ2)‖y − λΦβαj‖2

)
, (II.10)

gθ(x | j) ∝ exp
(
−(1/2)βTΓ−1

j β
)
λa−1 exp(−bλ) . (II.11)

The incomplete data likelihood is obtained by marginalizing the complete data likelihood
with respect to the missing data (the scaling parameter, the deformation and the class
index).

3 Sequential parameter estimation with the Monte-Carlo
Online EM

In its original version [DLR77], the Expectation-Maximization (EM ) is a batch algo-
rithm to perform maximum likelihood estimation in incomplete data models. It produces
a sequence of parameters, in such a way that the observed likelihood is increased at each
iteration. Each iteration is decomposed into two steps. In the E-step, the conditional
expectation of the complete data log-likelihood function given the observations and the
current fit of the parameters is computed ; in the M-step, the parameters are updated by
maximizing the conditional expectation computed in the E-step.

In this paper, we focus on a learning setup in which the observations are obtained
sequentially from an unknown probability distribution PE and the parameters are updated
as soon as a new observation is available. Among several sequential learning algorithms
designed to estimate parameters in missing data models, the Online EM algorithm proposed
in [CM07] sticks closely to the original EMmethodology [DLR77]. It does not require to
compute the gradient of the incomplete data likelihood nor the inverse of the complete
data Fisher information matrix. Under some mild assumptions, it is shown in [CM07]
that, even when the model is misspecified, the algorithm converges to the set of stationary
points of the Kullback-Leibler divergence between the observation likelihood PE (which
does not necessarily belongs to the statistical model) and the incomplete data likelihood
Pθ.

For a given value of the parameter θ ∈ Θ, denote by πθ( · |Yn) the posterior density of
the missing data (Jn, Xn), given the observation Yn.

Starting from an initial guess θ̂0 ∈ Θ, the E-step of the n-th iteration consists in
computing the function Q̂n : Θ → R initialized with Q̂1(θ) = Eθ̂0 [ log fθ(J1, X1, Y1) |Y1 ]
and defined recursively for all n > 1 by :

Q̂n(θ) = Q̂n−1(θ) + ρn
(
Eθ̂n−1

[ log fθ(Jn, Xn, Yn) |Yn ]− Q̂n−1(θ)
)
, Yn ∼ PE (II.12)

where {ρn}n>0 is a decreasing sequence of positive step sizes. In the M-step, the next
estimator θ̂n is obtained by maximizing

θ̂n = arg max
θ∈Θ

Q̂n(θ) . (II.13)

Under our model specification, the complete data log-likelihood belongs to a curved
exponential family i.e. for a given parameter θ ∈ Θ, log fθ writes

log fθ(j, x, y) = t(θ) + 〈r(θ), S(j, x, y)〉 , (II.14)

where the function t is given by

t(θ) = log ba

G(a) −
|Ω|
2 log 2πσ2 − dβ log 2π



132 Chapitre II. Estimation séquentielle de paramètres

and the functions r(θ) = (r1(θ), . . . , rC(θ)) and S(j, x, y) = (S1(j, x, y), . . . , SC(j, x, y)),
are defined for all i ∈ {1, . . . , C} ri : Θ→ S and Si : J× X × Y → S as :

ri(θ) = (1/2)
(
2 log(ωi)− log det Γi, 2σ−2αi,−σ−2(αiαTi ),−Γ−1

i
T
,−σ−2,−2b, 2(a− 1)

)
,

Si(j, x, y) = δi(j)
(
1, λφTβ y, λ2φTβφβ, ββ

T , ‖y‖2, λ, log λ
)
.

As a consequence, the two steps of the online EM consist in computing for all i ∈
{1, . . . , C} the sequence {ŝn,i, n ∈ N} starting from some ŝ0,i ∈ S with the recursion

ŝn,i = ŝn−1,i + ρn
(
s̄n,i(Yn; θ̂n−1)− ŝn−1,i

)
, Yn ∼ PE , (II.15)

where s̄n,i(Yn; θ̂n−1) = Eθ̂n−1
[Si(Jn, Xn, Yn) |Yn] and then updating the parameters ac-

cording to
θ̂n = θ̄(ŝn) , ŝn = (ŝn,1, . . . , ŝn,C) , (II.16)

where for all s = (s1, . . . , sC) ∈ SC

θ̄(s) = arg max
θ∈Θ

t(θ) +
C∑
i=1
〈ri(θ), si〉 . (II.17)

However, this algorithm is mainly of theoretical interest because the conditional expec-
tation s̄n,i(Yn; θ̂n−1) cannot be computed in closed form. Intractable E-steps have already
been addressed for batch EM algorithms. In [DLM99], the authors proved the convergence
of the Stochastic Approximation EM (SAEM ) algorithm in which the E-step is replaced by
a stochastic approximation making use of realizations of the missing data generated accor-
ding to the posterior distribution. Still, extending the SAEM algorithm to the online setup
is not feasible in our case. Indeed, in our model, the distribution of πθ̂n−1

( · |Yn) is difficult
to sample directly. An alternative to the SAEM algorithm was proposed in [KL04] : the
authors suggested to use Markov chain Monte Carlo (MCMC) methods (see [ADFDJ03]
for an introduction) to obtain samples from the posterior distribution.

In this paper, we adapt this approach to the sequential setting outlined above leading
to the MCoEM (Monte Carlo online EM) algorithm. It is a 3-step iterative algorithm. Given
the current fit of parameter θ̂n−1 and an observation Yn ∈ PE, the algorithm proceeds as
follows :
(1) simulation step : sample a reversible Markov chain {J (k)

n , X
(k)
n , k > 0} on (J × X),

having πθ̂n−1
( · |Yn) as its unique invariant distribution,

(2) stochastic approximation step : update for each class i ∈ {1, . . . , C}, the complete data
sufficient statistics using the following recursion

ŝn,i = ŝn−1,i + ρn

(
1
vn

vn∑
k=1

Si(J (k)
n , X(k)

n , Yn)− ŝn−1,i

)
, (II.18)

where vn is the number of MCMC iterations performed at the n-th iteration of the
MCoEM algorithm,

(3) maximization step : update the parameter θ̂n by maximizing the function :

θ̂n = θ̄(ŝn) . (II.19)



4 . Approximating the hidden data joint posterior distribution 133

The maximization is in closed form. We denote by (ŝ(1)
n,i , . . . , ŝ

(7)
n,i) the vector ŝn,i compo-

nents. The parameters {ω̂n,i, Γ̂n,i, α̂n,i}1≤i≤C and σ̂2
n are updated as follows :

ω̂n,i =
ŝ

(1)
n,i∑C

i=1 ŝ
(1)
n,i

, Γ̂n,i =
ŝ

(4)
n,i

dβ ŝ
(1)
n,i

, (II.20)

α̂n,i = (ŝ(3)
n,i)
−1ŝ

(2)
n,i , σ̂2

n = 1
|Ω|

(
C∑
i=1

ŝ
(5)
n,i − 2α̂Tn,iŝ

(2)
n,i + α̂Tn,iŝ

(3)
n,iα̂n,i

)
. (II.21)

4 Approximating the hidden data joint posterior distribu-
tion

In this section, we construct a transition kernel K to sample the target distribution
πθ( · |Y ) (for simplicity, the iteration index n of the EM algorithm is omitted in this sec-
tion). Following the classical Markov Chain Monte Carlo (MCMC) principles, we construct
a kernel K which is reversible with respect to πθ( · |Y ) ; see [CR99]. The basic idea, stem-
ming from [CC95], is to specify a joint distribution over the class index J and auxiliary
variables X1, . . . , XC , where for all j ∈ J, Xj ∈ X is a deformation parameter associated
to the class Cj . We stress that, in this approach, we sample at each iteration deformation
parameters for each class. To specify the joint distribution, we introduce the pseudo-priors
or linking densities which are denoted {ζj , j ∈ J}. Note that whereas the knowledge of the
normalizing constant is not required for an MCMC algorithm, the normalizing constant
of the pseudo-priors are assumed to be known, i.e. the pseudo-priors {ζj , j ∈ J} should
integrate to 1. Also, it is assumed that exactly sampling from the pseudo-priors is doable
(and is computationally inexpensive). Given an observation Y = y, the joint posterior
density π̃θ( · | y) on the product space J× X × · · · × X is defined as :

π̃θ(j, x1, . . . , xC | y) = πθ(j, xj | y)
∏
i 6=j

ζi(xi) , (II.22)

∝ pθ(y | j, xj)gθ(xj | j)ωj
∏
i 6=j

ζi(xi) ,

where ωj , gθ and pθ are defined in (II.6), (II.10) and (II.11) respectively. The choice of
pseudo-priors does not influence the target posterior distribution, which is the marginal
of π̃θ( · | y) with respect to to the missing deformation parameters :

πθ(j, x | y) =
∫
· · ·
∫
π̃θ(j, x1:j−1, x, xj+1:C | y)dx−j , (II.23)

where for all (i, j) ∈ J2, such that i < j, ai:j = (ai, ai+1, . . . , aj) and for all i ∈ J,
a−i = {aj}Cj=1,j 6=i.

A Metropolis-within-Gibbs sampler is used to simulate a Markov chain

{J (k), X
(k)
1 , . . . , X

(k)
C , k ∈ N}

on the product space (J × X × . . . × X), which targets the density π̃θ( · |Y ). Suppose the
state (j, x1, . . . , xC), the conditional posterior distributions required for the Gibbs sampler
are :

π̃θ(j |x1:C , y) ∝ pθ(y | j, xj)gθ(xj | j)ωj
∏
i 6=j

ζi(xi) , (II.24)

π̃θ(xi | j, x−i, y) ∝
{
pθ(y | j, xj)gθ(xj | j) , i = j

ζi(xi) . i 6= j
(II.25)
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To sample Xj , a Metropolis-Hastings kernel Pθ(xj , j, y ; ·) having πθ( · | j, y) as its un-
normalized stationary distribution is used. For i 6= j, the parameters {Xi, i 6= j} are
sampled from the pseudo-priors. The model indicator is sampled from the discrete distri-
bution specified by (II.24). The Carlin and Chib kernel K̃CC may therefore be expressed
as a product of two kernels K̃CC

1 and K̃CC
2 , the first updates the auxiliary variables and the

later the class index and the deformation parameter consistent with the class index :{
K̃CC

1 (j, x1:C ; j′,dx′1:C) = δj,xj (j′,dx′j)
∏
i 6=j ζi(dx′i) ,

K̃CC
2 (j, x1:C ; j′,dx′1:C) = π̃θ(j′ |x1:C)Pθ(xj′ , j′, y ; dx′j′)

∏
i 6=j′ δxi(dx′i) .

(II.26)

Note that these two kernels are stationary with respect to π̃θ( · | y) and therefore so his the
product K̃CC = K̃CC

1 K̃CC
2 . The Algorithm 7 explains how the marginal chain K is obtained

from K̃CC.

Algorithm 7 Transition (J (k), X(k))→ (J (k+1), X(k+1)) of the Carlin and Chib sampler
Input : the current state (J (k), X(k)) = (j, x), the parameter θ ∈ Θ, the observation y
1 - Simulation of the auxiliary variables : for all i ∈ {1, . . . , C} draw the auxiliary

variables (X1, . . . , XC) as follow{
Xj ∼ δx( · ) ,
Xi ∼ ζi, ∀i 6= j ,

2 - Simulation of the class index : Draw

P[J (k+1) = j′] ∝ pθ(y | j′, xj′)gθ(xj′ | j′)ωj′
∏
i 6=j′

ζi(xi) ,

3 - Simulation of the parameter : Draw

X(k+1) ∼ Pθ(xj′ , j′, y ; · ) .

4 - Output : the next state (J (k+1), X(k+1)).

The specification of the linking densities is essential for sampling efficiency. Ideally,
these densities should be close to the marginal posterior, that is, for all j ∈ {1, . . . , C}, the
density x→ ζj(x ) should be chosen as a proxy to x→ πθ(x | j, y). An idea is for instance
to set the pseudo-prior density as a Gaussian approximation of the target density. Such an
approximation can be obtained using the Laplace method [Wol93] or other approximate
Bayesian sampling method. Under the (weak) assumption that the function x→ πθ(x | j, y)
admits a maximum,

x?j = arg max
x∈X

πθ(x | j, y) , (II.27)

the Taylor-expansion of the logarithm of πθ(x | j, y) writes :

log πθ(x | j, y) = log πθ(x?j | j, y) + 1
2(x− x?j )THj(x− x?j ) + o(‖x− x?j‖2) , (II.28)

where for all j ∈ {1, . . . , C}, Hj is the Hessian matrix, whose coefficients are given for all
(q, r) ∈ {1, . . . , d}2 by :

[Hj ]q,r = ∂2

∂xq∂xr
log πθ(x | j, y)

∣∣∣∣∣
x=x?j

. (II.29)
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Note that for better readability, for all j ∈ {1, . . . , C}, the dependence of the linking
densities ζj , and the parameters X?

j , Hj on Y and θ is not made explicit in these notations,
but may exist.

The previous discussion suggests that Nd(x?j ,−H−1
j ) is a sensible candidate for ζj .

The pseudo-priors parameters x?j may obtained using standard nonlinear optimization
methods. Since X? is only used in the pseudo-prior specification, the precision of the
optimizer does not matter much and simple heuristics can be used.

Our proposed kernel shares some similarities with that proposed in [AK10], which
also makes use of auxiliary variable {X1, . . . , XC} : they propose to first sample the class
index J ∼ πθ( · |Y ) and then to draw X ∼ πθ( · |J, Y ). However, since sampling the class
index from the posterior distribution is not doable (indeed the weights are proportional
to {πθ(j, Y ), j ∈ J} which are not analytically tractable), they sample auxiliary variables
{X(k)

1 , . . . , X
(k)
C , k > 0} from C independent Markov chains each targeting πθ( · | j, Y ),

j ∈ J in order to approximate the posterior weights. These approximate weights allow
to sample J and then a parameter samples X is drawn using a Markov chain targeting
πθ( · |J, Y ). However, this scheme is computationally intensive all the more that [AK10]
uses a batch learning setup which implies that at each iteration, as many latent variables
{J (k)

n , X
(k)
n , k > 0} as there are observations need to be sampled. Moreover, the samples

provided by our Algorithm 7 are exact whereas, because it involves approximate weights,
those from the algorithm proposed in [AK10] are noisy. Note that this does not call into
question the merits of the learning setup proposed in [AK10] which has been theoretically
proven using the noisy samples from the posterior distribution.

5 A mixture of Gaussian regression
We first apply the MCoEM algorithm to estimate the parameters of a Mixture of Gaus-

sian Regressions, which was already studied in [CMR05]. This model is actually analogous
to a mixture of deformable templates model, where the observations are |Ω| = 1 dimen-
sional data i.e.Y ∈ R, the regression parameters (similar to the template parameters) are
m = 3 dimensional vectors such that α ∈ A = R3 and the missing data are a scalar β ∈ R.
In this setting, compared to the models (II.5) and (II.6), we do not take into account the
scaling factor λ and therefore dβ = d = 1. We consider a mixture model with C = 2
components, where the observations are simulated as follows :

Jn ∼ Multi(ω1, ω2) ,
βn | Jn = j ∼ N (µj , γ2) ,
Yn | Jn = j, βn ∼ N (Φβnαj , σ

2
j ) .

(II.30)

The vector of regressors Φβn ∈M1,3(R) is defined as in [CMR05] with Φβn = (1, βn, βn2/10).
The model is exponential and the sufficient statistics vector writes

S(j, β, Y ) = (S1(j, β, Y ), S2(j, β, Y )) ,

where for i ∈ {1, 2},

Si(j, β, Y ) = δi=j(1,ΦT
βY,ΦT

βΦβ, Y
2, β, β2) .

The regression parameters (α1, α2) are unknown and we wish to estimate them using an
EM algorithm in an online setting. The E and M steps respectively write with the notations
introduced in the Section 3 for i ∈ {1, 2}

(i) ŝi = E[Si(j, β, Y ) |Y ] and (ii) α̂i = (ŝ(3)
i )−1ŝ

(2)
i . (II.31)
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We consider two learning setups :
(a) First, we assume that for each data Yn, the missing data βn is known. This situa-

tion corresponds exactly to the example proposed in [CM07] to illustrate the Online
EM algorithm. Indeed, since in this context the missing data reduce to the class index,
the conditional expectation of the complete data log-likelihood is tractable :{

ŝ
(2)
i = Eθ̂[S

(2)
i (Jn, βn, Yn) |βn, Yn] = ΦβnYn Pθ̂[Jn = j |βn, Yn] ,

ŝ
(3)
i = Eθ̂[S

(3)
i (Jn, βn, Yn) |βn, Yn] = ΦT

βn
Φβn Pθ̂[Jn = j |βn, Yn] ,

where

πθ̂(Jn = j |βn, Yn) ∝ ωj
σjγj

exp
[
−(βn − µj)2/(2γ2

j )− (Yn − Φβnαj)2/(2σ2
j )
]
. (II.32)

As a consequence, the Online EM can be implemented.
(b) Then, we assume that the missing data consist in the vector {(Jn, βn), n ∈ N} i.e. the

parameter βn is unknown for each observation Yn. This is a typical situation where
the Online EM cannot be implemented. Indeed, due to the intractable conditional ex-
pectation

ŝi =
C∑
j=1

∫
Si(j, β, Y ) exp

[
−(β − µj)2/(2γ2

j )− (Y − Φβαj)2/(2σ2
j )
]

dβ ,

the E-step of the Online EM cannot be performed. As a consequence, one may turn to
the MCoEM to estimate the parameters. We study the convergence of the MCoEM using
two different algorithms to sample the missing data : the Carlin and Chib algorithm
detailed in Algorithm 7 and the Metropolis-within-Gibbs sampler which alternatively
updates
(i) the class index Jn given the current observation Yn and the current parameter

βn according to (II.32)
(ii) the parameter βn given the current observation Yn and the current class index

Jn with a Metropolis kernel which targets the following distribution defined for
all A ∈ B(R) by

πθ̂(βn ∈ A | Jn = j, Yn) ∝
∫
A

ωj
σjγj

e(β−µj)2/(2γ2
j )−(Yn−Φβαj)2/(2σ2

j )dβ .

As suggested previously, the pseudoprior distributions ζ1, ζ2 involved in the Carlin and
Chib algorithm are set as two Gaussian distributions with mean given by (II.27) and
covariance matrix given by (II.29). In this model, these two parameters can be computed in
closed form. Indeed, for j ∈ {1, 2}, β?j is the solution of a cubic equation whose parameters
are all tractable. Moreover, since d = 1, the Hessian matrix computation (II.29) boils down
to the evaluation of the second derivative of the function β → πθ̂(β |Yn, j) in β?j , which
does not present a major difficulty.

We run n = 10000 iterations of the Online EM and the MCoEM algorithms starting
from the same initial guess. At each iteration, a new observation is simulated according to
(II.30) and is processed only once. The parameters (ω1, ω2, µ1, µ2, γ, σ1, σ2) are set constant
to their exact value throughout the process while the estimate {α̂n,j , n ≤ 10000}Cj=1 are
updated at each iteration. Moreover, as recommended in [CMR05] :
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• The parameters are not updated for the 20 first iterations. This time lag allows to obtain
a sufficient statistics estimate {ŝ1, ŝ2} which lives in the sufficient statistics space. In
particular, ŝ(3)

1 and ŝ(3)
2 should be invertible matrices in this model.

• The sequence of positive step-size involved in the stochastic approximation step II.18 is
set as ρn = n−0.6.
• A Polyak-Ruppert averaging technique [Pol90, Rup88] is used as a post-processing step :

instead of considering the estimate α̂n,j provided by (II.31), we use

α̃n,j =
{
α̂n,j n ≤ n0
(n− n0)−1∑n

k=n0 α̂k,j n > n0

For a stochastic approximation involving a sequence {ρn = n−r, n ∈ N, 0.5 ≤ r ≤ 1}, it
was shown in [Pol90, PJ92] that α̃n,j converges at the rate 1/

√
n for all 0.5 ≤ r ≤ 1.

The Figure II-1 compares the learning setups (a), where the inference is performed with
the Online EM and (b), where the inference is performed with the MCoEM coupled with
the Carlin and Chib algorithm. In both scenario, the Polyak-Ruppert averaging procedure
begins at the iteration n0 = 7500. Starting from the same initial guess for α, 100 runs
of each learning algorithms were performed and the Figure II.1(a) summarizes the results
with the box-and-whisker plots for n = 100, n = 1000 and n = 10000. The true value
of the regression parameter α is displayed with the green lines, the estimation of the
three components of the class j = 1 and j = 2 regression parameter are respectively
positioned on the left column and on the right column of Figure II.1(a). This experiment
shows that even though in the early iterations, the MCoEM estimate features a much
more significant bias and a larger variability than the Online EM estimate, after n =
10000 iterations, the estimates are very similar. The Figures II.1(b) and II.1(c) display a
sample path of n = 10000 iterations of the Online EM and the MCoEM respectively. This
highlights the quantitative similarity of the two approaches whereas the Online EM requires
the parameters βn to be known while the MCoEM can still be implemented when it is
missing.

We also implement the MCoEM algorithm with a Metropolis-within-Gibbs sampler
to simulate the missing data. As already stated in the Preamble D .3, the Metropolis-
within-Gibbs sampler (and more generally the Gibbs samplers) does not allow an efficient
sampling of a distribution involving a selection model random variable. As a result, the
estimates {α̃n,j , n ∈ N} does not converge to the true value of the parameter as illustra-
ted by the Figure II-2. As in the Figure II-1, the box-and-whisker plot proposed in the
Figure II.2(a) summarizes 100 runs of the MCoEM with a Gibbs sampler and the Figure
II.2(b) provides an example of sample path of the 10000 iterations of the MCoEM . The
significant bias is the result of the inappropriate parameters {(Jn, βn), n ∈ N} sampled
by the Gibbs sampler : instead of switching from one class to another when needed, the
Gibbs sampler tends to produce a parameter βn which will fit the possibly wrong current
class. As a consequence, huge deformations are expected such that the matrix ŝ(3)

i might
become barely non-inversible in some cases. The online setup increases significantly the
vulnerability of the parameter estimation to this problem since only one missampled mis-
sing data sampling may definitely affect the estimate. This highlights the important role
played by the missing data sampler and justifies the use of the Carlin and Chib algorithm
instead of the Gibbs sampler.

This toy-example shows that :
(i) the MCoEM is an alternative to the Online EMwhen the conditional expectation

cannot be analytically computed, typically when some data are censored,
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(a) Estimation of the regression parameters for 100 runs of the Online EM and MCoEM algorithms

0 0.5 1

·104
−20

−10

0

10

20

n

α̃
n

(b) Sample path of the Online EM

0 0.5 1

·104
−20

−10

0

10

20

n

α̃
n

(c) Sample path of the MCoEM implemented with the Carlin and Chib sampler

Figure II-1 – Estimation of the regression parameters with the Online EM and the
MCoEM algorithms
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(ii) the estimates are similar even though the MCoEM convergence is slower than the
Online EM ,

(iii) the combination of the MCoEM with the Carlin and Chib sampler provides a robust
and unbiased estimate of unknown parameters in mixtures of missing data exponen-
tial models.

6 Numerical results
We evaluate the performance of our online learning algorithm by inferring two types

of data : growth velocity curves and handwritten digits. These three examples illustrate
the flexibility and the effectiveness of the proposed online learning algorithm.

6 .1 Growth velocity curve study

The growth velocity curve example is a classical benchmark in curve registration
[Ram06, Zho08] ; it is used here for illustrative purposes, because the rationale of the
model is easy to grasp. The growth curves are obtained from the Berkeley Growth Study
data [TS54] and display the evolution of the growth velocity between 2 and 18 years, for 39
boys and 54 girls ; see Figure II-3. The objective of the algorithm is to retrieve a standard
growth profile for boys and girls from the unlabeled growth velocity curves. The growth
velocity curves, plot the growth velocity of individuals observed at |Ω| = 31 landmarks
Ω = {u1, . . . , u|Ω|}, irregularly spaced, such that for all s ∈ {1, . . . , |Ω|}, 2 ≤ us ≤ 18.

Growth profiles may vary from an individual to another, both as a function of the time
and in amplitude. The algorithm aims to extract templates for the growth velocity curves :
it associates to each observation Yn a monotonically increasing time warping function
u 7→ Dδn(u), δ ∈ D ⊂ RdD , as well as a global scaling parameter λn. In this model, note
that the global deformation model {Gβ, β ∈ B} boils down to the time warping function
and therefore B = D and d = dD. We consider a mixture model with C = 2, implying that
we aim at retrieving templates for boys and girls growth velocity separately i.e. the class
index Jn ∈ {1, 2} models the boys and girls clusters. In this illustration, the template is a
function Tα defined on an open segment U = (ui, uf ) = (2, 18) parameterized as :

Tα(u) =
m∑
`=1

α`φ`(u) , (α1, . . . , αm) ∈ A = R+m (II.33)

where {φ`}m`=1 is set as u 7→ φ`(u) = exp (ν−2
` (u− r`)2), where {r`}m`=1 are regularly spaced

landmark points in U. The choice of {φ`}m`=1 and A ensures that the template function
u 7→ fα(u) is a positive function, which is a natural constraint for growth velocity curves.
For all ` ∈ {1, . . . ,m}, the bandwidth of φ` is set as ν2

` = −minu∈Ω ‖r`−u‖2
log ε , where ε ∈ (0, 1)

is the value of φ` in the nearest design point of r`. This choice of bandwidth enables to take
into account the irregularly spaced measurement points in Ω. The deformable template
model (II.1) simply writes for all u ∈ U :

Yn ∈ Cj , Yn(u) = λnTαj ◦Dδn(u) + σWn(u) .

In this setting, the time warping function u 7→ Dδ(u) is monotonically increasing
and should satisfy Dδ(ui) ≥ ui and Dδ(uf ) ≤ uf (indeed, outside (ui, uf ), the template
vanishes (II.33)). In order to satisfy these constraints, we write Dδ( · ) as :

Dδ(u) = ui + (uf − ui)Vδ(u) , (II.34)
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Figure II-2 – Estimation of the regression parameters with the MCoEM algorithm coupled
with a Gibbs sampler
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Figure II-3 – Growth velocity samples and templates extraction

where Dδ( · ) is modeled as proposed in [RL98] with :

Vδ(u) =
∫ u
u′i

exp
[∑d

k=1 δkψk(v)
]

dv∫ u′
f

u′i
exp

[∑d
k=1 δkψk(v)

]
dv

, (II.35)

where u′i ≤ ui and u′f ≥ uf allow to satisfy the constraints stated above. For all k in
{1, . . . , d}, δk ∈ R and {ψk}dk=1 is a dictionary of Gaussian kernels centered on the land-
mark points {qk}dk=1 with the same bandwidth. In this implementation, we set u′i = 0,
u′f = 20 and use d = 20 regularly spaced landmark points such that q1 = u′i and qd = u′f ;
the kernel variance is set to 1. Moreover, the prior distribution (II.10) of δ is set with a
mean equals to (1, . . . , 1)T and for all j ∈ {1, 2} a covariance matrix Γj parameterized by
the variance γj , such that Γj = γ2

j Idd. The estimate γ̂2
j,n of γ2

j after n = 1000 iterations is
γ̂2

1,1000 = 0.08 and γ̂2
2,1000 = 0.07. A Gamma prior with parameters a = b = 10 is assumed

for λ.
The Figures II-4-II-5 illustrate the sampling scheme proposed in Section 4 . For j ∈

{1, 2}, the auxiliary variable Xj introduced in (II.22) consist in Xj = (λj , δj). Green
dots represent an observation along with the templates in plain curves (boys on the left
panel and girls on the right panel) and the templates distorted by some deformation
parametersX(k)

1 = (δ(k)
1 , λ

(k)
1 ) andX(k)

2 = (δ(k)
2 , λ

(k)
2 ) sampled using the kernel K̃CC (dashed

curves). For each observation Y , we use 200 iterations of the sampling scheme detailed in
Algorithm 7. The pseudo-priors ζ1 and ζ2 are set as Gaussian distributions, as specified
in 4 . For j ∈ {1, 2}, the mean λ∗j , δ∗j is given with a quasi-Newton optimization method
(with an early stopping rule, because the precision of the fit does not matter much) ;
in addition, for computational efficiency, the covariance matrix is set as Γ̂j,n = γ̂2

j,nIddβ
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(which is the j-th class prior covariance matrix estimate). Even though, the pseudo-priors
distribution provide rough deformation parameters (see some samples from the random
function u→ D

δ
(k)
1

(u) on the left side of II-4), they allow to change models as illustrated
in the right panel of II-5. On the other hand, the deformations sampled from the "true"
posterior distribution are consistent with Y : the distorted templates tend to match the
observation.

The left panel of Figure II-5 shows the warping functions u→ Dδ1(u) and u→ Dδ2(u)
corresponding to the last samples δ(k)

1 and δ
(k)
2 from the kernel K̃CC i.e. k = 200. The

sampling of the cluster index (II.24) makes use of the complete data log-likelihood and
promotes models involving small deformations. Therefore, the class J = 2 is more likely
as confirmed by the right panel of II-5 representing the class sampling scheme throughout
200 MCMC iterations.

Starting with two m = 40 dimensional random vectors α̂0,1 and α̂1,1, the two templates
Tα̂1,1000 and Tα̂2,1000 , displayed in II-3 were obtained after n = 1000 iterations of the
MCoEM algorithm. Since a limited number of observations were available, each observation
is processed several times, drawn at random throughout the iterations. The templates show
that the girls reach the pubertal growth spurt earlier (between 11 and 12 years) than boys
(between 13 and 14 years). Moreover, we notice that the boys growth velocity profile
features a pre-pubertal dip more pronounced than for the girls.
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6 .2 Handwritten digits template extraction

The algorithm is then applied to a collection of handwritten digits, the US postal
database, featuring N = 1000 samples for each handwritten digit from 0 to 9, each of
which consists of a 16 × 16 pixel image. The USPS digits data were gathered at the
Center of Excellence in Document Analysis and Recognition (CEDAR) at SUNY Buffalo,
as part of a project sponsored by the US Postal Service ; see [Hul94]. The main difficulty
with these data stems from the geometric dispersion within each class. The sources of
dispersions are numerous. First, a digit may be associated to several prototype shapes :
for instance the digits two may be written with or without a loop in the lower left-hand
corner and the digits seven feature an horizontal line on the vertical bar. These prototypes
may suffer from small deformations (modeling the variability of the different realizations).
Global deformations such as a rotations, homotheties and translations may also affect the
templates.

An observation Yn is a 16 × 16 matrix, regarded as a |Ω| = 256 dimensional vector,
whose coordinates correspond to the photometry of a fixed set of pixels, (u1, . . . , u|Ω|), such
that for all s in {1, . . . , |Ω|}, us ∈ (−1, 1)× (−1, 1). The raw database consists of noise-free
observations, such that for all s ∈ {1, . . . , |Ω|}, Yn,s ∈ (0, 1). To make the problem more
challenging, an additive Gaussian noise Ws = σε, where σ = 0.2 and ε ∼ N (0, 1), is added
to Yn,s for all s in {1, . . . , |Ω|} (see Figure II-7 (a)).

A template T is a function defined on U = R2. The dictionary of functions {φ`}m`=1 is
set as Gaussian kernels with m = 256. The landmark points {r`}m`=1 are regularly spaced
in the square (−1, 1)× (−1, 1) and similarly to the growth velocity curve illustration, the
variances {ν2

` }m`=1 are set to ν2
` = −minx∈Ω ‖r`−x‖2

log ε , where ε ∈ (0, 1) is the value of φ` in the
nearest design point of r`.

Contrary to the growth velocity curve case, where the profile features a scaling factor
between individuals, in this database, the scale dispersion in the measurement space is
limited. As a consequence, using a scaling factor λn is not relevant. Each image Yn is
associated to a class Jn ∈ {1, . . . , C} and a deformation parameter βn, such that a template
can be geometrically deformed under the action of a function u 7→ Gβn(u). We consider
two complementary types of deformation :

• A rigid deformation which allows rotations, homotheties and translations. Indeed, the
templates need to be allowed to rotate and to be translated in space, in order to match
the observations and in particular those which are partially censored by the observation
window. Homotheties allow to zoom in or to zoom out the templates. The homothety
Hη : u 7→ ηu is parameterized by η > 0, the translation Tτ : u 7→ u + τ by τ ∈ R2 and
the rotation Rρ : u 7→ Rϕ(u − ϑ) + ϑ by ρ = (ϕ, ϑ) ∈ [0; 2π] × U, where Rϕ denotes
the rotation matrix with angle ϕ. A Gaussian prior is set assumed, with zero mean for
the components (τ, ρ) and a mean one for η. The covariance matrix is diagonal with
unknown class-dependent variances.
• A smooth small deformation field is used to register locally a template with the obser-
vation. It is parameterized by a dD-dimensional vector δ = (δ1, . . . , δdD) ∈ D and writes
for all u ∈ U as

Dδ(u) =
dD∑
k=1

δkψk(u) ,

where for all k in {1, . . . , dD}, δk ∈ R2, in order to allow small displacements in the two
directions. The smoothness of the deformation is enforced by the choice of functions
{ψk}dD

k=1 which belong to a dictionary of Gaussian kernels defined on R2 and centered on
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the landmark points {qk}dD
k=1 with identical variance σ2

D, such that for all k ∈ {1, . . . , dD},
ψk(u) = expσ−2

D ‖u− qk‖2. In this implementation, we used dD = 36 landmark points
at the vertices of a regular grid on the square (−0.5, 0.5)× (−0.5, 0.5) and a bandwidth
σ2

D = 0.16. As a consequence the local deformation parameter δ is a 72 dimensional
vector. Similarly to τ , conditionally on Jn = j, a Gaussian distribution with zero mean
and covariance matrix Γj is assumed for the parameter δn. In this implementation, for
all j ∈ {1, . . . , C}, Γj writes Γj = γ2

jM where M is a fixed matrix with ones on the
diagonal and 0.2 on the lower and upper diagonals.

Hence, the parameter β is a d = 78-dimensional vector which writes β = (η, τ, ρ, δ) and
deformation model, illustrated with the Figure II-6, writes in this setting for all u ∈ U :

Gβ(u) = Rϕ(ηu+ τ − ϑ) + ϑ+
dD∑
k=1

δkψk(u) . (II.36)

Therefore, the observation model writes :

Yn ∈ Cj , Yn(u) = Tαj ◦Gβn(u) + σjWn(u) . (II.37)

template

u 7→ Tα(u)

rotation of
the template:

u 7→ Tα ◦Rρ(u)

rotation and zoom
out of the template:

u 7→ Tα ◦Rρ(ηu)

rotation, zoom out
and translation
of the template:

u 7→ Tα ◦ {Rρ(ηu) + τ}

rotation, zoom out,
translation and

small deformations
of the template:
u 7→ Tα ◦Gβ(u)

Figure II-6 – Global and local deformations of a given template

We consider two learning setups. In the first one, see Figure II-7-(b), the templates
are learnt for each digit separately with C1 = 4 classes and N1 = 1000 iterations of the
MCoEM. Then, we compare with a fully unsupervised scheme, with C2 = 20 classes and
N2 = 5000, see Figure II-7-(c).

The templates obtained in the two settings are similar, even though in Figure II-7-(c),
the algorithm makes use of a class for digits that can hardly be classified in one of the
existing mixture component. Moreover, in the scheme (c) the number of classes describing
a digit is ruled by the learning algorithm and may not be optimal : for instance a digit
two could be described with more than two clusters, whereas three classes for a digit nine
are a bit excessive.

The hidden data βn = (ηn, τn, ρn, δn), and Jn are simulated with vn = 200 iterations if
n ≤ 100 and vn = 500 iterations otherwise of the sampling scheme detailed in Algorithm 7.
This choice of vn is driven by the fact that when the templates are not well resolved a rough
approximation of the conditional expectation is sufficient. Moreover, a burn in period of
50 iterations of the MCMC algorithm is used. Finally, given the high dimension of βn,
the quasi-Newton optimization methods to estimate {β∗j }Cj=1 in (II.27) is time-consuming.
Therefore, the pseudo-priors parameters are set as the sample mean and covariance matrix
derived from 100 iterations of a random walk targeting the posterior distribution and
taking place before the first MCMC iteration.
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Figure II-7 – Templates extraction

The Figure II-8-(a) shows a realization of the k = 450-th iteration of the Markov chain
K̃n occurring in the n = 600-th iteration of the MCoEM algorithm. In this scenario, we aim
at extracting C = 4 templates of the digit 7 in a supervised setting (see Figure II-7-(b)).
Given J (k−1)

n = 3, the auxiliary variables {β(k)
j }j 6=3 are sampled from the linking densities

{ζj}Cj=1,j 6=3, while β
(k)
3 is simulated with r = 20 iterations of a Gaussian increment random

walk Metropolis algorithm, whose variance is adjusted to obtain an overall acceptance
rate of 40% (see [ADFDJ03]). Despite the rough approximation on the pseudo-priors
parameters, Figure II-8(a) shows that the simulated deformations β(k)

j are consistent with
the observation Yn for each model j ∈ {1, . . . , C}. As a consequence, the Markov chain
{J (k)

n , β
(k)
n , k > 0} mixes well ; see Figure II-8(b) which displays the class index samples

{J (k)
n , k > 0} throughout the vn = 500 MCMC iterations.
Following the prescription of [CM07], the sufficient statistics (and consequently the

parameters) should be updated for the first time once several observations have been
gathered. Indeed, the parameters update (II.20) - (II.21) requires that the sufficient sta-
tistics vector check some constraints. In particular {s̃n,j,1}Cj=1 should be nonzero scalars
and {s̃n,j,3}Cj=1 should be invertible matrices. In practice, these assumptions hold, when
the first update happens after n = 50 MCoEM iterations, the second after n = 75 and as
soon as a new observation is available from n = 100.
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The Figure II-9 shows the parameters estimate {θ̂n}1000
n=1 throughout the Monte Carlo

online EM algorithm for the digit two learnt separately with C = 4 classes. The tem-
plates are initialized using the four first observations, such that for all j ∈ {1, . . . , 4},
α̂0,j = (ΦT

Od
ΦOd)−1ΦT

Od
Yj , where Φβ is defined in (II.3). The functions {Tαn,j}1≤j≤C tends

progressively to usual reference shapes and each new observation available enhances the
templates estimate (Figure II-9-(a)).

7 Conclusion
We have proposed a statistical framework to perform sequential and unsupervised in-

ference in a deformable template model, with application to curve synchronization and
shape extraction and registration. It makes use of a Monte Carlo online EM (MCoEM),
derived from [CM07] and a novel MCMC sampling method, allowing to simulate the un-
tractable joint distribution of the cluster index and deformation parameters. The method
has been used successfully to extract reference templates from several data sets featuring
high time / geometric dispersion.
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Chapitre III

Modélisation et classification des
SIR d’aéronefs

1 Introduction

Dans ce chapitre, nous appliquons la méthodologie d’estimation des paramètres de
modèles à prototype déformable présentée dans le Chapitre II, au cas des Signatures
Infrarouge d’aéronefs, obtenues par la méthode détaillée dans la Partie Simulation de
SIR. L’objectif est de déterminer les caractéristiques géométriques, photométriques et
spectrales de deux aéronefs différents puis de proposer une méthodologie de classification
a posteriori .

D’un point de vue pratique, ces deux étapes s’articulent de façon séquentielle :
• Un premier ensemble d’images, simulées par la méthode de la Partie Simulation, est uti-
lisé comme base d’apprentissage pour estimer les paramètres du modèle d’observation.
En pratique, dans le cas d’un système de surveillance sur le terrain, la base d’appren-
tissage serait constituée d’images acquises par un capteur infrarouge et pour lesquelles
une cible a été détectée par la méthode proposée dans le Chapitre I,
• Une fois que les estimateurs des paramètres du modèle ont convergé, de nouvelles don-
nées simulées par la méthode de la Partie Simulation (en pratique, acquises par un
capteur infrarouge et pour lesquelles une cible a été détectée par la méthode proposée
dans le Chapitre I), peuvent être classées à partir du modèle d’observation ainsi établi.
Nous présentons tout d’abord un modèle d’observation pour les SIR monospectrales

qui diffère du modèle utilisé pour les chiffres manuscrits proposé dans le Chapitre II par la
prise en compte d’un facteur scalaire d’ajustement de l’intensité photométrique. Comme
pour les chiffres manuscrits, deux scénarios d’apprentissage sont envisagés. Le premier cas
consiste en un apprentissage semi-supervisé dans lequel les deux avions sont appris de
façon séparée et où plusieurs classes sont apprises pour un même avion. Cette approche
ne correspond pas véritablement au cadre de notre étude car elle suppose l’existence d’une
base d’apprentissage pour chaque avion. Le second scénario, plus réaliste par rapport à
notre contexte, est non-supervisé car la base d’apprentissage contient des avions des deux
classes mélangées : l’objectif est d’apprendre une classe par avion.

Le passage aux SIR multispectrales soulève la question de la corrélation spectrale et
spatiale des images dans les différentes bandes. Deux modèles de corrélation sont envi-
sagés, chacun menant à un modèle de SIR multispectrales. Comme dans le cas des SIR
monospectrales, l’apprentissage des paramètres du modèle est effectué au moyen des deux
scénario semi-supervisé et non-supervisé et les résultats sont présentés. Par rapport au cas
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monospectral, l’utilisation des SIR multispectrales nécessite la spécification du regroupe-
ment de bandes spectrales pris en compte dans l’apprentissage : différentes combinaisons
de bandes spectrales sont étudiées.

Enfin, nous proposons une méthode de classification basée sur le calcul de la classe qui
maximise la vraisemblance a posteriori . L’algorithme de classification diffère dans le cas
semi-supervisé et dans le cas non-supervisé. Les résultats de classification montrent que,
comme pour la détection, la classification d’aéronefs donne de meilleurs résultats lorsque
des SIR multispectrales plutôt que monospectrales sont utilisées.

Dans tout ce chapitre, nous considérons un modèle de fond Gaussien (Cf. Section
Simulation de fonds) avec les deux écarts types correspondant au cas de ciel clair et
au cas de ciel nuageux. Le modèle de fond de ciel texturé multispectral étant encore en
cours d’élaboration, il n’a pas été possible de tester les performances de notre méthode
d’apprentissage dans le cas des fonds nuageux texturés.

2 Cas monospectral

2 .1 Modèle d’observation

Bien que les SIR monospectrales soient des données de même dimension que les images
de chiffres manuscrits (Cf. Illustration de la Section 6 .2), il n’est pas possible d’utiliser
directement le même modèle d’observation que (II.37). En effet :

• Bien qu’assimilés à des fonctions Yn : R2 → R, les chiffres manuscrits ne présentent en
réalité que deux degrés de liberté car il est possible de passer d’un chiffre à un autre
simplement par une déformation du plan. Comme le montrent les Figures III-1 (a) et (b)
les valeurs des pixels appartenant à un chiffre sont presque toutes égales à 1, si bien que
l’on peut considérer que la fonction Yn prends ses valeurs dans {0, 1}. Les Figures III-1
(c) et (d) montrent que les SIR monospectrales ont un degré de liberté supplémentaire
car les pixels appartenant à la cible ont des valeurs variables, et qu’il n’est donc pas
possible de restreindre l’espace image de Yn à {0, 1} dans ce cas.

• L’échelle de niveau de gris est la même pour toutes les images de chiffres manuscrits. Par
conséquent, l’information photométrique, que l’on peut définir comme étant la valeur
numérique associée à chaque pixel, est confondue avec l’information géométrique, que
l’on peut définir comme étant la répartition spatiale des pixels de chiffre. La situation
est différente dans le cas des SIR monospectrales, comme le montre la Figure III-2. La
première ligne de la Figure III-2 représente cinq observations d’un même aéronef dans
le même scénario par un niveau de gris indépendant pour chaque image : pour chaque
image le pixel le plus chaud a une valeur de 1 et le pixel le plus froid 0. La seconde
ligne représente les mêmes observations mais par un niveau de gris commun aux cinq
images : le pixel le plus chaud des cinq observations a une valeur de 1 et le pixel le
plus froid des cinq observations a une valeur de 0. Cette représentation met en évidence
l’importance de la photométrie dans le cas des SIR : les observations 1 et 3 (en partant de
la gauche) ont une géométrie similaire comme le montre la première ligne, mais ont des
photométries différentes, comme le montre la seconde. Il est donc important de prendre
en compte un facteur d’échelle permettant d’ajuster les niveaux de photométries entre
plusieurs observations. En effet, la méthodologie d’extraction de formes caractéristiques
présentée dans le Chapitre II fait intervenir une étape de recalage, basée sur l’intensité
des observations, qui n’est donc pas réalisable sans la prise en compte des variations
photométriques.
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Figure III-1 – Représentation en trois dimensions de deux chiffres manuscrits et de deux
SIR monospectrales

• Les cibles étant situées à une même distance du capteur, elles ont toutes approximati-
vement la même taille. Par conséquent, il n’est pas nécessaire de prendre en compte les
homothéties du plan dans le modèle de déformation.
D’après ces remarques, il existe pour toute observation Yn : R2 → R des données non

observées : une classe jn ∈ {1, . . . , C}, un facteur d’échelle λn > 0 et une déformation du
plan Gβn , βn ∈ B. Conditionnellement au vecteur des données manquantes (jn, βn, λn), la
fonction Yn s’écrit pour tout u ∈ R2

Yn(u) = λn Tjn ◦Gβn(u) + σWn(u) , (III.1)

où, pour tout j ∈ {1, . . . , C}, Tj : U → R est la fonction prototype de la classe j et
Wn : U → R est un processus de bruit additif, considéré dans tout ce Chapitre comme
étant un processus Gaussien indépendant centré et réduit.

Nous considérons le modèle de déformation {Gβ, β ∈ B} défini pour tout u ∈ R2 par

Gβ(u) = Rϕ(u− ϑ) + τ +
dD∑
k=1

δkψk(u) , (III.2)

où τ est le paramètre de translation, (ϕ, ϑ) les paramètres de rotation avec Rϕ la matrice
de rotation du plan d’angle ϕ et δ = (δ1, . . . , δdD) ∈ D le paramètre de déformation locale.
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Figure III-2 – Cinq SIR monospectrales du même aéronef dans le même scénario - sur la
1ère ligne, les observations sont représentées par des niveaux de gris indépendants ; sur la
2ème ligne, les observations sont représentées par une échelle commune de niveau de gris

Dans cette application, pour tout k ∈ {1, . . . , dD}, nous avons δk ∈ R2 et par conséquent
D = R2dD . Le paramètre de déformation s’écrit donc β = (ϕ, ϑ, τ, δ) et appartient à
B = [0, 2π]× R2(dD+2).

Dans notre modèle d’observation, les données cachées sont des variables aléatoires
(J, β, λ) admettant une loi a priori gθ, par rapport à la mesure de domination de Lebesgue,
définie par :

gθ(j, β, λ) ∝ ωj exp
(
−1/2(βTΓγj−1β)

)
λa−1 exp (−bλ) . (III.3)

La matrice de covariance de β est supposée diagonale par blocs : elle est paramétrée par
un scalaire {γj > 0}Cj=1 tel que, conditionnellement à la classe j, γ2

jM est la matrice de
covariance des paramètres de déformation locale δ avec M ∈ M+(R). Les variances des
paramètres ϕ, ϑ et τ sont supposées connues et fixées à 0.3. La loi a priori de λ est une
loi Gamma de paramètre (a, b) = (10, 10), ce qui permet d’assurer la positivité du facteur
d’échelle.

Nous supposons que le prototype Tj de chaque classe j ∈ {1, . . . , C} est une fonction
Tαj : R2 → R, définie comme dans (II.2), et paramétrée par un vecteur αj ∈ Rm. Enfin, à
la différence du modèle d’observation des chiffres manuscrits, nous supposons que l’écart
type du bruit additif σ > 0 ne dépend pas de la classe j. En effet, dans cette application,
le bruit additif modélise le fond de ciel et les perturbations dues à l’instrument de mesure
et ne dépend donc pas du type d’aéronef. Dans tout ce chapitre, nous considérons le cas
d’un bruit blanc Gaussien indépendant et identiquement distribué.

Conditionnellement à Jn, βn, λn, une SIR monospectrale Yn est un vecteur correspon-
dant à une discrétisation sur une grille de pixel Ω = (u1, . . . , u|Ω|) ⊆ [−1, 1]× [−1, 1]|Ω| de
la fonction Yn. Yn peut donc s’écrire sous forme vectorielle comme

Yn = λnΦβnαJn + σWn , (III.4)

où Wn = (Wn(u1), . . . ,Wn(u|Ω|))T et Φβn est la matrice définie comme dans (II.3). Ainsi,
dans cette approche, Yn est une variable aléatoire admettant pour densité, par rapport à
la mesure de Lebesgue et conditionnellement à βn, λn et Jn, la fonction pθ définie par :

pθ(y |β, λ, j) = 1√
2πσ

exp
(
− 1

2σ2 (y − λΦβαj)2
)
. (III.5)
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L’apprentissage du modèle d’observation consiste donc en l’estimation des paramètres

Θ =
C⋃
j=1

{ (
αj , γj , ωj , σ

)
|αj ∈ Rm, γj > 0, ωj ∈ (0, 1), σ > 0

}
∩


C∑
j=1

ωj = 1

 ,

à partir de SIR {Yn, n > 0}. L’algorithme MCoEM introduit au Chapitre II permet d’ob-
tenir une séquence d’estimateurs {θ̂n ∈ Θ, n ∈ N} qui converge vers un estimateur θ?
décrivant ces observations.

2 .2 Estimation des paramètres

Pour évaluer les performances de l’algorithme d’apprentissage, nous disposons :

• d’indicateurs qualitatifs tels que les prototypes {Tα̂n , n ∈ N} ou l’allure d’observations
Y ∼ Pθ̂n simulées par le modèle génératif avec les paramètres estimés,

• d’indicateurs quantitatifs tels que les estimateurs {θ̂n, n ∈ N} des paramètres θ du
modèle.

Nous exposons à présent les résultats d’estimation des paramètres pour deux avions dis-
tincts, l’Avion 1 et l’Alphajet et sous les deux niveaux de bruits σ1 et σ2. Ces simulations
ont été effectuées avec les paramètres d’apprentissage suivant :

• Nombre total d’observations n = 1000,
• Dimension des observations : |Ω| = 225,
• Coefficient d’approximation stochastique ρ = 0.6,
• Initialisation des paramètres : ω̂j,1 = 1/C, γ̂j,1 = 0.1, σ̂1 = 0.1 et

α̂j,1 = (ΦT
0dΦ0d)

−1ΦT
0dYj ,

• Les paramètres ne sont mis à jour qu’à partir de la 50-ième itération,
• Fonction prototype : m = 15, νp = 0.065 et pour tout ` ∈ {1, . . . ,m}

φ`(u) = (
√

2πνp)−1 exp−ν−2
p (u− r`)2 ,

où {r`}m`=1 est un ensemble de points régulièrement réparti dans [−1; 1]2,
• Déformation locale : dD = 6, νD = 0.1 et pour tout k ∈ {1, . . . , dD}

ψk(u) = (
√

2πνp)−1 exp−ν−2
g (u− qk)2 ,

où {qk}dD
k=1 est un ensemble de points régulièrement réparti dans [−0.8; 0.8]2,

• Matrice de covariance de la déformation locale Γγj = γ2
j Id2d2

D
,

• Simulation des données manquantes : vn = 100 itérations de l’algorithme de
Carlin et Chib pour n ≤ 50 et vn = 200 pour n > 50,

• Post-traitement : Moyenne de Polyak-Ruppert à partir de n0 = 750,

θ̃n =
{
θ̂n n ≤ n0
(n− n0)−1∑n

k=n0 θ̂k n > n0
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Figure III-3 – Exemple d’observations (a) et estimation des fonctions prototypes (b) de
l’Avion 1 pour deux niveaux de bruit

Apprentissage semi-supervisé

Avion 1 La Figure III-3 illustre l’estimation des fonctions prototypes pour un mélange
de C = 3 modèles déformables sous les niveaux de bruits σ1 et σ2 envisagés, à partir
d’une base d’observations ne contenant que des aéronefs de type Avion 1. Qualitativement,
le niveau de bruit ne perturbe pas l’estimation des templates qui sont, au bout de 1000
itérations, fortement similaires. Notons que l’ordre dans lequel sont traitées les observations
est aléatoire et ne modifie pas l’estimation des paramètres à convergence. Les observations
peuvent donc être décrites comme des variations autour de 3 modes : un mode majoritaire
(classe j = 1) où le fuselage de l’avion est centré et symétrique et deux classes minoritaires
équiprobables pour lesquelles sur le côté du fuselage de l’avion se trouve un point chaud
(à gauche pour la classe j = 2 et à droite pour la classe j = 3).

La Figure III-4 présente l’apprentissage des autres paramètres du modèle : les traits
pleins et les courbes en pointillés représentent respectivement l’estimation des paramètres
pour le niveau de bruit σ1 et pour le niveau de bruit σ2. Les courbes grises, rouges et
bleues représentent respectivement les classes j = 1, 2 et 3 et les courbes vertes dans la
Figure III.4(c) donnent les vrais valeurs des écarts types de bruit σ1 (trait plein) et σ2
(pointillés). On constate que pour les deux niveaux de bruits, l’estimation des paramètres
des lois a priori des données manquantes du modèle varie peu. La seule exception provient
de la variance des déformations qui est plus faible pour la classe j = 1 que pour les classes
j = 2 et 3 ; Cf. Figure III.4(c). En effet, les prototypes des classes 2 et 3 étant caractérisés
par un point très chaud, la simulation des déformations pour ces observations s’apparente
généralement à un simple recalage local de cette zone de l’image pour les observations
concernées. La classe 1 décrit des observations plus diversifiées et des déformations plus
importantes sont nécessaires pour recaler le prototype et ces observations. Ceci explique
la plus grande variabilité des déformations pour cette classe.
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Figure III-4 – Estimation des paramètres du modèle pour l’Avion 1 : les courbes en traits
pleins correspondent au cas σ1 et les courbes en pointillées au cas σ2. Les classes j = 1, 2
et 3 sont respectivement représentées en gris, bleu et rouge.

Alphajet Les Figures III-5 et III-6 illustrent l’apprentissage des paramètres du modèle
à prototype déformable lorsque la base de données ne contient que des observations d’Al-
phajet. L’Alphajet présente deux différences majeures par rapport à l’Avion 1 :
(i) L’Alphajet possède une signature infrarouge en moyenne plus faible que l’Avion 1

comme le montre la comparaison entre les Figures III.5(a) et III.3(a).
(ii) La valeur des luminances est plus varié pour l’Alphajet que pour l’Avion 1.

Les prototypes font apparaître 3 classes : la classe j = 2 symétrique et majoritaire et deux
autres, moins importantes en nombre, qui semblent être des rotations de la classe 2 d’un
angle négatif pour la classe j = 1 et d’un angle positif pour la classe j = 3.

D’après la remarque (i), la cible a un contraste plus faible avec le fond lorsqu’il s’agit
d’un Alphajet que d’un Avion 1 et l’étape de simulation des données manquantes de défor-
mation est par conséquent plus délicate pour l’Alphajet car il y a moins de caractéristiques
remarquables facilitant le recalage entre prototypes et observations. Ceci se traduit au ni-
veau des prototypes, en particulier dans le cas du bruit σ2, par des prototypes moins
variés : les classes j = 2 et j = 3 sont en effet plus proches avec σ2 qu’avec σ1. Pour cette
même raison, l’estimateur du paramètre de covariance de la classe j = 2 est plus faible
sous le niveau de bruit σ2 que sous le niveau σ1. A cette exception près et comme pour
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Figure III-5 – Exemple d’observations (a) et estimation des fonctions prototypes (b) de
l’Alphajet pour deux niveaux de bruit

l’Avion 1, l’estimation des paramètres des lois a priori des données manquantes du modèle
est semblable pour les deux niveaux de bruits.

La remarque (ii) explique quant à elle que le niveau d’intensité estimé pour la classe
j = 1 de l’Alphajet, soit plus faible que celui estimé pour les classes j = 2 et j = 3, et ce
pour les deux niveaux de bruits.

Remarque sur l’estimation des variances de la photométrie Sur les deux Figures
III.4(b) et III.6(b) illustrant l’estimation des variances de la photométrie, un léger biais
est observé : la variance estimée est inférieure à la variance réelle pour les deux avions et
pour les deux niveaux de bruit. Ceci s’explique par la façon dont sont bruitées les images.
Dans ce contexte, le bruit modélise le fond de ciel situé à une distance infinie du capteur et
qui est donc partiellement masqué lorsqu’un avion est présent. Par conséquent, comme le
montrent les Figures III.3(a) et III.5(a), la zone de l’image bruitée correspond aux pixels
où la SIR a une valeur négligeable ; voir la Remarque 3 dans la Partie Simulation pour
plus de précisions. Le modèle (III.4), qui fait l’hypothèse d’un bruit identique dans toute
l’image, ne correspond donc pas parfaitement aux observations traitées d’où le léger biais.
Enfin, comme l’Alphajet a moins de pixels ayant une valeur négligeable que l’Avion 1, il y
a plus de pixels non bruités dans les images d’Alphajet que dans les images d’Avion 1 : il
est donc logique d’observer un biais plus important dans le cas de l’Alphajet que dans le
cas de l’Avion 1.

Apprentissage non-supervisé

Dans le mode d’apprentissage non-supervisé, nous ne considérons que le cas d’un mé-
lange de C = 2 classes. En effet, lorsque C > 2, les classes sont librement organisées par
l’algorithme et ni le nombre ni les indices des classes décrivant chaque aéronef ne sont
spécifiés a priori . Par conséquent, un observateur extérieur doit nécessairement attribuer
à chaque classe un label correspondant au type d’avion qu’elle décrit, pour pouvoir classer
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Figure III-6 – Estimation des paramètres des lois a priori pour l’Alphajet : les courbes en
traits pleins correspondent au cas σ = 0.025 et les courbes en pointillées au cas σ = 0.058.
Les classes j = 1, 2 et 3 sont respectivement représentées en gris, bleu et rouge.

des observations inconnues a posteriori . Pour cette raison, l’algorithme ne peut plus être
considéré comme totalement non supervisé.

La Figure III-7 présente les C = 2 prototypes estimés dans le cas où les deux types
d’avions sont appris simultanément. L’Avion 1 est représenté en marron et l’Alphajet en
orange et comme précédemment les traits pleins et les pointillés correspondent respecti-
vement aux cas σ1 et σ2. Tandis que dans l’approche semi-supervisée, la géométrie joue
un rôle discriminant entre les différentes classes du modèle, la photométrie prend plus
d’importance lorsque le nombre de classes diminue. La géométrie du prototype des deux
classes est semblable et correspond approximativement au prototype majoritaire obtenu
pour chaque type d’avion dans le cas semi-supervisé. En revanche, l’information photo-
métrique est bien distincte. Comme le montre la Figure III-8, l’information géométrique
n’est pas apprise dans les prototypes mais intégrée dans la déformation géométrique. La
variance des déformations est en effet plus de 20 fois supérieure dans le cas non-supervisé
que dans le cas semi-supervisé. Pour l’Avion 1 (classe j = 1), les déformations sont parti-
culièrement variables car le recalage entre les observations décrites par les classes j = 2 et
j = 3 dans le cas semi-supervisé nécessite d’importantes déformations. L’estimation sous
σ2 est davantage délicate comme le montre la Figure III-8 : un certain nombre d’Avion



158 Chapitre III. Modélisation et classification des SIR d’aéronefs

σ1 σ2 Modèle sans λ

Figure III-7 – Estimation des prototypes dans le cas non-supervisé
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Figure III-8 – Estimation des variances de la géométrie (a) et des poids (b) dans le cas
non-supervisé avec C = 2

1 sont appris en tant qu’Alphajet et pour cette raison la variance des déformations de
l’Alphajet est plus importante.

Notons que la prise en compte du facteur d’échelle λ > 0 est d’une importance primor-
diale dans le cas d’un apprentissage non-supervisé comme le montre la 3-ème colonne de
la Figure III-8 illustrant l’apprentissage des deux prototypes sous σ2 lorsque λ est fixé à
1. La perte de ce degré de liberté empêche l’algorithme de recaler les observations ayant
une plus forte intensité, comme c’est le cas de certaines images d’Avion 1. L’estimation
d’une classe, ici la classe j = 1, décrivant ces données singulières conduit à la disparition
de la classe décrivant l’avion ayant la photométrie la plus faible, ici l’Alphajet. Sans prise
en compte de λ, les deux classes de cette simulation décrivent l’Avion 1.

Même si pour les raisons évoquées ci-dessus ce cas ne correspond pas à une situation
réaliste en pratique, nous avons tout de même effectué un apprentissage non-supervisé avec
C = 6 classes pour le niveau de bruit σ1. Les résultats illustrés par la Figure III-9 montrent
que les classes obtenues coïncident avec les résultats de l’apprentissage semi-supervisé :
les trois premières classes correspondent aux classes de l’Avion 1 et les trois dernières
aux classes de l’Alphajet avec des proportions similaires à l’apprentissage semi-supervisé
(Cf. Figures III.4(d) III.6(d)).

L’analyse de ces résultats montre que l’algorithme MCoEM permet d’extraire des fonc-
tions prototypes à partir d’images faiblement résolues. Bien que ne correspondant pas au
scénario de défense envisagé dans cette thèse, nous avons également testé notre algorithme
sur des observations ayant une meilleure résolution. Le simulateur présenté dans la Partie
Simulation de SIR permet en effet d’obtenir des images de différentes résolutions. Celles
que nous utilisons à présent sont des images de taille 64 × 64 dont nous ne gardons que
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Figure III-9 – Estimation des prototypes (a) et des poids (b) pour un mélange de C = 6
classes dans le cas non-supervisé et sous le niveau de bruit σ1

la partie centrale pour former des images 20 × 20. Les prototypes que nous extrayons de
ces images confirment l’estimation effectuée sur les images de basse résolution. Nous ex-
posons deux résultats d’apprentissage : l’Alphajet en semi-supervisé avec C = 3 classes et
l’Alphajet et l’Avion 1 en non-supervisé.

Pour les simulations avec ces images plus résolues, nous choisissons comme matrice de
covariance des déformations locales la matrice structurée définie par :

Γγj = γ2
jM où ∀(k, k′) ∈ {1, . . . , dD}, Mk,k′ = ψk(k′)

et m = 20 noyaux Gaussiens d’écart type νp = 0.005 comme base des fonctions prototypes
T. La Figure III.10(c) illustre la simulation d’observations à partir du modèle génératif
(III.3) et (III.4) utilisant les paramètres estimés. Qualitativement, la ressemblance entre
ces observations simulées et les observations réelles de la Figure III.10(b) montre qu’à
l’exception du paramètre de bruit (Cf. la remarque ci-dessus) les paramètres du modèle
sont estimés de façon satisfaisante.

2 .3 Influence de l’échantillonneur MCMC

L’échantillonneur MCMC joue un rôle primordial dans l’estimation des paramètres.
Nous illustrons à présent la simulation des données manquantes (J, β, λ) par la méthode
de Carlin et Chib que nous comparons à un échantillonneur moins performant, l’algorithme
de Gibbs. Les résultats montrent que dans ce contexte, l’utilisation de la méthode de Carlin
et Chib est indispensable pour que le MCoEM converge. Pour des raisons d’illustrations,
nous considérons dans ce paragraphe l’apprentissage semi-supervisé de SIR d’Alphajet
fortement résolues.

Nous nous plaçons lors de la 500-ième itération de l’algorithme MCoEM qui a permis
d’obtenir les prototypes présentés dans la Figure III.10(b). Une nouvelle observation est
disponible et il convient de simuler les données manquantes à savoir l’indice de classe J , les
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(a) Tα̂j,n

(b) Yn (c) Yn ∼ Pθ̂

Figure III-10 – Prototypes (a), exemple d’observations (b) et simulation de nouvelles
observations à partir des paramètres estimés (c), pour l’Alphajet et sous les deux niveaux
de bruits σ1 (gauche) et σ2 (droite)
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paramètres de déformation du plan β, incluant une rotation, une translation et un champ
de déformation local et le paramètre d’échelle λ. Ces variables admettent comme densité
a posteriori par rapport à la mesure de Lebesgue, la fonction πθ définie sur {1, . . . , C} ×
B× R+ par

πθ(j, β, λ |Y ) ∝ pθ(Y | j, β, λ)gθ(j, β, λ) . (III.6)

Lorsque l’on utilise l’échantillonneur de Carlin et Chib (voir Algorithme 7), la première
étape concerne le calcul des paramètres des pseudo-priors {ζj , j ≤ C} que nous choisissons
Gaussiens. A la différence de l’exemple de la regression gaussienne (voir Chapitre II, Sec-
tion 5 ), l’optimisation de la fonction (β, λ)→ πθ( · | j, Y ) n’est pas réalisable en un temps
raisonnable, car le vecteur (β, λ) possède une centaine de coordonnées. Nous simulons pour
chaque classe j ∈ {1, . . . , C} une chaîne de Markov {(β(k)

j , λ
(k)
j ), k ∈ N} au moyen d’un

algorithme de Metropolis-within-Gibbs (voir Remarque IV.23) admettant comme distri-
bution stationnaire πθ( · | j, Y ). La moyenne et la matrice de covariance {(µj ,Σj), j ≤ C}
des pseudo-priors sont fixés comme la moyenne et la covariance empirique des réalisations
de la chaîne. Rappelons que dans ce contexte, l’objectif des pseudo-priors est de permettre
d’effectuer un recalage grossier pour chaque classe, de sorte à ce que tous les modèles
soient en compétition. Il n’y a donc pas de contrainte d’optimalité sur ces paramètres et
en pratique 1000 étapes de Metropolis sont suffisantes pour obtenir des déformations ac-
ceptables comme le montre la Figure III.11(a). Les 200 premières itérations de la chaîne de
Markov, correspondant au régime transitoire, ne sont pas prises en compte pour le calcul
de ces paramètres. La Figure III.11(b) illustre quant à elle une étape de transition de la
chaîne de Carlin et Chib sur l’espace étendu : à l’itération k, la classe J (k) = 3 indique
que les données manquantes pour les classes 1 et 2 sont simulées respectivement par ζ1
et ζ2. Les données manquantes relatives à la classe j = 3 sont simulées par un noyau de
Metropolis-within-Gibbs identique à celui employé pour estimer les paramètres de ζ3. Bien
que les classes 1 et 3 soient majoritairement tirées a posteriori , la Figure III.11(c) montre
que la chaîne a visité au moins une fois tous les modèles au cours de ses 100 itérations.

La Figure III-12 illustre en détail le recalage du prototype de la classe 1 sur une
observation Y . Les paramètres (λ, β) permettant ces déformations sont obtenus lorsque la
chaîne de Carlin et Chib a atteint sa distribution stationnaire πθ̂( · | 1, Y ). La géométrie du
prototype est parfaitement déformée tandis que le seul paramètre d’échelle λ ne permet
pas d’appréhender la complexité de Y dans l’espace de mesure : ce paramètre permet
simplement de recaler le niveau moyen d’intensité. A ce stade, les représentations en trois
dimensions (dernière ligne), nous invitent à considérer en plus du paramètre λ un champ
de déformation local similaire à

∑dD
k=1 δkψk pour ajuster les niveaux d’intensité localement.

Toutefois, dans cette optique, le modèle ne serait plus exponentiel et le MCoEM ne peut être
utilisé pour estimer les paramètres du modèle sans nécessiter une adaptation particulière.

La Figure III-13 montre l’influence du nombre d’itérations de la chaîne de Carlin et
Chib sur l’estimation des prototypes. Le scénario est le suivant : nous considérons toujours
l’itération n = 500 de l’algorithme MCoEM et l’estimateur θ̂n associé mais nous prenons
en compte uniquement les classes 1 et 2. Une nouvelle observation Yn+1 qui n’est décrite a
priori par aucun prototype est disponible et permet de calculer l’estimateur suivant θ̂n+1.
Rappelons que la qualité de l’estimateur θ̂n+1 dépend de la qualité de l’approximation de
l’espérance des statistiques suffisantes du modèle Eθ̂n [S(J, β, λ) |Yn+1] qui est approchée
dans le MCoEM par une méthode MCMC. Les deux colonnes du tableau de la Figure III-13
donnent respectivement le nombre des premières simulations (burn) de la chaîne de Carlin
et Chib qui ne sont pas conservées pour l’approximation de l’espérance et le nombre total
d’itérations effectuées. Pour chaque ligne, les prototypes estimés sont représentés dans la
colonne centrale.
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(c) Échantillonnage de la variable de classe par la chaîne
de Carlin et Chib

Figure III-11 – Illustration de la chaîne de Markov de Carlin et Chib
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Figure III-12 – Simulation des déformations d’un prototype conditionnellement à une
observation
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Figure III-13 – Influence du nombre d’itérations de la chaîne de Markov sur l’estimation
des prototypes

La mise à jour des paramètres peut être interprétée de la façon suivante : les éléments
géométriques et photométriques de la nouvelle observation qui n’ont pas pu être recons-
truits à partir des prototypes et du modèle de déformation sont intégrés par les nouveaux
paramètres. Cette situation est présente dans le premier cas où le faible nombre d’itéra-
tions de la chaîne de Markov ne permet pas de recaler l’observation sur les prototypes.
La géométrie des nouveaux prototypes est par conséquent affectée brutalement par cette
observation. A l’inverse, les nouveaux prototypes ne varient pas par rapport aux anciens
dans les zones où les déformations simulées ont permis de reconstruire l’observation, comme
c’est le cas lorsque la loi a posteriori est correctement échantillonnée. Dans cet exemple,
les déformations simulées par la chaîne de Markov et intervenant dans l’approximation
de l’espérance conditionnelle ont permis de retrouver la géométrie du fuselage et des ailes
et le nouveau prototype de la classe 1 ne change donc pas à ce niveau. En revanche la
présence de l’aileron sur l’observation n’a pas été expliqué par le modèle et se retrouve
intégré dans le prototype. La dernière ligne correspond au cas où la loi a posteriori est
assimilée à la distribution de Dirac au point

(J?n+1, β
?
n+1, λ

?
n+1) = arg max

j,β,λ
πθ̂n(j, β, λ |Yn+1) .

Comme le montre la Figure III-12, il existe des paramètres (j, β, λ) permettant de recons-
truire presque parfaitement l’observation et par conséquent les prototypes ne présentent
pas de variation d’une itération à l’autre. La solution consistant à remplacer le calcul de
l’espérance par l’approximation des modes [MMTY08, AAT07] ne semble pour cette raison
pas appropriée pour extraire des formes typiques dans ce contexte.

Nous proposons dans la Figure III-14 une illustration de la simulation des données
manquantes par l’échantillonneur de Gibbs. Le contexte est le même que celui de la Figure
III-11 i.e. la simulation se déroule conditionnellement à la même observation Y et au
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Figure III-14 – Illustration de la chaîne de Markov obtenue par l’échantillonneur de Gibbs

même estimateur de paramètres θ̂. La chaîne de Markov simulée par l’échantillonneur de
Gibbs reste durant toute la simulation dans la même classe tandis que, comme le montre
l’algorithme de Carlin et Chib, la classe j = 1 a un poids a posteriori majoritaire. Ce
scenario est une nouvelle illustration du problème des classes absorbantes déjà rencontré
dans les Sections D .3 et 5 .

Enfin, nous comparons les prototypes estimés après n = 1000 itérations de l’algorithme
MCoEM couplé avec l’échantillonneur de Gibbs (III.15(b)) et l’algorithme de Carlin et
Chib (III.15(a)) pour simuler les données manquantes. Les mauvaises performances de
l’échantillonneur de Gibbs à-propos de la simulation de la variable de classe impactent les
prototypes qui ne sont pas aussi résolus (par exemple la classe j = 1) que ceux obtenus
en utilisant l’algorithme de Carlin et Chib. Dans cette situation, les prototypes peuvent
rencontrer des difficultés à se stabiliser à cause des mises à jour parfois inappropriées,
causées par l’algorithme de Gibbs. Dans certains cas, des classes peuvent même devenir
marginales en terme de représentativité des données comme la classe j = 3 dans la Figure
III.15(b).
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(a) Estimation des prototypes par l’algo-
rithme MCoEM - Gibbs

(b) Estimation des prototypes par l’algo-
rithme MCoEM - Carlin et Chib

Figure III-15 – MCoEM avec deux échantillonneurs différents

3 Cas multispectral

Nous nous intéressons dans cette section à l’extraction de caractéristiques photomé-
triques, géométriques et spectrales de SIR multispectrales. Rappelons qu’une SIR mul-
tispectrale à K bandes est une observation Y = (Y1, . . . , YK) telle que pour tout k ∈
{1, . . . ,K}, Yk ∈ Y = R|Ω|.

3 .1 Adaptation du modèle d’observation

Grâce à une étude préalable sur les SIR multispectrales, nous remarquons que :

• la structure géométrique d’un aéronef varie peu en fonction de la bande spectrale consi-
dérée, comme le montrent les Figures 2, 5 et 10, de la Partie Simulation de SIR,

• comme les bandes d’absorption de certaines molécules contenues dans l’atmosphère
(CO2 et H2O) se situent entre 2000 et 3000 cm−1, le profil spectral des différentes
SIR multispectrales présente certaines similitudes, voir par exemple la Figure 3.

Ces deux remarques sont illustrées par la Figure III-16 qui représente pour 10 observa-
tions, la valeur moyenne des pixels de la cible dans chaque bande k ∈ {1, . . . , 10} (a) et les
SIR multispectrales associées (b). Chaque observation étant représentée par une couleur
différente dans la Figure III-16 (a), l’existence d’un coefficient permettant de passer d’un
profil spectral à un autre semble vraisemblable. Toutefois, nous insistons sur le fait que
les profils spectraux représentés ici correspondent à la moyenne des pixels de la cible dans
chaque bande et ne tiennent par conséquent pas compte de la géométrie. Des disparités
locales en terme d’intensité, qui n’apparaissent pas dans cette figure, sont susceptibles
d’intervenir.

A partir de ces observations, nous considérons dans un premier temps que deux SIR
multispectrales Yi = (Y1,i, . . . , YK,i) et Yj = (Y1,j , . . . , YK,j) sont reliées par deux données
cachées : un facteur d’échelle λi,j > 0 et une déformation du plan Gβi,j ∈ G, βi,j ∈ B, tels
que pour tout k ∈ {1, . . . ,K}

Yk,i = λi,jYk,j ◦Gβi,j , (III.7)

où Yi = (Y1,i, . . . ,YK,i) est une interpolation de Yi.
Le mélange de modèles à prototype déformable ayant permis de modéliser avec succès

les SIR monospectrales, nous conservons cette approche et nous généralisons le modèle
d’observation proposé dans la section précédente. S’inspirant de l’équation (III.7), une
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Figure III-16 – Exemples de 10 observations ne variant approximativement qu’à un fac-
teur de proportionnalité près et dont la géométrie est similaire dans les bandes spectrales

SIR multispectrale à K bandes Y = (Y1, . . . , YK) suit le modèle hiérarchique suivant :

J ∼ (ω1, . . . , ωC) ,
λ ∼ Gamma(a, b) ,
β | J = j ∼ gθ( · | j) ,
∀k ∈ {1, . . . ,K}, tirer indépendamment
Yk | J = j, β, λ ∼ N|Ω|(λΦβαk,j , σkId|Ω|) .

(III.8)

Ce modèle fait l’hypothèse qu’il existe pour chaque classe j ∈ {1, . . . , C}, un prototype
spectral Tj = (T1,j , . . . ,TK,j) tel que pour chaque bande k ∈ {1, . . . ,K}, Tk,j est paramétré
par un vecteur αk,j ∈ Rm. Les commentaires de la Partie Simulation relatifs au modèle de
fond de ciel non texturé en multispectral nous conduisent à considérer un niveau de bruit
σk différent pour chaque bande k ∈ {1, . . . ,K}.

La corrélation entre les différentes bandes d’une observation est modélisée
(i) au niveau géométrique - conditionnellement à la classe j ∈ {1, . . . , C}, les prototypes

de chaque bande {Tαk,j}Kk=1 subissent la même déformation Gβ ∈ G,
(ii) au niveau photométrique - le facteur d’échelle λ > 0 est identique quelque soit la

bande spectrale considérée.
La prise en compte de différentes classes de prototypes spectraux modélisent différentes
géométries et profils spectraux caractéristiques.

Sous ces hypothèses, le modèle III.8 reste exponentiel et l’ensemble des paramètres
inconnus du modèle à estimer est

Θ =
C⋃
j=1

{ (
Γj , ωj

)
,
K⋃
k=1

(αk,j , σk) |αk,j ∈ Rm, Γj ∈M+(R), ωj ∈ (0, 1), σk > 0
}

∩


C∑
j=1

ωj = 1

 .
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Toutefois, des différences par rapport à l’apprentissage dans le cas monospectral existent
et se situent principalement à trois niveaux :
(i) Les deuxième et cinquième composantes du vecteur des statistiques exhaustives de

la classe i ∈ {1, . . . , C} ne sont plus les fonctions S(2)
i (j, λ, β, y) = λΦT

β yδi(j) et
S

(5)
i (j, λ, β, y) = ‖yk‖2δi(j) comme dans (3 ) mais les vecteurs de fonctions définis

pour ` ∈ {2, 5} par

S
(`)
i (j, λ, β, y) = (S(`)

i,1 (j, λ, β, y), . . . , S(`)
i,K(j, λ, β, y)) ,

où pour tout k ∈ {1, . . . ,K}, S(`)
i,k (j, λ, β, y) = S`i (j, λ, β, yk).

(ii) La loi des données manquantes a posteriori , cible de l’échantillonneur MCMC, admet
pour densité la fonction

πθ(j, β, λ | y) ∝ ωjgθ(β | j)
K∏
k=1

pθ(yk | j, β, λ) , (III.9)

où gθ et pθ sont les densités respectivement définies en (III.3) et (III.4).
(iii) La mise à jour des paramètres des prototypes et des niveaux de bruit s’écrivent pour

tout (i, k) ∈ {1, . . . , C} × {1, . . . ,K} α̂k,i,n = (ŝ(3)
k,i,n)−1ŝ

(2)
i,n ,

σ̂2
k,n = 1

|Ω|

(∑C
i=1 ŝ

(5)
k,i,n − 2α̂Tk,i,nŝ

(2)
k,i,n + α̂Tk,i,nŝ

(3)
i,nα̂k,i,n

)
.

où pour ` ∈ {2, 5}, ŝ(`)
k,i,n est l’approximation stochastique de Eθ̂n−1

[S`i,k(J, λ, β, Y ) |Y ]
obtenue à la n-ième itération du MCoEM .

Ces changements mineurs ne remettent pas en question l’utilisation du MCoEM pour esti-
mer les paramètres du modèle. De plus, le passage aux données multispectrales ne ralentit
pas l’apprentissage : en effet, l’étape coûteuse en ressource est la simulation des données
manquantes qui ne changent pas sous le modèle (III.8). La seule différence concerne la loi
a posteriori des données manquantes (III.9) qui n’est pas plus compliquée à échantillonner
que la loi équivalente dans le cas monospectral (III.6).

L’utilisation des SIR multispectrales nécessite de spécifier, en amont de l’apprentis-
sage, les bandes (ou regroupements de bandes) prises en compte dans l’estimation des
paramètres. Nous reprenons le système d’identification des regroupements de bandes spec-
trales proposé dans le Chapitre I, voir Figure I-5. Nous désignerons dans la suite de cette
partie par ηK le vecteur paramétrant un regroupement de K bandes et par HK l’espace
associé. Avec cette notation, les images monospectrales intégrées en bande large traitées
dans la section précédent correspondent au paramètre η1 = (0, 10).

Comme le montrent les résultats d’apprentissage des paramètres du modèle dans le cas
des SIR monospectrales, le rapport signal à bruit des données d’entrée est un paramètre
fortement influent sur les performances du MCoEM , comparer par exemple l’estimation des
prototypes de l’Alphajet sous les niveaux de bruit σ1 et σ2 (Figure III.10(a)). Ainsi, pour
un mauvais choix de bandes (par exemple η2 = (2, 2, 5, 1)), le modèle n’apprendra aucun
paramètre caractéristique des cibles, les aéronefs ayant une signature infrarouge très faible
(quasiment nulle) dans ces bandes, voir la Figure III-16 (b). Rappelons que les luminances
spectrales des cibles et les variances du bruit dans les différentes bandes sont des grandeurs
additives. Il semble donc intéressant de regrouper des bandes contiguës associées à de fortes
luminances et un faible niveau de bruit. Observant les SIR multispectrales présentées dans
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ce document, comme par exemple celles de la Figure III-16 (b), un premier choix naturel
de bandes correspond au regroupement des deux modes d’intensité, soit η2 = (1, 1, 2, 4).
Nous considérons pour chaque bande spectrale k ∈ {1, . . . ,K} deux niveaux de bruits σk,1
et σk,2 équivalents aux niveaux de bruit σ1 et σ2 en monospectral utilisés dans la section
précédente ; voir (11).

Apprentissage semi-supervisé La Figure III-17 illustre l’apprentissage semi-supervisé
des fonctions prototypes pour les deux avions sous le niveau de bruit équivalent à σ1. Pour
l’Avion 1, on retrouve les trois classes obtenues en monospectral (Figure III.3(b)), aussi
bien en terme de prototypes, de variances des déformations, que de poids a priori : la
prise en compte de plusieurs bandes spectrales ne remet pas en cause le caractère discrimi-
nant des trois types de géométries majoritaires. Pour l’Alphajet en revanche, la géométrie
semble avoir moins d’importance que dans le cas de l’Avion 1. En effet, les prototypes des
trois classes ont une géométrie plus proche que dans le cas monospectral (Figure III.5(b))
et les variances des paramètres de déformations sont plus grandes, indiquant que pour
chaque classe, la loi a posteriori autorise l’échantillonnage de déformations plus variées.
Les caractéristiques spectrales de l’Alphajet semblent être le critère discriminant pour l’ap-
prentissage : les trois classes se différencient en effet dans l’intensité relative des prototypes
des deux regroupements.

{Tα̂k,1
}2k=1

{Tα̂k,2
}2k=1

{Tα̂k,3
}2k=1

(a) Prototypes de l’Avion 1

{Tα̂k,1
}2k=1

{Tα̂k,2
}2k=1

{Tα̂k,3
}2k=1

(b) Prototypes de l’Alphajet

Figure III-17 – Prototype des deux avions pour C = 3 classes, η2 = (1, 1, 2, 4) et sous le
niveau de bruit équivalent à σ1

Apprentissage non-supervisé La Figure III-18 (a) présente les prototypes et les poids
a priori obtenus après n = 1000 itérations du MCoEM sous le niveau de bruit équivalent
à σ2, à partir d’images paramétrées par η2 = (1, 1, 2, 4). Comme dans le cadre d’appren-
tissage semi-supervisé, les deux classes de l’Alphajet sont caractérisées par des géométries
similaires et par des rapports de photométries différents entre les deux regroupements de
bandes. Cette information n’est pas accessible dans le cas des images monospectrales en
bande large et, comme le montre la Figure III-18 (b), une seule classe pour l’Alphajet
est estimée dans ce cas : une composante du modèle de mélange avec C = 4 a un poids
a priori effectivement nul. En conséquence, la prise en compte d’images multispectrales
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permet un apprentissage plus précis des caractéristiques géométriques et spectrales des
aéronefs.

Autres intérêts offerts par l’utilisation d’images multispectrales En plus d’amé-
liorer les résultats d’apprentissage du MCoEM , l’utilisation de SIR multispectrales possède
d’autres avantages.
• A partir de SIR multispectrales, il est possible d’obtenir une base d’apprentissage de
SIR monospectrales lorsqu’un paramètre η1 ∈ H1 est spécifié. Dans ce cas, l’algorithme
d’apprentissage en monospectral est implémentable sur des images ayant un rapport
signal à bruit supérieur à celui des SIR monospectrales intégrées en bande large. Nous
comparons l’apprentissage dans un cadre semi-supervisé de l’Alphajet sous un niveau
de bruit équivalent à σ2, en monospectral avec η1 = (5, 3) (Figure III-19 (a)) et η1 =
(0, 10) (Figure III-19 (b)). L’apprentissage en bande étroite permet d’estimer trois classes
distinctes en terme de photométrie et de géométrie ce qui n’est pas le cas en bande large.
• Dans certains cas, la base d’apprentissage peut contenir des aberrations, parfois appelées
outliers. Nous illustrons sur la Figure III-19 (a) le scenario d’apprentissage de l’Avion 1
en bande large sous un bruit σ1. L’observation Yn0 est un outlier : 4 pixels appartenant
à la cible ont des valeurs en moyenne 100 fois plus importantes que des pixels de cibles
normales. Dans ce cas, le modèle ne permet pas de décrire cette observation pathologique
car les déformations nécessaires pour recaler les prototypes existants sur Yn0 ont une
probabilité nulle sous la loi a posteriori des données manquantes. Par conséquent, les
données manquantes associées à cette observation sont échantillonnées de façon quasi-
aléatoire et les prototypes des classes qui auront été simulées par la chaîne de Markov
deviennent eux aussi pathologiques. Dans ce scénario, seule la classe j = 2 a été simulée
par la loi a posteriori et cette composante du modèle de mélange devient immédiate-
ment inapte à décrire d’autres observations, comme le montre l’estimation des poids
a priori . Un apprentissage identique mais effectué sur un regroupement de 3 bandes
η3 = (0, 2, 2, 1, 1, 3) des mêmes SIR multispectrales (Figure III-19 (b)) montre que seul
le troisième regroupement semble affecté par cette aberration. En effectuant l’apprentis-
sage sur les deux premiers regroupement i.e. η2 = (0, 2, 2, 1), la Figure III-19 (c) montre
que l’aberration est bien gérée par l’algorithme : à convergence, les estimateurs sont
identiques à ceux obtenus en l’absence d’anomalie (voir Figure III-17).

3 .2 Vers un modèle plus général de déformation spectro-spatial

Un modèle plus réaliste pour des SIR plus résolues spatialement et spectralement
consiste à considérer un prototype variant simultanément dans l’espace et en fonction du
nombre d’onde. Comme précédemment, nous considérons une bande spectrale (ν−, ν+)
inclue dans le domaine de l’infrarouge et une observation multispectrale Y = (Y1, . . . ,YK)
telle que où pour tout k ∈ {1, . . . ,K}, Yk : R2 → R est l’image intégrée dans la bande
(ν−k , ν

+
k ) avec ν− ≤ ν−1 et ν+

K ≤ ν+. Dans ce modèle, conditionnellement à une déformation
du plan et à une déformation du spectre formalisées par l’application

Tϕ : R2 × (ν−, ν+)→ R2 × (ν−, ν+)

où ϕ ∈ F ⊆ Rn et à un facteur d’échelle λ > 0, pour tout k ∈ {1, . . . ,K}, Yk s’écrit pour
tout u ∈ R2

Yk(u) = λ

∫ ν+
k

ν−
k

F ◦ Tϕ(u, ν) dν + σkW(u) , (III.10)
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Figure III-18 – Apprentissage non-supervisé des deux avions pour C = 4 classes, sous le
niveau de bruit équivalent à σ2, en multispectral ηK = (1, 1, 2, 4) (a) et en monospectral
en bande large η1 = (0, 10) (b)
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(a) Estimation en bande large (b) Estimation en bande étroite

Figure III-19 – Comparaison d’apprentissage en monospectral en bande large η1 = (0, 10)
(a) et en bande étroite η1 = (5, 3) (b)

où W est un processus de bruit additif de moyenne nulle et de variance 1.
Les prototypes obtenus par le modèle (III.8) montrent que la géométrie varie peu sui-

vant la bande spectrale considérée. En conséquence, nous considérons les deux hypothèses
suivantes :
(i) il existe deux fonctions T : R2 → R et S : (ν−, ν+)→ R+ telles que

F(u, ν) = S(ν)T(u),

(ii) il existe deux applications Gβ : R2 → R2 et Hχ : (ν−, ν+)→ (ν−, ν+) telles que

Tϕ(u, ν) = (Gβ(u), Hχ(ν)) ,

où ϕ = (β, χ).
Sous ces hypothèses, le modèle III.10 s’écrit :

Yk(u) = λ

(∫ ν+
k

ν−
k

S ◦Hχ(ν) dν
)
T ◦Gβ(u) + σkW(u) . (III.11)

Notons que les fonctions T et Gβ jouent un rôle similaire pour la géométrie aux fonctions
S et Hχ pour la photométrie. Les fonctions T et S sont des paramètres a priori inconnus
décrivant respectivement une géométrie caractéristique et un profil spectral caractéristique
tandis que les déformations Gβ et Hχ permettent des variations autour de ces prototypes.
Comme dans les modèles déformables précédents, nous considérons que les observations
varient autour de plusieurs prototypes conduisant ainsi à un modèle de mélange. En raison
de la faible corrélation entre le profil spectral des observations et leur géométrie, les deux
ensembles d’indices I ∈ {1, . . . , Cs} et J ∈ {1, . . . , Cg} indiquant respectivement la classe
du profil spectral et de la géométrie, sont supposés indépendants. Les mêmes modèles de
prototype (II.33) et de déformation II.34 que dans l’exemple des courbes de croissances
(Cf. Section II-6 ) peuvent être choisis pour S et Hχ. Pour corréler les déformations de la
géométrie et du spectre, il est possible de spécifier une loi a priori jointe pour le couple de
variables aléatoires (β, χ), par exemple en prenant comme densité une fonction dépendant
simultanément de ces deux paramètres.

Toutefois, l’algorithme MCoEM ne permet pas d’estimer simultanément les paramètres
des prototypes du profil spectral et de la géométrie. En effet, lorsque (III.11) est mise sous
forme vectorielle, la fonction de vraisemblance complète ne peut plus se mettre sous forme
exponentielle. Une solution envisageable pour se ramener à un modèle exponentiel est de
considérer que les profils spectraux sont connus. Comme le montrent les images multispec-
trales de la Figure 5(b), nous pouvons faire l’hypothèse qu’il existe trois profils spectraux
typiques différents (Cs = 3) possédant deux modes autour de 2100 cm−1 et 2500 cm−1
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(c) Apprentissage sur un regroupement de 2 bandes η2 = (0, 2, 2, 1)

Figure III-20 – Utilité du multispectral lors de la présence d’une aberration dans la base
d’apprentissage
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dont les amplitudes relatives varient. La Figure III-21 illustre cette approche dans le cadre
d’un apprentissage semi-supervisé avec Cg = 4 classes à partir d’images multispectrales à
K = 10 bandes d’Avion 1 sous un bruit équivalent à σ1. Une observation Y est représentée
sur la première ligne, les Cg = 4 prototypes géométriques sur la seconde et les Cs = 3 pro-
totypes de profil spectral sur la troisième. Les données manquantes i.e. (I, J, β, χ, λ) sont
simulées conditionnellement à Y comme précédemment par l’échantillonneur de Carlin et
Chib. Nous illustrons sur la quatrième ligne une déformation du spectre obtenue par la
simulation de (J, χ) et sur la cinquième le recalage des prototypes sur Y obtenu par un
échantillon de la chaîne de Carlin et Chib.

Comparé au modèle (III.8), l’ensemble des paramètres à estimer est moins important.
Rappelons en effet que le prototypes sont des fonctions Tj : R2 → RK dans (III.8) et
Tj : R2 → R dans le modèle III.10. Par conséquent, un prototype est caractérisé par mK

paramètres dans (III.8) contre m dans (III.10). De plus, ce modèle permet d’accéder à une
connaissance plus précise des variations typiques des profils spectraux par l’intermédiaire
de l’estimation des lois a priori .

L’estimation des caractéristiques géométriques obtenues par ce modèle est sensible-
ment la même que lors de l’apprentissage effectué en utilisant le modèle (III.8). Bien que
proposant un recalage spectral et géométrique satisfaisant, l’étape de simulation des don-
nées manquantes par la chaîne de Carlin et Chib ralentit considérablement la procédure
d’apprentissage. En effet,
• à la simulation du paramètre manquant de géométrie β ∈ B nécessaire dans (III.8),

s’ajoute la simulation du paramètre manquant χ ∈ H relatif à la déformation du spectre,
• deux variables de classe devant être échantillonnées, l’étape intermédiaire de l’algorithme

de Carlin et Chib nécessite la simulation de Cs×Cg−1 variables auxiliaires contre Cg−1
dans le modèle (III.8).
Ce modèle serait davantage adapté à des données plus résolues spectralement et pré-

sentant des profils spectraux plus variés que les SIR multispectrales d’aéronefs. Dans notre
cas, comme le montre le diagramme en boîte des luminances des deux cibles différentes
pour les 10 bandes spectrales élémentaires (Figure III-22), les prototypes S1 et S3 ont un
poids marginal. Les deux aéronefs que nous cherchons à classifier ont des profils spectraux
trop similaires pour que ce paramètre soit utilisé en tant que critère discriminant. La mo-
dèle de variation du profil spectral par le seul intermédiaire du facteur d’échelle λ > 0
semble être suffisant dans ce contexte.
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Figure III-21 – Illustration du modèle III.11
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Figure III-22 – Statistique des pixels moyens de chaque bande spectrale pour les deux
avions

4 Méthode de classification

L’estimation des paramètres des modèles de SIR monospectrales III.4 et multispec-
trales III.8 réalisée par le MCoEM dans les deux sections précédentes nous permettent de
proposer une méthode de classification a posteriori . Nous désignons par θ̂ ∈ Θ l’estima-
teur à convergence obtenu par le MCoEM . Pour tout n ∈ N, soit Vn ∈ {1, 2} la variable
indiquant le type d’aéronef (Alphajet ou Avion 1) présent dans l’observation Yn. Une pre-
mière méthode de classification, induite par les modèles d’observation, consiste à calculer
la classe V̂n qui maximise la probabilité suivante

V̂n = arg max
v∈{1,2}

Pθ̂ [Vn = v |Yn ] . (III.12)

Dans ce contexte, Vn est une variable aléatoire liée à la variable de classe Jn du modèle
d’observation d’une façon différente suivant que le cadre d’apprentissage est semi-supervisé
ou non-supervisé :
• semi-supervisé : pour v ∈ {1, 2}, on désigne par θ̂v l’estimateur obtenu en appliquant le

MCoEM sur une base d’apprentissage ne contenant que des aéronefs de type v. Dans ce
cas, l’événement {Vn = v} s’écrit

{Vn = v} = {Jn ∈ {1, . . . , C}} ∩ {θ = θ̂v} .

Ainsi, pour tout v ∈ {1, 2}, nous avons

Pθ̂[Vn = v |Yn] =
C∑
j=1
Pθ̂v [Jn = j |Yn] ∝

C∑
j=1

ω̂j,v
x

pθ̂v(Yn |βn, λn, j)gθ̂v(βn, λn | j)dλndβn .

(III.13)
• non-supervisé :

– soit C = 2 auquel cas {Vn = v} = {Jn = v} et Pθ̂[Vn = v |Yn] = Pθ̂[Jn = v |Yn] ,
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– soit C > 2 et il existe une subdivision de l’ensemble {1, . . . , C} = J1 ∪ J2, avec
J1 ∩ J2 = {∅}, spécifiée par un agent extérieur après l’apprentissage, telle que

{Vn = v} = {Jn ∈ Jv} .

Dans cette configuration, la classe a posteriori s’écrit

Pθ̂[Vn = v |Yn] ∝
∑
j∈Jv

ω̂j
x

pθ̂(Yn |βn, λn, j)gθ̂(βn, λn | j)dλndβn . (III.14)

La double intégrale sur les paramètres βn et λn intervenant dans le calcul des probabilités
{Pθ̂[Vn = v |Yn]}2v=1 ne peut s’effectuer de façon exacte dans ces deux situations et nous
avons recours à une approximation. Remarquant que

x
pθ̂(Yn |βn, λn, j)gθ̂(βn, λn | j)dβndλn = Eθ̂

[
pθ̂(Yn |βn, λn, Jn) | Jn = j

]
, (III.15)

une façon d’approcher la double intégrale est de calculer un estimateur de Monte Carlo à
partir d’échantillons i.i.d. des données manquantes simulées sous la loi a priori spécifiée
par le modèle d’observation (βn, λn) ∼ gθ̂( · | j). Toutefois les résultats de classification
obtenus par cette méthode ne sont pas satisfaisants : pour une base de test contenant
1000 SIR monospectrales de type Avion 1 et autant de type Alphajet avec un bruit σ1, un
aéronef n’est reconnu en moyenne que dans 81% des cas. Ce faible résultat s’explique par le
fait que la loi a priori est faiblement informative : nous avons considéré dans notre modèle
les variables aléatoires (βn, λn) comme des nuisances dont l’objectif était de recaler les
prototypes sur les observations et non comme des paramètres caractéristiques de chaque
classe. Par conséquent, les données manquantes simulées suivant (βn, λn) ∼ gθ̂( · | j) ne
permettent pas de recaler correctement les observations.

Une méthode de classification plus appropriée à un contexte où les observations doivent,
dans un premier temps, être recalées consiste à calculer les poids a posteriori πj définis
pour tout j ∈ {1, . . . , C} par :

πj(Yn) ∝ Eθ̂
[
pθ̂(Yn |βn, λn, Jn) | Jn = j, Yn

]
. (III.16)

La classe associée à un aéronef est calculée de la même façon que dans la méthode précé-
dente à la différence que la double intégrale (III.15) est remplacée par πj(Yn). La différence
entre ces deux méthodes réside donc dans le conditionnement de l’espérance conditionnelle
par l’observation à classer. Cette différence, mineure en apparence, permet de recaler les
prototypes estimés sur Yn. En effet, comme dans (III.15), l’espérance conditionnelle (III.16)
n’est pas calculable exactement et une méthode MCMC de type Metropolis-within-Gibbs
(voir Remarque IV.23) est utilisée pour simuler les données manquantes conditionnelle-
ment à l’observation Yn et à la classe j. De la même façon que pour la simulation des
données manquantes du MCoEM , cette étape s’apparente à un recalage.

Les résultats de classification obtenus par cette méthode sur une base de test composée
de 1000 aéronefs de chaque type et pour les deux niveaux de bruit σ1 et σ2 sont présentés
dans les Figures III-23, III-24,III-25, III-26 et III-27. Ils montrent notamment :
• l’importance du recalage dans la procédure de classification : le modèle de classification
(III.16) est à privilégier par rapport au modèle (III.15), le taux de bonne classification
passant de 77.1% à 95.5%, dans le cas σ1 et en monospectrale (Figure III-23),
• l’importance de l’apprentissage : les performances de classification pour des SIR mono-
spectrales sont moins bonnes sous le niveau de bruit σ2 que sous σ1 et pour une approche
non-supervisée que pour une approche semi-supervisée, ces configurations correspondant
à des scénarios d’apprentissages de plus en plus difficiles (Figure III-24).
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XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.82 0.278
Alphajet 0.18 0.722

(a) Classification sans recalage (III.15)

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.966 0.056
Alphajet 0.034 0.944

(b) Classification avec recalage (III.16)

Figure III-23 – Comparaison des deux modèles de classification dans le cas de SIR mo-
nospectrales sous le niveau de bruit σ1 et en apprentissage semi-supervisé

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.966 0.056
Alphajet 0.034 0.944

(a) σ1 et semi-supervisé

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.912 0.060
Alphajet 0.088 0.940

(b) σ2 et semi-supervisé

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.938 0.07
Alphajet 0.062 0.93

(c) σ1 et non-supervisé

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.718 0.092
Alphajet 0.282 0.908

(d) σ2 et non-supervisé

Figure III-24 – Classification des deux aéronefs à partir de SIR monospectrales en bande
II

• en monospectral, il y a un intérêt à travailler sur une bande étroite présentant un meilleur
rapport signal à bruit e.g. η1 = (4, 4) plutôt qu’en bande large η1 = (0, 10) (Figure III-
25), ce qui était prévisible au vu des prototypes estimés dans ces deux situations (Figure
III-19),
• en multispectral, il y a des disparités importantes dans les taux de bonne classification
suivant les regroupements envisagés (Figure III-26) et certaines combinaisons vont favo-
riser la reconnaissance de l’un ou l’autre des aéronefs (comparer par exemple III.26(c)
et III.26(d)).
• en multispectral, il semble préférable de regrouper plusieurs bandes dans le domaine
spectrale correspondant au second mode de luminance (comparer III.26(a) avec III.26(b)
et III.26(c) avec III.26(d)).
• d’une façon générale, pour des regroupements de bandes bien choisis, l’utilisation de
SIR multispectrales permet d’obtenir des meilleurs taux de bonne classification qu’en
monospectral et en particulier dans les cas d’apprentissage défavorables (niveau de bruit
élevé, apprentissage non-supervisé) qui correspondent à notre scénario de référence (Fi-
gure III-27).
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XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.97 0.01
Alphajet 0.03 0.99

(a) σ1, semi-supervisé et bande étroite η1 = (4, 4)

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.936 0.048
Alphajet 0.064 0.952

(b) σ2, semi-supervisé et bande étroite η1 = (4, 4)

Figure III-25 – Classification des deux aéronefs à partir de SIR monospectrales en bande
étroite

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.936 0.068
Alphajet 0.064 0.932

(a) σ1, semi-supervisé et η2 = (0, 2, 3, 1)

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.974 0.026
Alphajet 0.064 0.986

(b) σ1, semi-supervisé et η2 = (0, 2, 2, 4)

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.751 0.047
Alphajet 0.249 0.953

(c) σ2, semi-supervisé et η2 = (0, 2, 2, 2)

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.97 0.057
Alphajet 0.03 0.943

(d) σ2, semi-supervisé et η2 = (1, 1, 2, 5)

Figure III-26 – Comparaison de la classification des deux aéronefs à partir de SIR mul-
tispectrales pour deux regroupements de bandes différents

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.718 0.092
Alphajet 0.282 0.908

(a) σ2, non-supervisé, monospectral en bande large

XXXXXXXXXXXPrédiction
Réalité Avion 1 Alphajet

Avion 1 0.89 0.07
Alphajet 0.11 0.93

(b) σ2, non-supervisé, multispectral η2 = (1, 1, 2, 5)

Figure III-27 – Comparaison de la classification non-supervisé sous σ2 en monospectral
et en multispectral
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5 Conclusion
Nous avons appliqué avec succès l’algorithme MCoEM développé dans le Chapitre II,

au contexte des signatures infrarouge d’aéronefs monospectrales et multispectrales. Les
modèles d’observations proposés permettent de recaler prototypes et observations de fa-
çon satisfaisante comme le montrent les Figures III-12 et III-21. Un équilibre entre la
description photométrique et géométrique des aéronefs s’installe naturellement lors de
l’apprentissage : les géométries de l’Alphajet étant relativement similaires, les différents
prototypes de cet avion se différencient principalement par la photométrie, signifiant que la
pénalisation des déformations géométriques nécessaires au recalage des données est tolérée
par le modèle. A l’inverse, les différents prototypes décrivant l’Avion 1 varient principale-
ment par leur géométrie ce qui indique que la pénalisation du terme d’ajustement de la
photométrie est plus faible que celui relatif à la déformation de la géométrie.

L’utilisation de SIR multispectrales offre deux principaux avantages :
– il est possible d’apprendre des variations dans le profil spectral qui ne sont pas
visibles en monospectral et d’avoir donc une connaissance plus précise des aéronefs ;
comparer les Figures III.5(b) et III.17(b),

– la nécessaire spécification des bandes spectrales prises en compte lors de l’appren-
tissage permet de réduire le rapport signal à bruit par rapport au cas de la bande
large, ce qui facilite le recalage et donc l’apprentissage ; voir la Figure III-19.

Ces éléments justifient également que le taux de bonne classification a posteriori entre les
deux aéronefs est meilleur lorsque la base d’apprentissage est constituée de SIR multis-
pectrales. Toutefois, contrairement à la méthode de détection d’aéronefs proposée dans le
Chapitre I, l’implémentation d’un algorithme génétique optimisant le paramètre ηK ∈ HK

en fonction du taux de bonne classification n’est pas envisageable ici dans la mesure où
l’algorithme d’apprentissage et de classification sont une complexes et nécessitent un temps
d’exécution conséquent. Dans ces simulations, nous avons travaillé avec l’heuristique qui
consiste à utiliser les bandes optimales de la détection pour la classification. Il semble en
effet logique de considérer que si un regroupement de bandes ne permet pas de détecter
un aéronef, il ne permettra pas de les différencier. En revanche, rien ne dit que le regrou-
pement optimal pour la détection l’est également pour la classification. Dans le cas où les
cibles que nous cherchons à classifier ont des profils spectraux différents, le regroupement
optimal est celui qui restituera au mieux les particularités de chaque type de cible, ce qui
ne correspond pas nécessairement avec celui qui permettra de les détecter au mieux. La mé-
thode actuelle permet de comparer les performances en terme de classification de différents
regroupements de bandes, mais pas de trouver le regroupement optimal. Des méthodes
basées sur le boosting [Sch03] combinant les classifieurs obtenus en utilisant plusieurs re-
groupements de bandes jugés prometteurs par notre méthode sont actuellement en cours
d’étude.

L’utilisation du modèle proposé dans la Section 3 .2 et de l’algorithme MCoEM
s’annonce prometteur dans le cas où les images multispectrales contiennent des objets
ayant des profils de variations spectrales plus variés comme des avions de combat, des
avions de lignes, des drones, d’autres dispositifs de vol (ULM, parachutes, parapentes)
ou d’autres leurres. Le recalage géométrique et spectral simultané illustré par la Figure
III-21 prendrait alors toute son importance. Enfin, le modèle de déformation de la géomé-
trie (III.2) pourrait intégrer un facteur scalaire d’homothétie permettant ainsi de zoomer
ou de dézoomer les prototypes, afin d’apprendre les caractéristiques et de classifier des
observations se situant à différentes distances.



Chapitre IV

Comparison of Asymptotic
Variances of Inhomogeneous
Markov chains with Application to
Markov chain Monte Carlo
Methods

Abstract

In this paper we study the asymptotic variance of sample path averages for inhomo-
geneous Markov chains that evolve alternatingly according to two different π-reversible
Markov transition kernels P and Q. More specifically, our main result allows us to com-
pare directly the asymptotic variances of two inhomogeneous Markov chains associated
with different kernels Pi and Qi, i ∈ {0, 1}, as soon as the kernels of each pair (P0, P1) and
(Q0, Q1) can be ordered in the sense of lag-one autocovariance. As an important application
we use this result for comparing different data-augmentation-type Metropolis-Hastings al-
gorithms. In particular, we compare some pseudo-marginal algorithms and propose a novel
exact algorithm, referred to as the random refreshment algorithm, which is more efficient,
in terms of asymptotic variance, than the Grouped Independence Metropolis Hastings
algorithm and has a computational complexity that does not exceed that of the Monte
Carlo Within Metropolis algorithm.

1 Introduction

Markov chain Monte Carlo (MCMC) methods allow samples from virtually any target
distribution π, known up to a normalizing constant, to be generated. In particular, the
celebratedMetropolis-Hastings algorithm (introduced in [MRR+53] and [Has70]) simulates
a Markov chain evolving according to a π-reversible Markov transition kernel by first
generating, using some instrumental kernel, a candidate and then accepting or rejecting
the same with a probability adjusted to satisfy the detailed balance condition [Tie95].
When choosing between several Metropolis-Hastings algorithms, it is desirable to be able
to compare the efficiencies, in terms of the asymptotic variance of sample path averages,
of different π-reversible Markov chains. Despite the practical importance of this question,
only a few results in this direction exist the literature. P. H. Peskun [Pes73] defined a
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partial ordering for finite state space Markov chains, where one transition kernel has a
higher order than another if the former dominates the latter on the off-diagonal (see
Definition IV.1). This ordering was extended later by L. Tierney [Tie95] to general state
space Markov chains and another even more general ordering, the covariance ordering,
was proposed in [MG99]. In general it holds that if a homogeneous π-reversible Markov
transition kernel is greater than another according to one of these orderings, then the
asymptotic variance of sample path averages for a Markov chain evolving according to the
former is smaller for all square integrable (with respect to π) target functions.

We provide an extension of this result to inhomogeneous Markov chains that evolve
alternatingly according to two different π-reversible Markov transition kernels. To the best
of our knowledge, this is the first work dealing with systematic comparison of asymptotic
variances of inhomogeneous Markov chains. The approach is linked with the operator
theory for Markov chains but does not make use of any spectral representation. After
some preliminaries (Section 2 ), our main result, Section IV.4, is stated in Section 5 .
In Section 4 we apply Theorem IV.4 in the context of MCMC algorithms by comparing
the efficiency, in terms of asymptotic variance, of some existing data-augmentation-type
algorithms. Moreover, we propose a novel pseudo-marginal algorithm (in the sense of
[AR09]), referred to as the random refreshment algorithm, which—on the contrary to the
pseudo-marginal version of the Monte Carlo Within Metropolis (MCWM) algorithm—
turns out to be exact and more efficient than the pseudo-marginal version of the Grouped
Independence Metropolis Hastings (GIMH) algorithm. Here the analysis is again driven
by Theorem IV.4. The proof of Theorem IV.4 is given in Section 5 and some technical
lemmas are postponed to Section 7 . Finally, Section 8 relates some existing MCMC
algorithms to the framework considered in this paper.

2 Preliminaries

We denote by N := {0, 1, 2, . . .} and N∗ := {1, 2, . . .} the sets of non-negative and
positive integers, respectively. In the following all random variables are assumed to be
defined on a common probability space (Ω,F ,P). Let (X,X ) be a measurable space ; then
we denote byM(X ) and F(X ) the spaces of positive measures and measurable functions
on (X,X ), respectively. The Lebesgue integral of f ∈ F(X ) over X with respect to the
measure µ ∈ M(X ) is, when well-defined, denoted by µf :=

∫
f(x)µ(dx). Recall that a

Markov transition kernel P on (X,X ) is a mapping P : X ×X → [0, 1] such that
– for all A ∈ X , X 3 x 7→ P (x,A) is a measurable function,
– for all x ∈ X, X 3 A 7→ P (x,A) is a probability measure.

A kernel P induces two integral operators, one acting onM(X ) and the other on F(X ) ;
more specifically, for µ ∈M(X ) and f ∈ F(X), we define the measure

µP : X 3 A 7→
∫
P (x,A)µ(dx)

and the measurable function

Pf : X 3 x 7→
∫
f(x′)P (x,dx′).

Moreover, the composition (or product) of two kernels P and Q on (X,X ) is the kernel
defined by

PQ : X ×X 3 (x,A) 7→
∫
Q(x′,A)P (x,dx′).
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We will from now on fix a distinguished probability measure π on (X,X ). Given π, we
denote by L2(π) := {f ∈ F(X ) : πf2 < ∞} the space of square integrable functions with
respect to π and furnish the same with the scalar product

〈f, g〉 :=
∫
f(x)g(x)π(dx) (f ∈ L2(π), g ∈ L2(π))

and the associated norm

‖f‖L2 :=
(
πf2

)1/2
(f ∈ L2(π)).

Here we have expunged the measure π from the notation for brevity. If P is a Markov
kernel on (X,X ) admitting π as an invariant distribution, then the mapping f 7→ Pf
defines an operator on L2(π), and by Jensen’s inequality it holds that

‖P‖ := sup
f∈L2(π):‖f‖L2≤1

‖Pf‖L2 ≤ 1. (IV.1)

Recall that a kernel P is π-reversible if and only if the detailed balance relation

π(dx)P (x,dx′) = π(dx′)P (x′,dx)

holds. If the Markov kernel P is π-reversible, then f 7→ Pf defines a self-adjoint operator
on L2(π), i.e. for all f and g belonging to L2(π),

〈f, Pg〉 = 〈Pf, g〉 . (IV.2)

The following off-diagonal ordering of Markov transition kernels on a common state
space was, in the case of Markov chains in a finite state space, proposed in [Pes73]. The
ordering was extended later in [Tie95] to the case of general state space Markov chains.

Definition IV.1. Let P0 and P1 be Markov transition kernels on (X,X ) with invariant
distribution π. We say that P1 dominates P0 on the off-diagonal, denoted P1 � P0, if for
all A ∈ X and π-a.s. all x ∈ X,

P1(x,A \ {x}) ≥ P0(x,A \ {x}).

The previous ordering allows for comparing the asymptotic efficiency of different re-
versible kernels. More specifically, the following seminal result was established in [Pes73,
Theorem 2.1.1] for Markov chains in discrete state space and extended later in [Tie95,
Theorem 4] to Markov chains in general state space.

Theorem IV.2. Let P0 and P1 be two π-reversible kernels on (X,X ). If P1 � P0, then
for all f ∈ L2(π),

v(f, P1) ≤ v(f, P0),

where we have defined, for a Markov chain {Xk; k ∈ N} with π-reversible transition kernel
P and initial distribution π,

v(f, P ) := lim
n→∞

1
n

Var
(
n−1∑
k=0

f(Xk)
)
. (IV.3)
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Note that according to [Tie95], if {Xk; k ∈ N} is a π-reversible Markov chain and
f ∈ L2(π), then limn→∞ n

−1Var(
∑n−1
k=0 f(Xk)) is guaranteed to exist (but may be infinite).

Nevertheless, the ordering in question does not allow Markov kernels lacking probability
mass on the diagonal, i.e. kernels P satisfying P (x, {x}) = 0 for all x ∈ X, to be compared.
This is in particular the case for Gibbs samplers in general state space. To overcome this
limitation, one may consider instead the following covariance ordering based on lag-one
autocovariances.

Definition IV.3. Let P0 and P1 be Markov transition kernels on (X,X ) with invariant
distribution π. We say that P1 dominates P0 in the covariance ordering, denoted P1 < P0,
if for all f ∈ L2(π),

〈f, P1f〉 ≤ 〈f, P0f〉 .

The covariance ordering, which was introduced implicitly in [Tie95, p. 5] and formalized
in [MG99], is an extension of the off-diagonal ordering since according to [Tie95, Lemma
3], P1 � P0 implies P1 < P0. Moreover, it turns out that for reversible kernels, P1 < P0
implies v(f, P0) ≥ v(f, P1) (see the proof of [Tie95, Theorem 4]).

All these results concern homogeneous Markov chains, whereas many MCMC algo-
rithms such as the Gibbs or the Metropolis-within-Gibbs samplers use several kernels, e.g.
P and Q in the case of two kernels [RC04]. A natural idea would then be to apply Theorem
IV.2 to the homogeneous Markov chain having the block kernel PQ as transition kernel ;
however, even when the kernels P and Q are both π-reversible, the product PQ of the
same is usually not π-reversible, except in the particular case when P and Q commute,
i.e. PQ = QP . Thus, Theorem IV.2 cannot in general be applied directly in this case.

3 Main assumptions and results
In the following, let Pi and Qi, i ∈ {0, 1}, be Markov transition kernels on (X,X ).

Define {X(0)
k ; k ∈ N} and {X(1)

k ; k ∈ N} as the Markov chains evolving as follows :

X
(i)
0

Pi−→ X
(i)
1

Qi−→ X
(i)
2

Pi−→ X
(i)
3

Qi−→ · · · (IV.4)

This means that for all k ∈ N, i ∈ {0, 1} and A ∈ X ,

• P
(
X

(i)
2k+1 ∈ A | F (i)

2k

)
= Pi(X(i)

2k ,A),

• P
(
X

(i)
2k+2 ∈ A | F (i)

2k+1

)
= Qi(X(i)

2k+1,A),

where F (i)
n := σ(X(i)

0 , . . . , X
(i)
n ), n ∈ N.

We impose the following assumption :
(A1) (i) Pi and Qi, i ∈ {0, 1}, are π-reversible,

(ii) P1 < P0 and Q1 < Q0.

As mentioned above, P1 � P0 implies P1 < P0 ; thus, in practice, a sufficient condition
for(A1)(ii) is that P1 � P0 and Q1 � Q0.
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Theorem IV.4. Assume that Pi and Qi, i ∈ {0, 1}, satisfy (A1)and let {X(i)
k ; k ∈ N},

i ∈ {0, 1}, be Markov chains evolving as in (IV.4) with initial distribution π. Then for all
f ∈ L2(π) such that for i ∈ {0, 1},

∞∑
k=1

(
|Cov(f(X(i)

0 ), f(X(i)
k ))|+ |Cov(f(X(i)

1 ), f(X(i)
k+1))|

)
<∞, (IV.5)

it holds that
v1(f) ≤ v0(f), (IV.6)

where

vi(f) := lim
n→∞

1
n

Var
(
n−1∑
k=0

f(X(i)
k )
)

(i ∈ {0, 1}). (IV.7)

Remark IV.5. At present, we have not been able to extend the arguments of our current
proof of Theorem IV.4 (see Section 5 ) to inhomogeneous Markov chains evolving alterna-
tingly according to more than two different kernels. On the other hand, we have not been
able to find a counterexample rejecting the hypothesis that a similar result would hold
true also in that case. We leave this as an open problem.

Remark IV.6. The condition (IV.5) is not a necessary condition for (IV.6) ; indeed,
letting X = {−1, 1}, π(dx′) = P0(x,dx′) = (δ1(dx′)+δ−1(dx′))/2,Q1 = Q0 = P1, where, as
in [HR07, Example 5], P1(x, dx′) = δ−x(dx′), provides a straightforward counterexample.

When verifying if a given f satisfies the condition (IV.5) it may be convenient to
consider the homogeneous Markov chains {X2k; k ∈ N} or {X2k+1; k ∈ N} or even
{(X2k, X2k+1); k ∈ N}. Typically, none of these chains are π-reversible. Nevertheless, π-
reversibility is not needed for checking conditions of type (IV.5), which can be established
using upper bounds on the V -norm between the distribution given by the nth iterate of a
homogeneous kernel and its stationary distribution. This will be developed in the following
section.

3 .1 Sufficient conditions for the absolute summability assumption (IV.5)

For any measurable real-valued function f on (X,X ), define the V -norm of the function
f by

|f |V := sup
x∈X

|f(x)|
V (x) .

Moreover, let ξ be a finite signed measure on (X,X ). Then by the Jordan decomposition
theorem there exists a unique pair of positive, finite, and singular measures ξ+ and ξ− on
(X,X ) such that ξ = ξ+ − ξ−. The pair ξ± is referred to as the Jordan decomposition of
the signed measure ξ. The finite measure |ξ| := ξ+ + ξ− is called the total variation of ξ.
Let V be a nonnegative function taking values in [1,∞) ; then the V -norm of the signed
measure ξ is defined by

‖ξ‖V := |ξ|(V ) = sup
f :|f |V ≤1

ξf.

Definition IV.7. A Markov kernel P on (X,X ) is V -geometrically ergodic if it admits
a unique invariant distribution π and there exists a measurable function V : X → [1,∞)
satisfying πV <∞ and such that the following holds.
(a) There exist constants (C, ρ) ∈ R+ × (0, 1) such that for all x ∈ X and all n ∈ N,

‖Pn(x, ·)− π‖V ≤ Cρ
nV (x). (IV.8)
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(b) There exist constants (b, λ) ∈ R+ × (0, 1) such that PV ≤ λV + b.

Remark IV.8. [HM11, Theorem 1.2] provides sufficient conditions, in terms of drift
towards a small set, for (a) in Definition IV.7 to hold ; see also [RR04, Fact 10] for necessary
and sufficient conditions under the assumption of aperiodicity and irreducibility. Moreover,
the coming developments require only the bound (IV.8) to hold π-a.s.

We have now all necessary tools for giving sufficient conditions that imply the absolute
summability assumption (IV.5). Let the chain {Xk; k ∈ N} evolve according to

X0
P−→ X1

Q−→ X2
P−→ X3

Q−→ · · · (IV.9)

with X0 ∼ π, for some Markov kernels P and Q.

Proposition IV.9. If the Markov kernel PQ is V -geometrically ergodic, then for all
functions f such that |f |V 1/2 <∞ and |Pf |V 1/2 <∞,

∞∑
k=1

(
|Cov(f(X0), f(Xk))|+ |Cov(f(X1), f(Xk+1))|

)
<∞,

where {Xk; k ∈ N} evolves as in (IV.9).

The proof of Proposition IV.9 is found in Section 7 .1.

4 Applications
Before considering some applications of Theorem IV.4 we recall the following pro-

position, describing how to obtain a π-reversible Markov chain using some instrumental
kernel K. Although this result is fundamental in the Metropolis-Hastings literature (see
for example [RR04], [RC04], [GRS96], and the references therein), it is restated here as it
will be used in various situations in the sequel (especially when there is no fixed reference
measure dominating all the distributions {K(x, ·); x ∈ X}).

Proposition IV.10. Let K be a Markov transition kernel on X×X and π a probability
measure on (X,X ). Define the probability measures µ(dx × dx′) := π(dx)K(x,dx′) and
ν(dx × dx′) := π(dx′)K(x′, dx). Assume that the measures ν and µ are equivalent and
such that for µ-a.s. all (x, x′) ∈ X2,

0 < dν
dµ(x, x′) <∞, (IV.10)

where dν
dµ denotes the Radon-Nikodym derivative. Then the Markov kernel P (x,dx′) :=

K(x, dx′)α(x, x′) + δx(dx′)β(x), where

α(x, x′) := 1 ∧ dν
dµ(x, x′) and β(x) := 1−

∫
K(x, dx′)α(x, x′),

is π-reversible.

A natural application of Theorem IV.4 consists in using the result for comparing dif-
ferent data-augmentation-type algorithms. In the following we wish to target a probability
distribution π∗ defined on (Y,Y) using a sequence {Yk; k ∈ N} of Y-valued random va-
riables. To this aim, M. A. Tanner and W. H. Wong [TW87] suggest writing π∗ as the
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marginal of some distribution π defined on the product space (Y×U,Y ⊗ U) in the sense
that π(dy × du) = π∗(dy)R(y,du), where R is some Markov transition kernel on Y × U .
In most cases the marginal π∗ is of sole interest, while the component u is introduced for
convenience as a means of coping with analytic intractability of the marginal. (It could
also be the case that the marginal π∗ is too computationally expensive to evaluate.) A
first solution consists in letting {Yk; k ∈ N} be the first-component process {Y (1)

k ; k ∈ N}
of the π-reversible Markov chain {(Y (1)

k , U
(1)
k ); k ∈ N} defined as follows. Let S and T be

instrumental Markov transition kernels on Y×U×Y and Y×U×Y×U , respectively, and
define a transition of the chain {(Y (1)

k , U
(1)
k ); k ∈ N} by Algorithm 8.

Algorithm 8 The freeze algorithm
Given (Y (1)

k , U
(1)
k ) = (y, u),

(i) draw Ŷ ∼ S(y, u; ·) and call the outcome ŷ (abbr. ; ŷ),
(ii) draw Û ∼ T (y, u, ŷ; ·) ; û,
(iii) set

(Y (1)
k+1, U

(1)
k+1)←


(ŷ, û) with probability α(y, u, ŷ, û)

:= 1 ∧ π
∗(ŷ)r(ŷ, û)s(ŷ, û; y)t(ŷ, û, y;u)
π∗(y)r(y, u)s(y, u; ŷ)t(y, u, ŷ; û) ,

(y, u) otherwise.

(IV.11)

Remark IV.11. In the expression (IV.11) of α we assume implicitly that the families
{S(y, u; ·); (y, u) ∈ Y×U} and {T (y, u, ŷ; ·); (y, u, ŷ) ∈ Y×U×Y} of probability measures
are dominated by a fixed nonnegative measure and we denote by s and t the corresponding
transition kernel densities, respectively. In some cases (see e.g. [NFW12]) it may however
happen (typically when some Dirac mass is involved) that these kernels are not dominated
by a nonnegative measure ; nevertheless, Algorithm 8 as well as Algorithm 9 defined below
remain valid provided that the ratio in α is replaced by the corresponding Radon-Nikodym
derivative dν

dµ(y, u, ŷ, û), where, in this case,

µ(dy × du× dŷ × dû) := π(dy)R(y,du)S(y, u; dŷ)T (y, u, ŷ; dû),
ν(dy × du× dŷ × dû) := π(dŷ)R(ŷ,dû)S(ŷ, û; dy)T (ŷ, û, y; du).

By applying Proposition IV.10 we deduce that the output {(Y (1)
k , U

(1)
k ); k ∈ N} is a

π-reversible Markov chain. As a consequence, the sequence {Y (1)
k ; k ∈ N} targets, although

it is not itself a Markov chain, the marginal distribution π∗. Note that the method requires
the product π∗(y)r(y, u)s(y, u; ŷ)t(y, u, ŷ; û) to be known at least up to a multiplicative
constant to guarantee the computability of the acceptance probability α in (IV.11).

Example 12 (Grouped-independence Metropolis-Hastings). The Grouped-independence
Metropolis-Hastings (GIMH) algorithm (see [Bea03, AR09]) is used in situations where
π∗ is analytically intractable. In this algorithm, the quantity π∗(y) is in the acceptance
probability replaced by an importance sampling estimate

π∗N (y) := 1
N

N∑
`=1

π̄(y, v`)
qy(v`)

, (IV.12)
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where π̄(y, v) is the density of some augmented target distribution π̄(dy × dv) defined on
the product space (Y × V,Y ⊗ V), known up to a normalizing constant and allowing π∗
as marginal distribution, and {v1, . . . , vN} are i.i.d. draws from the proposal qy. Denoting
by s(y, ·) the density used for proposing new candidates ŷ, one obtains the acceptance
probability ratio

π∗N (ŷ)s(ŷ, y)
π∗N (y)s(y, ŷ) = π∗(ŷ)r(ŷ, û)s(ŷ, y)t(y, u)

π∗(y)r(y, u)s(y, ŷ)t(ŷ, û) ,

where u := (v1, . . . , vN ) and

π∗(y)r(y, u) = 1
N

N∑
`=1

π̄(y, v`)
∏
m 6=`

qy(vm)

 ,
t(y, u) =

N∏
`=1

qy(v`).

Consequently, the GIMH algorithm can be perfectly cast into the framework of the freeze
algorithm, with the auxiliary variable U playing the role of the N -dimensional Monte
Carlo sample and U = Vn.

In the following we use Theorem IV.4 for comparing the performance of Algorithm 8
to that of different modifications of the same obtained in the cases where

(I) simulating R-transitions is feasible,
(II) simulating R-transitions is infeasible.

Case I : simulating R-transitions is feasible

In this case, an alternative to Algorithm 8 consists in letting {Yk; k ∈ N} be the se-
quence {Y (2)

k ; k ∈ N} generated through Algorithm 9. Note that Algorithm 9 “refreshes”,

Algorithm 9 The systematic refreshment algorithm
Given Y

(2)
k = y,

(i) draw U ∼ R(y, ·) ; u,
(ii) draw Ŷ ∼ S(y, u; ·) ; ŷ,
(iii) draw Û ∼ T (y, u, ŷ; ·) ; û,

(iv) set Y (2)
k+1 ←

{
ŷ with probability α(y, u, ŷ, û) (defined in (IV.11)),
y otherwise.

in Step (i), systematically the second component of the Markov chain, which advocates Al-
gorithm 9 to have better mixing properties than Algorithm 8. The main task of the present
section is to establish rigorously this heuristics. The output {Y (2)

k ; k ∈ N} of Algorithm
9 is, on the contrary to {Y (1)

k ; k ∈ N}, a Markov chain. It is not a classical Metropolis-
Hastings Markov chain due to the auxiliary variables U and Û that appear explicitly in the
acceptance probability. However, as established in the following proposition, whose proof
is found in Section 7 .2, the π-reversibility of {(Y (1)

k , U
(1)
k ); k ∈ N} implies π∗-reversibility

of {Y (2)
k ; k ∈ N}.
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Proposition IV.13. The sequence {Y (2)
k ; k ∈ N} generated in Algorithm 9 is a π∗-

reversible Markov chain.

Example 14 (Randomized MCMC [NFW12]). In [NFW12], the authors use the ter-
minology Randomized MCMC (r-MCMC) for a π∗-reversible Metropolis-Hastings chain
{Yk; k ∈ N} generated using a set of auxiliary variables {Uk; k ∈ N} with a particular
expression of the acceptance probability. Although only one of these auxiliary variables is
sampled at each time step, one may actually cast this approach into the framework of Al-
gorithm 9 by creating artificially another auxiliary variable according to the deterministic
kernel

T (y, u, ŷ; dû) = δf(u)(dû),

where f is any continuously differentiable involution on U. Even though T is not domina-
ted, it is possible to verify (IV.10) using that f is an involution. We prove in Section 8 .1
that the r-MCMC algorithm is a special case of Algorithm 9 with this particular choice of
T and with the general form of the acceptance probability described in Remark IV.11.

Example 15 (Generalized Multiple-try Metropolis [PBF10]). The Generalized Multiple-
try Metropolis (GMTM) algorithm [PBF10] is an extension of the Multiple-try Metropolis
Hastings algorithm proposed in [LLW00]. Given Yk = y, one draws n i.i.d. possible moves
V1, . . . , Vn according to Ř(y, ·). After this, a random index J taking the value j ∈ {1, . . . , n}
with probability proportional to ω(y, Vj) is generated, whereupon a candidate is construc-
ted as Ŷ = VJ . The candidate is then accepted with some probability that is computed
using n additional random variables V̂1, . . . , V̂n, where V̂1, . . . , V̂n−1 are i.i.d. draws from
Ř(ŷ, ·), and V̂n is set deterministically to V̂n = y (see Section 8 .2 for more details concer-
ning the acceptance probability). In Section 8 .2, Lemma IV.33, it is shown that the GMTM
algorithm is in fact a special case of Algorithm 9 with U = (V1, . . . , VJ−1, VJ+1, . . . , Vn)
and Û = (V̂1, . . . , V̂n−1).

When the function k : (y, ŷ) 7→
∫
R(y,du)s(y, u; ŷ) is known explicitly, one may obtain

another π∗-reversible Markov chain by means of the classical Metropolis-Hastings ratio,
i.e. we use again Algorithm 9 but replace the acceptance probability α(y, u, ŷ, û) by

α̂(y, ŷ) := 1 ∧ π
∗(ŷ)k(ŷ, y)
π∗(y)k(y, ŷ) . (IV.13)

The following proposition, which generalizes a similar result obtained in [NFW12, Sec-
tion 2.3] for the r-MCMC algorithm, shows, when combined with [Tie95, Theorem 4], that
the asymptotic variance of the classical Metropolis-Hastings estimator is smaller than that
of the estimator based on Algorithm 9.

Proposition IV.16. The Metropolis-Hastings kernel associated with the acceptance pro-
bability (IV.13) is larger, in the sense of Definition IV.1, than the transition kernel asso-
ciated with Algorithm 9.

Proof. Set

µ(du× dû) := R(y,du)s(y, u; ŷ)T (y, u, ŷ; dû)
k(y, ŷ)

and note that µ is a probability measure. Hence, as the mapping R 3 v 7→ 1∧v is concave,
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Jensen’s inequality implies that
s
R(y,du)s(y, u; ŷ)T (y, u, ŷ; dû)α(y, u, ŷ, û)

k(y, ŷ)α̂(y, ŷ)

=
s
µ(du× dû)α(y, u, ŷ, û)

α̂(y, ŷ)

≤
(

1 ∧
x

µ(du× dû)π(ŷ, û)s(ŷ, û; y)t(ŷ, û, y;u)
π(y, u)s(y, u; ŷ)t(y, u, ŷ; û)

)/
α̂(y, ŷ)

= 1 ∧ π
∗(ŷ)k(ŷ, y)
π∗(y)k(y, ŷ)

/
α̂(y, ŷ) = 1

(a similar technique was used in the proof of [AV12, Lemma 1]). The previous computation
shows that the off-diagonal transition density function of the Metropolis-Hastings Markov
chain associated with the acceptance probability (IV.13) is larger than that of the chain
in Algorithm 9. This completes the proof.

However, in practice a closed-form expression of k is rarely available, which prevents the
classical Metropolis-Hastings algorithm from being implemented. Thus, if the transition
density r is known explicitly and can be sampled we have to choose between Algorithm
8 and Algorithm 9 for approximating π∗. The classical tools (such as the ordering in
Definition IV.1) for comparing {Y (1)

k ; k ∈ N} and {Y (2)
k ; k ∈ N} cannot be applied here,

since {Y (1)
k ; k ∈ N} is not even a Markov chain. Nevertheless, Theorem IV.4 allows the

theoretical comparison between these two algorithms by embedding {Y (1)
k ; k ∈ N} and

{Y (2)
k ; k ∈ N} into inhomogeneous π-reversible Markov chains. The construction, which

will be carried through in full detail below, leads to the following result.

Theorem IV.17. Let {Y (1)
k ; k ∈ N} and {Y (2)

k ; k ∈ N} be sequences of random variables
generated by Algorithm 8 and Algorithm 9, respectively, where (Y (1)

0 , U
(1)
0 ) ∼ π and

Y
(2)

0 ∼ π∗. Then for all h ∈ L2(π∗) satisfying
∞∑
k=1
|Cov(h(Y (i)

0 ), h(Y (i)
k ))| <∞ (i ∈ {1, 2}) (IV.14)

it holds that

lim
n→∞

1
n

Var
(
n−1∑
k=0

h(Y (2)
k )

)
≤ lim

n→∞
1
n

Var
(
n−1∑
k=0

h(Y (1)
k )

)
.

We preface the proof of Theorem IV.17 by the following lemma, which may serve as
a basis for the comparison of homogeneous Markov chains evolving according to PiQi (or
QiPi), i ∈ {0, 1}, where Pi and Qi, i ∈ {0, 1}, are kernels satisfying(A1)on some product
space.

Lemma IV.18. Let Pi and Qi, i ∈ {0, 1}, be kernels satisfying (A1) on (X,X ), with
X = Y × U and X = Y ⊗ U . In addition, assume that for all (y, u) ∈ X,

Pi(y, u; {y} × U) = 1 (i ∈ {0, 1}). (IV.15)

Then for all f ∈ L2(π) depending on only the first argument (i.e. f(y, u) = h(y) for some
h) and such that

∞∑
n=1
|〈f, (PiQi)nf〉| <∞ (i ∈ {0, 1}) (IV.16)
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it holds that
v(f, P1Q1) = v(f,Q1P1) ≤ v(f, P0Q0) = v(f,Q0P0).

Remark IV.19. The assumption (IV.15) is essential in Lemma IV.18. Indeed, let X =
{−1, 1} and π({1}) = π({−1}) = 1/2, and define the kernels P0(x,dx) = δx(dx′),
Q0(x,dx′) = επ(dx′) + (1 − ε)δ−x(dx′) for some ε ∈ (0, 1), P1(x,dx′) = π(dx′), and
Q1 = Q0. Then the kernels Pi and Qi, i ∈ {0, 1}, satisfy(A1), and consequently Theorem
IV.4 applies to the inhomogeneous chains evolving alternatingly according to the same.
However, the similar result does not hold true for chains evolving according to the product
kernels PiQi and QiPi, i ∈ {0, 1}, as

v(f, P0Q0) = v(f,Q0P0) = ε

2− ε < 1 = v(f, P1Q1) = v(f,Q1P1),

with f being the identity mapping on X.

Proof of Lemma IV.18. Define Markov chains {X(i)
k ; k ∈ N}, i ∈ {0, 1}, evolving as

· · · Qi−→ X
(i)
2k =

(
Y

(i)
k

U
(i)
k

)
Pi−→ X

(i)
2k+1 =

(
Y̌

(i)
k

Ǔ
(i)
k

)
Qi−→ X

(i)
2k+2 =

(
Y

(i)
k+1
U

(i)
k+1

)
Pi−→ · · ·

with X(i)
0 ∼ π. By construction,

∞∑
k=1

(
|Cov(f(X(i)

0 ), f(X(i)
k ))|+ |Cov(f(X(i)

1 ), f(X(i)
k+1))|

)
= πf2 − π2f + 4

∞∑
k=1
|Cov(h(Y (i)

0 ), h(Y (i)
k ))| <∞ (i ∈ {0, 1}), (IV.17)

where finiteness follows from the assumption (IV.16). Moreover, for all n ∈ N∗ and i ∈
{0, 1},

Var
(
n−1∑
k=0

h(Y (i)
k )

)
= Var

(
n−1∑
k=0

h(Y̌ (i)
k )

)
= 1

4Var
(2n−1∑
k=0

f(X(i)
k )
)
,

which implies, by (IV.17),

v(f, PiQi) = v(f,QiPi) = 1
2 lim
n→∞

1
n

Var
(

n∑
k=0

f(X(i)
k )
)

(i ∈ {0, 1}).

Finally, by (IV.17) we may now apply Theorem IV.4 to the chains {X(i)
k ; k ∈ N}, i ∈ {0, 1},

which establishes immediately the statement of the lemma.

Proof of Theorem IV.17. We introduce the kernels
• P1(y, u; dy′ × du′) = δ(y,u)(dy′ × du′),
• P2(y, u; dy′ × du′) = δy(dy′)R(y,du′),
• Q1 = Q2 being defined implicitly as the transition kernel associated with the
freeze algorithm (Algorithm 8).

It can be checked readily that the two sequences {Y (1)
k ; k ∈ N} and {Y (2)

k ; k ∈ N} generated
by Algorithm 8 and Algorithm 9, respectively, have indeed the same distributions as the
marginal processes (with respect to the first component) of homogeneous chains evolving
according to the products P1Q1 and P2Q2, respectively.
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In addition, all kernels Pi and Qi, i ∈ {1, 2}, are π-reversible, as
• P1 is reversible with respect to any probability measure (in particular, it is π-

reversible),
• P2 is π-reversible as a Gibbs-sampler sub-step transition kernel,
• Q1 = Q2 is π-reversible as a classical Metropolis-Hastings transition kernel.

Since P1 has no off-diagonal component, it holds that P2 � P1 ; moreover, trivially, Q2 =
Q1 � Q1. Thus, we may complete the proof by applying Lemma IV.18 to the function
f(y, u) = h(y), for which the condition (IV.16) is satisfied (by (IV.14)).

Case II : simulating R-transitions is infeasible

Pseudo-marginal algorithms (see [AR09] and [AV12]) are implemented using a Markov
kernel Ř on Y×U and a family {wu;u ∈ U} of real-valued nonnegative functions on Y such
that

∫
Ř(y,du)wu(y) = 1 for all y ∈ Y. We denote by ř the transition density of the kernel

Ř with respect to some dominating measure. Note that R(y,du) := Ř(y,du)wu(y) is a
Markov transition kernel as well. The problem at hand is to sample the target distribution

π(dy × du) := π∗(dy)R(y,du) = π∗(dy)Ř(y,du)wu(y)

under the assumption that
• for all (y, u) ∈ Y × U, π∗(y)ř(y, u)wu(y) is known up to a normalizing constant,
• for all y ∈ Y, Ř(y, ·) can be sampled from.

The particular case where wu(y) = 1 for all (y, u) ∈ Y × U was discussed in the previous
section, and we now turn to the case wu(y) 6= 1 (i.e. sampling directly from R is infeasible).
The solution provided by pseudo-marginal algorithms consists in replacing, in Algorithm
9, the operation (i) by the sampling U ∼ Ř(y, ·), and the computing the acceptance
probability α (as defined in (IV.11)) via the formula

α(y, u, ŷ, û) := 1 ∧ π
∗(ŷ)ř(ŷ, û)wû(ŷ)s(ŷ, û; y)t(ŷ, û, y;u)
π∗(y)ř(y, u)wu(y)s(y, u; ŷ)t(y, u, ŷ; û) .

The output of this algorithm, which will be referred to as the noisy algorithm in the
following, is typically not—on the contrary to Algorithm 9—π∗-reversible due to the re-
placement of R by Ř. This justifies the denomination. However, when w is close to unity
the noisy algorithm is close to Algorithm 9, which is, according to Theorem IV.17, more
efficient than Algorithm 8 in terms of asymptotic variance.

Example 20 (Monte Carlo within Metropolis). The Monte Carlo within Metropolis al-
gorithm (MCWM; see [AR09]) resembles closely the GIMH algorithm (see Example 12),
however with the important difference that the importance sampling estimates π∗N (Yk)
(given by (IV.12)) are not stored and propagated through the algorithm along with the
Yk-values. Instead each estimate of the marginal density is recomputed using a “fresh” MC
sample before the calculation of the acceptance probability. Thus, the MCWM algorithm
can be cast into the framework of the noisy algorithm with T = Ř and with the auxiliary
variables U and Û playing the roles of N -dimensional Monte Carlo samples.

Considering this, we now propose a novel algorithm which will be referred to as the
random refreshment algorithm and which is a hybrid between Algorithm 9 and the noisy
algorithm. This novel algorithm, which is described in Algorithm 10 below, targets exactly
π∗ and turns out to be more efficient than Algorithm 8.
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Algorithm 10 The random refreshment algorithm
Given (Y (3)

k , U
(3)
k ) = (y, u),

(i) (i.1) draw U ′ ∼ Ř(y, ·) ; u′,
(i.2) set

Ǔ ←

u
′ with probability %(y, u, u′) := 1 ∧ wu

′(y)
wu(y) ,

u otherwise,
; ǔ. (IV.18)

(ii) draw Ŷ ∼ S(y, ǔ; ·) ; ŷ,
(iii) draw Û ∼ T (y, ǔ, ŷ; ·) ; û,

(iv) set (Y (3)
k+1, U

(3)
k+1)←

{
(ŷ, û) with probability α(y, ǔ, ŷ, û),
(y, ǔ) otherwise.

In Step (i) in Algorithm 10, the auxiliary variable Ǔ can be either “refreshed”, i.e. re-
placed by a new candidate U ′, or kept at the previous state U (3)

k according to an acceptance
probability that turns out to be a standard Metropolis-Hastings acceptance probability
(which will be seen in the proof of Theorem IV.22 below). Interestingly, this allows the
desired distribution π as the target distribution of {(Y (3)

k , U
(3)
k ); k ∈ N}. In comparison,

the noisy algorithm described above differs only from Algorithm 10 by Step (i), in that the
new candidate is always accepted in the noisy algorithm. This “systematic refreshment”
makes actually the noisy algorithm imprecise in the sense that π is no longer the target
distribution except when wu(y) = 1 for all (y, u) ∈ Y × U (in which case %(y, u, u′) in
(IV.18) becomes identically equal to unity and Algorithm 10 translates into Algorithm
9. Compared to Algorithm 8, Step (i) allows the second component to be refreshed ran-
domly according to the probability %(y, u, ǔ) whereas this component remains unchanged
in Algorithm 8. Thus, in conformity with Algorithm 9, it is likely that Algorithm 10 has
better mixing properties than Algorithm 8. That this is indeed the case may be established
by reapplying the embedding technique developed in the previous part. Before formali-
zing this properly, we propose an example showing a typical situation where a Random
Refreshment algorithm may be used.

Example 21 (Random refreshment GIMH-ABC). In the paper [LAD12] (contributing
to the discussion of [FP12]), the authors propose a novel algorithm, rejuvenating GIMH-
ABC [LAD12, Algorithm 1], preventing the original GIMH-ABC [FP12, Algorithm 2]
(termed MCMC-ABC in the paper in question) from falling into possible trapping states.
The GIMH-ABC is an instance of Algorithm 8 targeting π(dy × du | sobs) := π∗(dy |
sobs)Ř(y,du)wu(y, sobs), where, in the ABC context,

• π∗(dy | sobs) is the desired posterior of a parameter y given some observed data
summary statistics sobs,
• Ř(y, ·) is the likelihood of the data (from which sampling is assumed to be feasible),
• wu(y, sobs) := K[(s(u)−sobs)/h]/

∫
Ř(y,du′)K[(s(u′)−sobs)/h], where K is a ker-

nel integrating to unity, providing the classical ABC discrepancy measure between
the observed data summary statistics sobs and that evaluated at the simulated data
u.
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Rejuvenating GIMH-ABC comprises an intermediate step in which the simulated data
u, generated under the current parameter y, are refreshed systematically. However, since
sampling fromR(y,du) := Ř(y,du)wu(y, sobs) is typically infeasible, the auxiliary variables
are refreshed through Ř in the spirit of Algorithm 9. Therefore, in accordance with Algo-
rithm 10, a π-reversible alternative to rejuvenating GIMH-ABC is obtained by, instead of
refreshing systematically the data, performing refreshment with probability (IV.18). Note
that the fact that the constant in the denominator of wu(y, sobs) is typically not compu-
table does not prevent computation of (IV.18), since this constant appears in wu(y, sobs)
as well as wu′(y, sobs). This provides a random refreshment GIMH-ABC, which can be
compared quantitatively, via the Theorem IV.22 below, to the GIMH-ABC while at the
same time avoiding the possible GIMH-ABC trapping states mentioned in [LAD12].

Theorem IV.22. Let {Y (1)
k ; k ∈ N} and {Y (3)

k ; k ∈ N} be the sequences of random
variables generated by Algorithm 8 and Algorithm 10, respectively, where (Y (i)

0 , U
(i)
0 ) ∼ π,

i ∈ {1, 3}. Then the following holds true.
(i) The output of Algorithm 10 is π-reversible.
(ii) For all h ∈ L2(π∗) satisfying

∞∑
k=1
|Cov(h(Y (i)

0 ), h(Y (i)
k ))| <∞ (i ∈ {1, 3})

it holds that

lim
n→∞

1
n

Var
(
n−1∑
k=0

h(Y (3)
k )

)
≤ lim

n→∞
1
n

Var
(
n−1∑
k=0

h(Y (1)
k )

)
.

Proof. Let the kernels P1 andQ1 be defined as in the proof of Theorem IV.17 and introduce
furthermore

• P3 defined implicitly by the transition (Y (3)
k , U

(3)
k ) → (Y (3)

k , Ǔ) according to
Step (i) in Algorithm 10 (note that the first component is held fixed throughout
the transition),
• Q3 = Q1.

In conformity with the proof of Theorem IV.17 it can be checked readily that the two
sequences {Y (1)

k ; k ∈ N} and {Y (3)
k ; k ∈ N} generated by Algorithm 8 and Algorithm 10,

respectively, have indeed the same distributions as the marginal processes (with respect
to the first component) of homogeneous chains evolving according to the products P1Q1
and P3Q3, respectively. The π-reversibility of the kernels P1 and Q1 = Q3 was established
in the proof of Theorem IV.17. To verify π-reversibility of P3 as well, note that P3 is a
Metropolis-Hastings kernel associated with the target distribution π, whose acceptance
probability includes a Radon-Nikodym derivative of the type given in Proposition IV.10 ;
it is therefore π-reversible. Indeed, note that P3 updates only the second component ac-
cording to Ř(y,du′) with the acceptance probability %(y, u, u′). Assuming first that Ř is
dominated and denoting by ř its transition density, we have

%(y, u, u′) = 1 ∧ wu
′(y)

wu(y) = 1 ∧ π(y, u′)ř(y, u)
π(y, u)ř(y, u′) ,

where π(y, u) = π∗(y)ř(y, u)wu(y) in the density of the target π. This shows that %(y, u, u′)
is indeed the acceptance probability of a Metropolis-Hastings Markov chain targeting π,
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with proposal kernel Ř(y,du′)δy(dy′) ; the π-reversibility of P3 follows. The proof can be
adapted easily to the case where Ř is not dominated. As a consequence, the product P3Q3
is also π-reversible, which establishes the statement (i) of the theorem. Finally, since P1
has zero mass on the off-diagonal, it holds that P3 � P1 and, clearly, Q3 = Q1 � Q1. The
proof of (ii) is now concluded by applying Lemma IV.18 along the lines of the proof of
Theorem IV.17.

The algorithm of Carlin and Chib

In this section we apply Theorem IV.4 in the context of Gibbs samplers. In algorithms
of Gibbs-type, the ordering in Definition IV.1 is usually not applicable since candidates
are accepted with probability one, which implies that the chain never remains in the same
state. The ordering is however meaningful when a component is discrete, in which case
the analysis can again be cast into the framework of Theorem IV.4.

The algorithm of B. P. Carlin and S. Chib [CC95] was introduced in the context of
model selection. For mixture models, the target is a probability distribution π∗ on (Y,Y),
where Y = {1, . . . , n} × Z and Y is the associated Borel sigma-field, and a π∗-distributed
variable Y = (M,Z) thus comprises a model index random variable M and a (typically
continuous) random vector Z. A natural idea of sampling π∗ consists in implementing a
Gibbs sampler to obtain a Markov chain {Y (G)

k ; k ∈ N} with transitions as follows.

Algorithm 11 The Gibbs algorithm
Given Y

(G)
k = (m, z),

(i) draw M ′ ∼ π∗( · | z) and call the outcome m′,
(ii) draw Z ′ ∼ π∗( · | m′) and call the outcome z′,

(iii) set Y (G)
k+1 = (m′, z′).

Remark IV.23. Since M is a discrete random variable, it is always possible to sample
M ∼ π∗( · | z). In contrast, sampling Z ∼ π∗( · | m) is not always possible. In that case,
one may replace (ii) by a Metropolis-Hastings step, yielding a Metropolis-within-Gibbs
algorithm (see [RC04, section 10.3.3] for details).

Remark IV.24. Even though {Y (G)
k ; k ∈ N} is a Markov chain with stationary distribu-

tion π∗, it turns out in practice that the discrete component {M (G)
k ; k ∈ N} tends to be

stuck in a few states. Indeed, when a variable z is sampled according to a model m, the
probability of jumping to another model m′ 6= m is proportional to π∗(m′, z), which may
be very low when the index component M is informative concerning the localization of Z.

The Carlin and Chib algorithm was introduced in [CC95] to circumvent this drawback
by using some artificial auxiliary variables. It may be regarded as a data-augmentation
algorithm based on a Gibbs sampler on the extended state space {1, . . . , n} × Zn which
targets the distribution π defined for all m ∈ {1, . . . , n} and u = (u1, . . . , un) ∈ Zn as

π(m, du) := π∗(m,dum)
∏
j 6=m

ρj(duj), (IV.19)

where {ρj}nj=1 are in [CC95] referred to as pseudopriors or linking densities. In what
follows, we assume that π∗(m, · ) and {ρj : j = 1, . . . , n} are all dominated by some
nonnegative measure ν. The choice of the pseudopriors should be tuned by the user,
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provided that they are analytically tractable and can be sampled. Denote by {Y (C)
k ; k ∈ N}

the Markov chain obtained by the Carlin and Chib algorithm, whose transitions comprise
n+ 1 steps and can be described as follows.

Algorithm 12 The Carlin and Chib algorithm
Given Y

(C)
k = (m,um),

(i) draw for all j 6= m, Uj ∼ ρj and call the outcomes uj ,
(ii) draw M ′ ∼ π( · | u) and call the outcome m′,
(iii) draw U ′m′ ∼ π∗( · | m′) and call the outcome um′ .

(iv) set Y (C)
k+1 = (m′, u′m′).

Similarly to Remark IV.23, one may use a Metropolis step instead of (iii) if sampling
from π∗( · |m) is not possible.

Remark IV.25. Intuitively, the Carlin and Chib algorithm allows more visits to the
different models than the Gibbs sampler ; indeed, in step (ii), the probability to jump to
a model m′ 6= m is proportional to

π(m′ | u) ∝ π∗(m′, um′)ρm(um)
∏

j /∈{m,m′}
ρj(uj), (IV.20)

where the three factors on the right hand side are large if the pseudopriors are chosen such
that ρ` is close to π∗( · | `) for all ` ∈ {1, . . . , n}. The optimal case where ρ`( · ) = π∗( · | `)
implies, using (IV.20), that

π(m′ | u) ∝ π∗(m′, um′)
∏
j 6=m′

π∗(uj | j).

It can be readily checked from the equation above that π(m′ |u) =
∫
π∗(m′, dz). Plugging

this expression into step (ii) shows that we actually draw m′ according to the exact mar-
ginal of the class index random variable regardless the value of u. Thus, the Carlin and
Chib algorithm simulates i.i.d. samples according to π∗. However, this extreme and ideal
situation requires that the quantity ρ`( · ) = π∗( · | `) is tractable which is typically not the
case.

In the light of the previous remark one may assume reasonably that the Carlin and
Chib algorithm provides better estimates than the Gibbs sampler. However, since neither
{Y (G)

k ; k ∈ N} nor {Y (C)
k ; k ∈ N} are π∗-reversible, [Tie95, Theorem 4] does not allow these

two algorithms to be compared. Nevertheless, with an approach similar to that used in
the pseudo-marginal context, we may provide a theoretical justification, based on Theorem
IV.4, advocating the Carlin and Chib algorithm ahead of the Gibbs sampler. To do this
we first embed {Y (G)

k ; k ∈ N} and {Y (C)
k ; k ∈ N} into two inhomogeneous π∗-reversible

Markov chains {X(G)
k ; k ∈ N} and {X(C)

k ; k ∈ N} defined on Y = {1, . . . , n} × Z through,
for i ∈ {G,C} :

X
(i)
2k =

(
M

(i)
k

Z
(i)
k

)
Pi−→ X

(i)
2k+1 =

(
M̌

(i)
k

Ž
(i)
k

)
Qi−→ X

(i)
2k+2 =

(
M

(i)
k+1

Z
(i)
k+1

)
Pi−→ · · · (IV.21)
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Here
(i) PG is defined implicitly by the transitions M̌ (G)

k ∼ π∗( · | Z(G)
k ) and Ž(G)

k = Z
(G)
k ,

(ii) PC is defined implicitly by the transitions consisting in
– drawing the random vector U = (U1, . . . , Un) ∈ Zn such that

Uj ∼

ρj for j 6= M
(C)
k ,

δ
Z

(C)
k

for j = M
(C)
k ,

– letting M̌ (C)
k = m′ with probability

π(m′ |U) ∝ π∗(m′, Um′)
∏
j 6=m′

ρj(Uj),

– letting Ž(C)
k = Um′ .

(iii) QG = QC is defined implicitly by the transitions Z(G)
k+1 ∼ π∗( · | M̌ (G)

k ) and M (G)
k+1 =

M̌
(G)
k .

With Y
(i)
k = (M (i)

k , Z
(i)
k ), i ∈ {G,C}, it can be checked easily that {Y (G)

k ; k ∈ N} and
{Y (C)

k ; k ∈ N} are sampled exactly as in the Gibbs sampler and the Carlin and Chib
algorithm, respectively.

Remark IV.26. Since PG and QG correspond to the one step Gibbs transitions (i) and
(ii) in Algorithm 11, respectively, they are both π∗-reversible. Therefore, QC = QG is
π∗-reversible and we show in Appendix 8 .3 that PC is also a π∗-reversible kernel.

Theorem IV.27. Let {X(i)
k ; k ∈ N}, i ∈ {C,G}, be the Markov chains obtained through

(IV.21) starting with X(i)
0 ∼ π∗ for i ∈ {C,G}. In addition, assume that for all m 6= m′

and z ∈ Z,
PC(m, z;m′,dz′) ≥ PG(m, z;m′, dz′). (IV.22)

Then for all f ∈ L2(π) such that for i ∈ {G,C},

∞∑
k=1

(
|Cov(f(X(i)

0 ), f(X(i)
k ))|+ |Cov(f(X(i)

1 ), f(X(i)
k+1))|

)
<∞

it holds that

lim
n→∞

1
n

Var
(
n−1∑
k=0

f(X(C)
k )

)
≤ lim

n→∞
1
n

Var
(
n−1∑
k=0

f(X(G)
k )

)
.

Assumption (IV.22) formalizes the fact that Algorithm 12 allows more jumps between
models than Algorithm 11 (as noted in Remarks IV.24 and IV.25).

Proof. According to Remark IV.26, {X(G)
k ; k ∈ N} and {X(C)

k ; k ∈ N} are both inhomo-
geneous Markov chains that evolve alternatingly according to the π∗-reversible kernels
Pi and Qi, i ∈ {G,C}. Moreover, (IV.22) implies clearly that PC � PG, and clearly
QC = QG � QG. The proof may now be concluded by applying Theorem IV.4 along the
lines of the proofs of Theorem IV.17 or Theorem IV.22.
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5 Proof of Theorem IV.4
We preface the proof of Theorem IV.4 by some preliminary lemmas.

Lemma IV.28. Assume that P1, P2, . . . , Pn are π-reversible Markov transition kernels.
Then, for all (f, g) ∈ L2(π)× L2(π),

〈f, P1P2 · · ·Png〉 = 〈Pn · · ·P2P1f, g〉 .

Proof. As each P` is π-reversible, it holds that 〈P`f, g〉 = 〈f, P`g〉 for all (f, g) ∈ L2(π) ×
L2(π) and ` ∈ {1, . . . , n}. Applying repeatedly this relation yields

〈f, P1P2 · · ·Png〉 = 〈P1f, P2 · · ·Png〉
= 〈P2P1f, P3 · · ·Png〉 · · · = 〈Pn · · ·P2P1f, g〉 .

Lemma IV.29. Let P and Q be Markov transition kernels on (X,X ) such that πP =
πQ = π and let {Xk; k ∈ N} be a Markov chain evolving as

X0
P−→ X1

Q−→ X2
P−→ X3

Q−→ · · ·

with initial distribution X0 ∼ π. Then, for all f ∈ L2(π) such that
∞∑
k=1

(
|Cov(f(X0), f(Xk))|+ |Cov(f(X1), f(Xk+1))|

)
<∞, (IV.23)

the limit, as n tends to infinity, of n−1Var(
∑n−1
k=0 f(Xk)) exists, and

lim
n→∞

1
n

Var
(
n−1∑
k=0

f(Xk)
)

= πf2 − π2f

+
∞∑
k=1

Cov(f(X0), f(Xk)) +
∞∑
k=1

Cov(f(X1), f(Xk+1)). (IV.24)

Proof. As covariances are symmetric,

1
n

Var
(
n−1∑
k=0

f(Xk)
)

= πf2 − π2f + 2n−1 ∑
0≤i<j≤n−1

Cov(f(Xi), f(Xj)).

We now consider the limit, as n tends to infinity, of the last term on the right hand side.
Let E and O denote the two complementary subsets of N consisting of the even and odd
numbers, respectively. For all (i, j) ∈ N2 such that i < j, we have

Cov(f(Xi), f(Xj)) =
{

Cov(f(X0), f(Xj−i)) if i ∈ E ,
Cov(f(X1), f(Xj−i+1)) if i ∈ O.

This implies that

n−1 ∑
0≤i<j≤n−1

i∈E

Cov(f(Xi), f(Xj)) =

n−1∑
k=1

n−1
(⌊

n− 1− k
2

⌋
+ 1

)
Cov(f(X0), f(Xk))
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and

n−1 ∑
0≤i<j≤n−1

i∈O

Cov(f(Xi), f(Xj)) =

n−2∑
k=1

n−1
(⌊

n− 2− k
2

⌋
+ 1

)
Cov(f(X1), f(Xk+1)).

Under (IV.23), the dominated convergence theorem applies, which provides that the limit,
as n goes to infinity, of n−1Var(

∑n−1
k=0 f(Xk)) exists and is equal to (IV.24).

Lemma IV.30. Let Pi and Qi, i ∈ {0, 1}, be π-reversible Markov kernels on (X,X ) such
that P0 < P1 and Q0 < Q1. For all n ∈ N and i ∈ {0, 1}, denote by R(i)

n the Markov kernel
R

(i)
n := Pi1E(n) +Qi1O(n). In addition, let f ∈ L2(π) be such that for i ∈ {0, 1},

∞∑
k=1

∣∣∣〈f,R(i)
0 · · ·R

(i)
k−1f

〉∣∣∣ <∞. (IV.25)

Then for all λ ∈ (0, 1),

∞∑
k=1

λk
(〈
f,R

(1)
0 · · ·R

(1)
k−1f

〉
+
〈
f,R

(1)
1 · · ·R

(1)
k f

〉)
≤
∞∑
k=1

λk
(〈
f,R

(0)
0 · · ·R

(0)
k−1f

〉
+
〈
f,R

(0)
1 · · ·R

(0)
k f

〉)
.

Proof. For all n ∈ N and all α ∈ (0, 1), define R(α)
n := (1 − α)R(0)

n + αR
(1)
n . In addition,

set, for λ ∈ (0, 1), Kλ(α) := K
(E)
λ (α) +K

(O)
λ (α), where

K
(E)
λ (α) :=

∞∑
k=1

λk
〈
f,R

(α)
0 · · ·R(α)

k−1f
〉
,

K
(O)
λ (α) :=

∞∑
k=1

λk
〈
f,R

(α)
1 · · ·R(α)

k f
〉
.

Now, fix a distinguished λ ∈ (0, 1) ; we want show that for all α ∈ [0, 1],

dKλ

dα (α) ≤ 0. (IV.26)

Thus, we start with differentiating K(E)
λ :

dK(E)
λ

dα (α) = d
dα

∞∑
k=1

λk
〈
f,R

(α)
0 · · ·R(α)

k−1f
〉
. (IV.27)

To interchange d
dα and

∑∞
k=1 in the previous equation, we first note that

d
dα

〈
f,R

(α)
0 · · ·R(α)

k−1f
〉

=
k−1∑
`=0

∂

∂α`

〈
f,R

(α0)
0 · · ·R(αk−1)

k−1 f
〉∣∣∣

(α0,...,αk−1)=(α,...,α)

=
k−1∑
`=0

〈
f,R

(α)
01`−1(R(1)

` −R
(0)
` )R(α)

`+11k−1f
〉
,
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where R(α)
s1t := R

(α)
s R

(α)
s+1 · · ·R

(α)
t for s ≤ t and R(α)

s1t := id otherwise. By (IV.1), ‖R(α)
n ‖ ≤ 1,

which implies that supα∈[0,1] | d
dα〈f,R

(α)
0 · · ·R(α)

k−1f〉| ≤ 2kπ(f2). Thus, as
∑∞
k=1 λ

kk < ∞
we may interchange, in (IV.27), d

dα and
∑∞
k=1, yielding

dK(E)
λ

dα (α) =
∞∑
k=1

λk
k−1∑
`=0

〈
f,R

(α)
01`−1(R(1)

` −R
(0)
` )R(α)

`+11k−1f
〉
.

Similarly, it can be established that

dK(O)
λ

dα (α) =
∞∑
k=1

λk
k∑
`=1

〈
f,R

(α)
11`−1(R(1)

` −R
(0)
` )R(α)

`+11kf
〉
.

We now apply Lemma IV.28 to the two previous sums. For this purpose we will use the
following notation R(α)

s%t := R
(α)
s R

(α)
s−1 · · ·R

(α)
t for s ≥ t and R(α)

s%t := id otherwise. Then,

dKλ

dα (α)

=
∞∑
k=1

λk
{ k−1∑
`=0

〈
R

(α)
`−1%0f, (R

(1)
` −R

(0)
` )R(α)

`+11k−1f
〉

+
k∑
`=1

〈
R

(α)
`−1%1f, (R

(1)
` −R

(0)
` )R(α)

`+11kf
〉}

=
∞∑
`=0

∞∑
m=0

λ`+m+1
〈
R

(α)
`−1%0f, (R

(1)
` −R

(0)
` )R(α)

`+11`+mf
〉

+
∞∑
`=1

∞∑
m=1

λ`+m−1
〈
R

(α)
`−1%1f, (R

(1)
` −R

(0)
` )R(α)

`+11`+m−1f
〉
.

Now, note that R(α)
n = R

(α)
n′ for all (n, n′) ∈ O2 and R

(α)
m = R

(α)
m′ for all (m,m′)2 ∈ E2 ;

hence, separating, in the two previous sums, odd and even indices ` provides
dKλ

dα (α)

=
∑
`∈E

∞∑
m=0

λ`+m+1
〈
R

(α)
11`f, (R

(1)
0 −R

(0)
0 )R(α)

11mf
〉

+
∑

`∈E\{0}

∞∑
m=1

λ`+m−1
〈
R

(α)
11`−1f, (R

(1)
0 −R

(0)
0 )R(α)

11m−1f
〉

+
∑
`∈O

∞∑
m=0

λ`+m+1
〈
R

(α)
01`−1f, (R

(1)
1 −R

(0)
1 )R(α)

01m−1f
〉

+
∑
`∈O

∞∑
m=1

λ`+m−1
〈
R

(α)
01`−2f, (R

(1)
1 −R

(0)
1 )R(α)

01m−2f
〉
.

Finally, by combining the even and the odd sums,
dKλ

dα (α)

=
〈 ∞∑
`=0

λ`R
(α)
11`f, (R

(1)
0 −R

(0)
0 )

∞∑
m=0

λmR
(α)
11mf

〉

+
〈 ∞∑
`=0

λ`R
(α)
01`−1f, (R

(1)
1 −R

(0)
1 )

∞∑
m=0

λmR
(α)
01m−1f

〉
.
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Since R(1)
n < R

(0)
n , the operator R(0)

n − R(1)
n is nonnegative on L2(π) (by [Tie95, Lemma

3]), and for all f ∈ L2(π) it holds that 〈f, (R(1)
n −R(0)

n )f〉 ≤ 0. This shows (IV.26), which
implies that the function α 7→ Kλ(α) is non-increasing on (0, 1). The proof is complete.

Proof of Theorem IV.4. According to Lemma IV.29, for all functions f ∈ L2(π) and i ∈
{0, 1},

v(i)(f) = πf2 − π2f +
∞∑
k=1

(
Cov(f(X(i)

0 ), f(X(i)
k )) + Cov(f(X(i)

1 ), f(X(i)
k+1))

)
. (IV.28)

For the kernels Pi and Qi, i ∈ {0, 1}, in the statement of the theorem, let {R(i)
k ; k ∈ N},

i ∈ {0, 1}, be defined as in Lemma IV.30, which then implies that for all λ ∈ (0, 1),

∞∑
k=1

(
λkCov(f(X(1)

0 ), f(X(1)
k )) + λkCov(f(X(1)

1 ), f(X(1)
k+1))

)
≤

∞∑
k=1

(
λkCov(f(X(0)

0 ), f(X(0)
k )) + λkCov(f(X(0)

1 ), f(X(0)
k+1))

)
. (IV.29)

We conclude the proof by letting λ tend to one on each side of the previous inequality.
Under (IV.5), we may, by the dominated convergence theorem, interchange limits with
summation, which establishes the inequality (IV.29) also in the case λ = 1. Combining
this with (IV.28) completes the proof.

6 Conclusion
In this paper, we have extended successfully the theoretical framework proposed in

[Pes73] and [Tie95] as a means of comparing the asymptotic variance of sample path
averages for different Markov chains and, consequently, the efficiency of different MCMC
algorithms to the context of inhomogeneous Markov chains evolving alternatingly accor-
ding to two different Markov transition kernels. It turned out that this configuration
covers, although not apparently, several popular MCMC algorithms such as Randomized
MCMC [NFW12], Multiple-try Metropolis [LLW00] and its generalization [PBF10], and
the pseudo-marginal algorithms [AR09, AV12]. It should be remarked however that our re-
sults do not take possible additional computational cost into consideration, which may be
of importance in practical applications. While these algorithms are inapproachable for the
standard tools provided in [Pes73] and [Tie95], our results allow, without heavy technical
developments, rigorous theoretical justifications advocating the use of these algorithms. As
illustrated by our novel random refreshment algorithm in the context of pseudo-marginal
algorithms, the results of the present paper can also be used for designing new algorithms
and improving, in terms of asymptotic variance, existing ones.
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7 Appendix 1

7 .1 Proof of Proposition IV.9

First, set ξ = Pn(x, ·)− π ; then by Jensen’s inequality,

‖ξ‖V 1/2 = |ξ|(X) |ξ|(V
1/2)

|ξ|(X) ≤ |ξ|(X)
( |ξ|(V )
|ξ|(X)

)1/2
= |ξ|1/2(X) ‖ξ‖1/2V ,

and since |ξ|(X) ≤ 2,
‖Pn(x, ·)− π‖V 1/2 ≤ (2CρnV (x))1/2 . (IV.30)

Now, without loss of generality we may assume that πf = 0, |f |V 1/2 ≤ 1, and |Pf |V 1/2 ≤ 1.
Then applying (IV.30) yields for all x ∈ X,

|(PQ)nf(x)| ≤ (2CρnV (x))1/2 .

Hence, for all n ∈ N,

|Cov(f(X0), f(X2n))| = |E(f(X0)(PQ)nf(X0))|

≤ (2Cρn)1/2 E
(
|f(X0)|V 1/2(X0)

)
≤ (2Cρn)1/2 πV.

In the same way, for all n ≥ 0,

|Cov(f(X0), f(X2n+1))| = |E(f(X0)(PQ)nPf(X0))| ≤ (2Cρn)1/2 πV.

By applying successively the Cauchy-Schwarz and Jensen inequalities we obtain

E
(
|f(X1)|QV 1/2(X1)

)
≤
[
E
(
f2(X1)

)
E (QV (X1))

]1/2
≤ πV,

where the last inequality follows from f2 ≤ V and πP = πQ = π. This implies that for all
n ∈ N∗,

|Cov(f(X1), f(X2n))| = |E(f(X1)Q(PQ)n−1f(X1))|

≤
(
2Cρn−1

)1/2
E
(
|f(X1)|QV 1/2(X1)

)
≤
(
2Cρn−1

)1/2
πV.

In the same way, for all n ∈ N∗ we have, using that |Pf(x)| ≤ V 1/2(x),

|Cov(f(X1), f(X2n+1))| = |E(f(X1)Q(PQ)n−1Pf(X1))| ≤
(
2Cρn−1

)1/2
πV.

The statement of the proposition follows.

7 .2 Proof of Proposition IV.13

Let K be the transition kernel of the Markov chain {Y (2)
k ; k ∈ N}, i.e. for all f ∈ F(Y),

∫
f(y′)K(y,dy′)

= f(y)β(y) +
∫
f(y′)R(y,du)S(y, u; dy′)T (y, u, y′; du′)α(y, u, y′, u′),
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where β(y) := 1−
∫
R(y,du)S(y, u; dy′)T (y, u, y′; du′)α(y, u, y′, u′). Thus, establishing π∗-

reversibility of K amounts to verifying, for all f and g in F(Y),∫
f(y)g(y′)π∗(dy)

∫
R(y,du)S(y, u; dy′)T (y, u, y′; du′)α(y, u, y′, u′)

=
∫
f(y)g(y′)π∗(dy′)

∫
R(y′,du′)S(y′, u′; dy)T (y′, u′, y; du)α(y′, u′, y, u). (IV.31)

Indeed, by π-reversibility of {(Y (1)
k , U

(1)
k ); k ∈ N} it holds, for all f̄ and ḡ in F(Y ⊗ U),

x
f̄(y, u)ḡ(y′, u′)π(dy × du)S(y, u; dy′)T (y, u, y′; du′)α(y, u, y′, u′)

=
x

f̄(y, u)ḡ(y′, u′)π(dy′ × du′)S(y′, u′; dy)T (y′, u′, y; du)α(y′, u′, y, u),

which establishes (IV.31) by letting f̄(y, u) = f(y) and ḡ(y, u) = g(y). This completes the
proof.

8 Appendix 2

8 .1 r-MCMC as a special case of Algorithm 9

As proposed initially by [NFW12], the r-MCMC algorithm generates a Markov chain
{Y (2)

k ; k ∈ N} with transitions given by Algorithm 13 below. Denote by
∣∣∣∂f∂u(u)

∣∣∣ the Jaco-
bian determinant of a vector-valued transformation f . In this algorithm, f is any conti-

Algorithm 13 r-MCMC [NFW12]

Given Y
(2)
k = y,

(i) draw Ŷ ∼ Ř(y, ·) ; ŷ,
(ii) draw U ∼ Š(y, ŷ; ·) ; u,
(iii) set

Y
(2)
k+1 ←

ŷ w. pr. α(r)(y, u, ŷ) := 1 ∧ π
∗(ŷ)ř(ŷ, y)š(ŷ, y; f(u))
π∗(y)ř(y, ŷ)š(y, ŷ;u)

∣∣∣∣∂f∂u (u)
∣∣∣∣ ,

y otherwise.
(IV.32)

nuously differentiable involution on U = Rd. In addition, Ř and Š are instrumental kernels
on (Y,Y) and (Y2,U), respectively, having transition densities ř and š with respect to
some dominating measure and Lebesgue measure on Rd, respectively.

Proposition IV.31. The r-MCMC algorithm is a special case of Algorithm 9.

Proof. Since Ŷ and U , obtained in Steps (i) and (ii) of Algorithm 13, are not drawn in the
same order as in Algorithm 9, we first derive the expression of the corresponding kernels
R and S, i.e.

R(y,du) =
(∫

Ř(y,dŷ)š(y, ŷ;u)
)
λd(du) = r(y, u)λd(du),

S(y, u; dŷ) = Ř(y,dŷ)š(y, ŷ;u)∫
Ř(y,dŷ)š(y, ŷ;u)

,
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where λd is Lebesgue measure on Rd. Also note that

R(y,du)S(y, u; dŷ) = Ř(y,dŷ)š(y, ŷ;u)λd(du). (IV.33)

Moreover, introduce another auxiliary variable Û taking values in U and being drawn ac-
cording to T (y, u, ŷ; dû) = δf(u)(dû). Note that the kernel T is not dominated by a common
nonnegative measure regardless the value of u ; still, following Remark IV.11, the r-MCMC
algorithm may be covered by Algorithm 9, provided that the ratio in the acceptance pro-
bability α(r)(y, u, ŷ) corresponds to the Radon-Nikodym derivative in Proposition IV.10
for

K(r)(y, u; dŷ × dû) = S(y, u; dŷ)T (y, u, ŷ; dû) = S(y, u; dŷ)δf(u)(dû)

and
π(r)(dy × du) = π∗(dy)R(y,du).

The proof is completed by applying Lemma IV.32 below.

Lemma IV.32. The acceptance probability α(r) in (IV.32) is equal to

α(r)(y, u, ŷ) = 1 ∧ dν(r)

dµ(r) (x, x̂), (IV.34)

where x := (y, u), x̂ := (ŷ, û), and dν(r)

dµ(r) denotes the Radon-Nikodym derivative between
the measures ν(r) and µ(r) defined by

ν(r)(dx× dx̂) := π(r)(dŷ × dû)K(r)(ŷ, û; dy × du),
µ(r)(dx× dx̂) := π(r)(dy × du)K(r)(y, u; dŷ × dû).

Proof. Write α(r)(y, u, ŷ) = 1 ∧ γ(r)(y, u, ŷ), where

γ(r)(y, u, ŷ) := π∗(ŷ)ř(ŷ, y)š(ŷ, y; f(u))
π∗(y)ř(y, ŷ)š(y, ŷ;u)

∣∣∣∣∂f∂u (u)
∣∣∣∣ .

To show (IV.34) we will prove that for all bounded measurable functions G on (Y × U)2

it holds that

Eν(r) [G(X, X̂)] =
∫
G(x, x̂)ν(r)(dx× dx̂) =

∫
G(x, x̂)γ(r)(y, u, ŷ)µ(r)(dx× dx̂)

(where x = (y, u) and x̂ = (ŷ, û)). Now, using the change of variables u = f(û), which is
equivalent to û = f(u) (since f is an involution) and using the relation (IV.33) we obtain

Eν(r) [G(r)(X, X̂)]

=
∫
G(r)(y, f(û), ŷ, û)π∗(dŷ)r(ŷ, û)S(ŷ, û; dy)λd(dû),

=
∫
G(r)(y, u, ŷ, f(u))π∗(dŷ)r(ŷ, f(u))S(ŷ, f(u); dy)|(∂f/∂u)(u)|λd(du),

=
∫
G(r)(y, u, ŷ, f(u))π

∗(ŷ)ř(ŷ, y)š(ŷ, y; f(u))
π∗(y)ř(y, ŷ)š(y, ŷ;u)

∣∣∣∣∂f∂u (u)
∣∣∣∣

× π∗(dy)Ř(y,dŷ)Š(y, ŷ; du)

=
∫
G(r)(x, x̂)γ(r)(y, u, ŷ)µ(r)(dx× dx̂),

which completes the proof.
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8 .2 GMTM as a special case of Algorithm 9

The GMTM algorithm proposed in [PBF10] generates a Markov chain {Y (2)
k ; k ∈ N}

with transitions given by Algorithm 14 below. In Algorithm 14, the auxiliary variables

Algorithm 14 GMTM [PBF10]

Given Y
(2)
k = y,

(i) draw (V1, . . . , Vn) ∼i.i.d. Ř(y, ·) ; (v1, . . . , vn),
(ii) let J take the value j ∈ {1, 2, . . . , n} w. p. ω(y, vj)/

∑n
`=1 ω(y, v`),

(iii) let ŷ ← vj ,
(iv) draw (V̂1, . . . , V̂n−1) ∼i.i.d. Ř(ŷ, ·) ; (v̂1, . . . , v̂n−1),
(v) let v̂n ← y,
(vi) let

Y
(2)
k+1 ←


ŷ with probability α(m)(y, v, ŷ, v̂)

:= 1 ∧ π
∗(ŷ)ř(ŷ, y)ω(ŷ, y)

∑n
k=1 ω(y, vk)

π∗(y)ř(y, ŷ)ω(y, ŷ)
∑n
k=1 ω(ŷ, v̂k)

,

y otherwise.

(IV.35)

V1, . . . , Vn are defined on Y and for all y ∈ Y and (v1, . . . , vn) ∈ Yn, {ω(y, vk)/
∑n
`=1 ω(y, v`)}nk=1

are sample weights. Moreover, Ř is an instrumental kernel defined on (Y,Y) having the
transition density ř with respect to some dominating measure on (Y,Y).

Proposition IV.33. The GMTM algorithm is a special case of Algorithm 9.

Proof. Denoting by V1, . . . , Vn the random variables generated in Step (i) in Algorithm
14, the proposed candidate Ŷ is obtained as VJ , where J is generated in Step (ii). Let
U = V−J , where

v−j := (v1, . . . , vj−1, vj+1, . . . , vn).

To obtain the joint distribution of (Ŷ , U) conditionally on Y
(2)
k , write, for any bounded

measurable function G on Yn,

E[G(Ŷ , U) | Y (2)
k = y]

=
n∑
j=1
E[G(Vj , V−j)1J=j | Y (2)

k = y]

=
∫
· · ·
∫
Ř(y,dŷ)

n−1∏
k=1

Ř(y,duk)
nω(y, ŷ)∑n−1

`=1 ω(y, u`) + ω(y, ŷ)
G(ŷ, u)

=
∫
· · ·
∫
R(y,du)S(y, u; dŷ)G(ŷ, u),

where we introduced the kernels

R(y,du) := n
n−1∏
k=1

Ř(y,duk)
∫

Ř(y,dŷ)ω(y, ŷ)∑n−1
`=1 ω(y, u`) + ω(y, ŷ)

, (IV.36)

S(y, u; dŷ) := Ř(y,dŷ)ω(y, ŷ)∑n−1
`=1 ω(y, u`) + ω(y, ŷ)

/∫
Ř(y,dŷ)ω(y, ŷ)∑n−1

`=1 ω(y, u`) + ω(y, ŷ)
. (IV.37)
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Now, set Û = (V̂1, . . . , V̂n−1) where the V̂is are sampled in Step (iv). The distribution of
Û conditionally on (Y (2)

k , U, Ŷ ) = (y, u, ŷ) is given by

T (y, u, ŷ; dû) =
n−1∏
k=1

Ř(ŷ,dûk). (IV.38)

If Ř is dominated by a nonnegative measure, then (IV.36), (IV.37), and (IV.38) show that
the kernels R, S, and T are dominated as well. Denoting by r, s, and t the corresponding
transition densities, it can be readily checked that

π∗(ŷ)r(ŷ, û)s(ŷ, û; y)t(ŷ, û, y;u)
π∗(y)r(y, u)s(y, u; ŷ)t(y, u, ŷ; û) = π∗(ŷ)ř(ŷ, y)ω(ŷ, y)(

∑n−1
k=1 ω(y, uk) + ω(y, ŷ))

π∗(y)ř(y, ŷ)ω(y, ŷ)(
∑n−1
k=1 ω(ŷ, ûk) + ω(ŷ, y))

,

so that α(m) defined in (IV.35) corresponds to the acceptance probability α defined in
(IV.11) with these particular choices of r, s, and t. Consequently, the GMTM algorithm
is a special case of Algorithm 9.

Note that in the previous proof, we have chosen the auxiliary variable U as the vector
of rejected candidates after Step (ii). Another natural idea would consist in choosing
U = (V1, . . . , Vn), where the Vis are obtained in Step (i) ; however, since Ŷ belongs to this
set of candidates, the model would then not be dominated, which would make the proof
more intricate.

8 .3 The Carlin and Chib Algorithm

Lemma IV.34. PC is a π∗-reversible Markov kernel.

Proof. Recall that π∗(m, · ) and {ρj}nj=1 are both dominated by the nonnegative measure
ν. Then, using the notations y = (m, z) and ŷ = (m̂, ẑ) we have for all bounded measurable
functions G on Y × Y,∫

G(y, ŷ)π∗(dy)PC(y,dŷ)

=
∫
G(y, ŷ)π∗(dy)

δz(dum)

∏
j 6=m

ρj(duj)


π∗(m̂, um̂)

∏
j 6=m̂ ρj(uj)∑n

k=1 π
∗(k, uk)

∏
` 6=k ρ`(u`)

]
δum̂(dẑ),

=
∫
G(y, ŷ)A(m, m̂, u) ν(dz) δz(dum) δum̂(dẑ)

∏
j 6=m

ν(duj),

where
A(m, m̂, u) := π∗(m,um)π∗(m̂, um̂)

∏
j 6=m ρj(uj)×

∏
j 6=m̂ ρj(uj)∑n

k=1 π
∗(k, uk)

∏
` 6=k ρ`(u`)

.

Plugging

A(m, m̂, u) = A(m̂,m, u),

ν(dz) δz(dum) δum̂(dẑ)
∏
j 6=m

ν(duj) = δum(dz) δum̂(dẑ)
n∏
j=1

ν(duj)

into the previous display shows that π∗(dy)PC(y,dŷ) is a symmetric measure in y and ŷ,
i.e. PC is π∗-reversible.
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En dépit de la faible résolution des SIR d’aéronefs et du niveau de bruit élevé dû au
fond, inhérents à notre cadre d’étude, notre travail a montré qu’il était possible de détec-
ter la présence d’aéronefs dans une image multispectrale et de les classer parmi plusieurs
catégories. Le principal défi qui consistait à prendre en compte simultanément la variabi-
lité spectrale et spatiale des cibles a été relevé (i) en couplant au détecteur d’anomalies
RX [RY90] une étude sur les ensembles de niveau de la transformée de Mahalanobis de
l’image et (ii) en proposant un modèle d’observation dans lequel la distribution des SIR
est la marginale d’une loi jointe faisant intervenir des déformations spatiales et spectrales
aléatoires dont les réalisations ne sont pas observées. Les méthodes que nous avons mises
au point respectent les impératifs liés au cadre expérimental de notre étude, à savoir un
traitement séquentiel non supervisé des données, sans stockage aposteriori et en un temps
suffisamment court pour permettre une implémentation de la solution en temps réel. Les
simulations réalisées montrent que, comparé au monospectral, l’utilisation d’images mul-
tispectrales permet d’obtenir de meilleures performances tant en détection qu’en classifi-
cation. L’explication de ce résultat se trouve essentiellement à deux niveaux : en détection,
des anomalies présentes uniquement dans certaines bandes spectrales et non visibles en
monospectral peuvent ainsi être identifiées et en classification, l’utilisation d’images mul-
tispectrales offre la possibilité de considérer des regroupements de bandes étroites où le
rapport signal à bruit est plus faible qu’en bande large. Toutefois, ces performances sont
fortement sensibles aux bandes spectrales retenues pour la détection et la classification.
Pour remédier à ce problème, nous avons donc proposé une méthode d’optimisation, basée
sur un algorithme génétique, identifiant le regroupement de bandes spectrales permettant
d’atteindre le taux de détection optimal.

La méthodologie de détection proposée peut aisément s’adapter à d’autres scénarios
et à d’autres sortes de cibles faiblement résolues sur d’autres fonds naturels de type forêt,
désert, mer... Une piste d’amélioration consisterait à utiliser un estimateur de la matrice
de covariance plus robuste aux perturbations et à un modèle de fond non-Gaussien, comme
le permet par exemple un M-estimateur de la matrice de covariance [Hub64, Mar76]. La
méthodologie de classification a été testée avec succès sur des images de chiffres manus-
crits et sur des courbes de croissance, montrant ainsi qu’il était possible d’étendre cette
approche sur d’autres types de données fonctionnelles. Travailler sur des données ayant une
meilleure résolution spatiale et spectrale conduirait à de meilleures performances de classi-
fication dans la mesure où la méthode d’apprentissage développée exploite les informations
spectrale et spatiale pour caractériser les différentes composantes du modèle de mélange.
Toutefois, sous l’hypothèse que la dimension des données manquantes du modèle est pro-
portionnelle à la taille des observations, l’utilisation de données fortement résolues ralentit
le processus d’apprentissage et de classification : il y a donc un compromis à trouver. Les
méthodes de détection et de classification doivent à présent être validées dans le cas d’un
fond texturé multispectral : des mesures de spectres infrarouge de nuages sont envisagées
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en vue de permettre l’élaboration d’un modèle de fond texturé corrélant les variations
spectrales et spatiales. Enfin, il serait intéressant de disposer d’une méthode de recherche
des bandes spectrales optimales pour la classification afin de les comparer avec les bandes
spectrales optimales pour la détection et le cas échéant de trouver un compromis entre les
deux. Ces éléments permettraient de spécifier les caractéristiques d’un capteur infrarouge
multispectral, qui, couplé à nos méthodes de détection et de classification, serait capable
de protéger un site sensible.

Au delà de la mise en oeuvre de ces solutions spécifiques au problème de détection et
de classification initialement posé, cette thèse a également été l’occasion de réfléchir à des
problématiques méthodologiques variées. De ce point de vue, notre contribution sur l’esti-
mation séquentielle des paramètres dans des modèles à données manquantes a consisté à
généraliser l’algorithme Online EM [CM07] à des situations où l’espérance conditionnelle
est approchée par des méthodes de Monte Carlo par chaînes de Markov : le Monte Carlo
online EM (MCoEM). Comparé à des méthodes similaires en bloc telles que l’algorithme
SAEM [DLM99], le traitement séquentiel des données rend l’algorithme davantage sensible
au bruit engendré par la méthode MCMC puisque la mise à jour des paramètres est réalisée
après chaque nouvelle observation. Une attention particulière a par conséquent été appor-
tée au choix de l’échantillonneur des données manquantes sous la loi aposteriori. Dans le
cas des modèles de mélange, la solution proposée consiste à combiner l’algorithme MCoEM
pour l’estimation des paramètres avec l’échantillonneur de Carlin et Chib [CC95] pour la
simulation des données manquantes. Nous apportons une justification théorique quant à
l’efficacité asymptotique de cet échantillonneur en démontrant une extension de l’ordre de
Peskun [Tie95] à des chaînes inhomogènes. Sous certaines conditions, ce théorème nous
permet d’affirmer que l’algorithme de Carlin et Chib possède une variance asymptotique
plus faible que l’échantillonneur de Gibbs, autre méthode MCMC habituellement utilisée
dans le cas de variables en grandes dimensions.

Une preuve de la convergence de la séquence d’estimateurs produite par le MCoEM vers
un espace où la divergence de Kullback-Leibler entre la distribution du modèle et celle des
observations est stationnaire, est actuellement en cours de réalisation. L’objectif sera de
trouver des hypothèses relatives à la méthode d’approximation de l’espérance pour que la
convergence du MCoEM soit similaire à celle de l’Online EM. Enfin, une autre perspective
à explorer concerne la généralisation du Théorème IV.4 de comparaison établi pour des
chaînes de Markov inhomogènes alternant entre deux noyaux π-réversibles à des chaînes
de Markov alternant entre n noyaux π-réversibles. Un tel résultat permettrait l’étude de
nombreuses méthodes MCMC parmi lesquelles les algorithmes de type Metropolis-within-
Gibbs.
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